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Abstract– El Niño–Southern Oscillation (ENSO) is a major source of interannual climate variability in the Pacific and affects water 

availability, agriculture, and disaster risk. We assessed whether a Transformer encoder driven only by four monthly oceanic indices can 

forecast the Niño 3.4 sea surface temperature anomaly one to three months ahead. Each input sequence contained 12 months of Niño 3.4, 

Niño 3, Niño 1+2, and the Oceanic Niño Index (ONI). We divided the series chronologically to preserve the forecasting setting: observations 

through 2017 were used for training, 2018–2021 for validation, and data from 2022 onward for testing. Across ten training seeds, the mean 

test RMSE was 0.351 ± 0.050 °C, which is used as the representative estimate of expected performance. The main deterministic run achieved 

an RMSE of 0.246 °C, an MAE of 0.202 °C, an R² of 0.907, and a Pearson correlation of 0.954; it had the lowest test RMSE among the ten 

seeds. The overall Critical Success Index (CSI) for detecting non-neutral ENSO months was 0.597. The phase-specific CSI was 0.892 for El 

Niño and 0.160 for La Niña; the latter result was associated with weak La Niña cases close to the classification threshold. Performance 

deteriorated mainly on the three-month horizon, although the Pearson correlation remained 0.933. The Diebold-Mariano test and block 

bootstrap showed statistically significant improvements over the persistence model in continuous metrics for the two- and three-month horizons, 

but not for the one-month horizon. McNemar's test showed the same significance pattern for categorical classification. Under the same 

protocol, we also trained an LSTM, a CNN-LSTM, and a Temporal Convolutional Network (TCN). The Transformer did not uniformly 

outperform all of them, although it achieved better aggregate continuous performance than persistence. These results indicate that a compact 

index-based model can retain useful short-range predictive skill; however, its tendency to underestimate anomalies across seeds, deterministic 

output, and limited predictor set restrict its direct operational use. 
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Resumen– El Niño-Oscilación del Sur (ENSO) es una de las 

principales fuentes de variabilidad climática interanual en el 

Pacífico y afecta la disponibilidad hídrica, la agricultura y la gestión 

del riesgo. En este estudio se evaluó si un Transformer Encoder 

alimentado únicamente con cuatro índices oceánicos mensuales 

puede pronosticar la anomalía de la temperatura superficial del mar 

de Niño 3.4 con uno, dos y tres meses de anticipación. Cada entrada 

reunió 12 meses de Niño 3.4, Niño 3, Niño 1+2 y del Oceanic Niño 

Index (ONI). La serie se dividió cronológicamente para conservar 

un escenario de pronóstico real: entrenamiento hasta 2017, 

validación entre 2018 y 2021 y prueba desde 2022. En diez 

ejecuciones con diferentes semillas de entrenamiento, el RMSE 

promedio de prueba fue de 0.351 ± 0.050 °C, lo que se considera una 

estimación representativa del desempeño esperado. La corrida 

determinista principal obtuvo un RMSE de 0.246 °C, un MAE de 

0.202 °C, un R² de 0.907 y una correlación de Pearson de 0.954; esta 

ejecución presentó el menor RMSE entre las diez semillas evaluadas. 

El Índice de Éxito Crítico (CSI) global para detectar meses de ENSO 

no neutrales fue de 0.597. Por fase, el CSI fue de 0.892 para El Niño 

y de 0.160 para La Niña; este último valor estuvo asociado a casos 

débiles de La Niña cercanos al umbral de clasificación. El 

desempeño se deterioró principalmente en el horizonte de tres meses, 

aunque la correlación de Pearson se mantuvo en 0.933. La prueba 

de Diebold-Mariano y el bootstrap por bloques mostraron mejoras 

estadísticamente significativas frente al modelo de persistencia en las 

métricas continuas para los horizontes de dos y tres meses, pero no 

para el de un mes. La prueba de McNemar mostró el mismo patrón 

de significancia en la clasificación categórica. Bajo el mismo 

protocolo se entrenaron también una LSTM, una CNN-LSTM y una 

red convolucional temporal (TCN). El Transformer no superó de 

manera uniforme a todas estas arquitecturas, aunque obtuvo un 

mejor desempeño agregado continuo que el de la persistencia. Los 

resultados indican que un modelo compacto basado en índices 

conserva una capacidad predictiva útil a corto plazo; sin embargo, 

su tendencia a subestimar las anomalías entre semillas, su 

naturaleza determinista y el reducido número de predictores limitan 

su aplicación operativa directa. 

Palabras clave- ENSO, Niño 3.4, Transformer Encoder, 

aprendizaje profundo, temperatura superficial del mar, pronóstico 

multivariante. 

 

I.  INTRODUCCIÓN 

El Niño-Oscilación del Sur (ENSO) es la principal fuente 

de la variabilidad climática interanual en el Pacífico tropical. Su 

fase cálida, El Niño, y su fase fría, La Niña, emergen de la 

interacción no lineal entre el océano y la atmósfera y alteran la 

circulación, la precipitación y la temperatura en regiones muy 

alejadas de sus zonas de origen [1], [2]. El índice Niño 3.4, 

calculado sobre el Pacífico ecuatorial central, resume una parte 

sustancial de esta evolución y se utiliza ampliamente para el 

monitoreo y la verificación de pronósticos estacionales [3]. 

La anticipación de ENSO tiene valor científico y operativo. 

Los cambios de fase condicionan las decisiones sobre 

agricultura, recursos hídricos, energía y preparación ante 

emergencias; sin embargo, la predictibilidad varía entre 

décadas y estaciones, y suele deteriorarse cuando el horizonte 

temporal abarca la primavera boreal [3], [4]. En el Perú, 

además, los episodios cálidos intensos se relacionan con lluvias 

extremas, afectación de la infraestructura y movimientos en 

masa, por lo que una señal climática oportuna puede alimentar 

sistemas posteriores de pronóstico de precipitación y de 

susceptibilidad territorial [5], [6]. 

Los modelos dinámicos acoplados siguen siendo la base 

del pronóstico operacional de ENSO. Sin embargo, su costo de 

ejecución, la sensibilidad a las condiciones iniciales y los 

errores de parametrización han motivado el uso de métodos 

estadísticos y de aprendizaje profundo como herramientas 

complementarias. Estos métodos permiten explorar relaciones 

no lineales y obtener estimaciones rápidas a partir de series 

históricas. En particular, la atención resulta adecuada para 

relacionar meses no consecutivos dentro de una ventana 

multivariante sin imponer una estructura recurrente. 

Este trabajo evalúa cómo un Transformer Encoder, 

alimentado con cuatro índices oceánicos mensuales, conserva 

la capacidad de pronosticar el índice Niño 3.4 con uno, dos y 

tres meses de anticipación. El experimento combina una salida 

multihorizonte directa, una partición cronológica sin mezcla 

aleatoria, métricas continuas y categóricas, y una comparación 

con persistencia. Con ello se busca estimar el aporte real de la 

arquitectura en una configuración compacta, sin atribuirle 

ventajas que no hayan sido contrastadas bajo el mismo 

protocolo. 

 

A. Trabajos Relacionados 

1) Pronóstico estadístico y aprendizaje profundo para 

ENSO: La predicción de ENSO se ha abordado mediante 

modelos dinámicos acoplados, métodos estadísticos y 

esquemas híbridos. El aprendizaje profundo amplió la 

capacidad de representar relaciones no lineales. Ham et al. 

emplearon redes neuronales convolucionales y aprendizaje de 

transferencia para obtener pronósticos multianuales de ENSO 

https://orcid.org/0000-0001-5129-430X
https://orcid.org/0009-0000-9815-9340
https://orcid.org/0009-0009-8472-6055
https://orcid.org/0009-0000-9243-8998
https://orcid.org/0000-0001-5504-0446


6th LACCEI International Multiconference on Entrepreneurship, Innovation and Regional Development - LEIRD 2026. “Capability-Based 
Entrepreneurship: Artificial Intelligence and Innovation for Scaling into the New Global Economy” - Virtual Edition, December 1 – 3, 2026                

3 

[7]. Más recientemente, Wang et al. propusieron una 

arquitectura basada en Vision Transformer que integra 

información espaciotemporal en múltiples escalas [8]. Yan et 

al. combinaron la descomposición empírica y las redes 

neuronales temporales para predecir el Niño 3.4 y el Southern 

Oscillation Index (SOI) [9], mientras que Petersik y Dijkstra 

formularon pronósticos probabilísticos mediante redes 

neuronales [10]. Ham et al. incorporaron explícitamente la 

estacionalidad [11]. Hu et al. combinaron una red 

convolucional residual, dropout y aprendizaje de transferencia 

[12], mientras que Song et al. integraron pronósticos 

procedentes de modelos acoplados en una arquitectura residual 

profunda [13]. 

2) Atención y modelos multivariantes de nueva generación: 

La atención se ha incorporado progresivamente a los modelos 

climáticos. ENSO-GTC aprende teleconexiones 

espaciotemporales a escala global [14]. El modelo 3D-

Geoformer utiliza autoatención para pronosticar campos 

tridimensionales de la temperatura superficial del mar (SST) y 

del esfuerzo del viento [15], y posteriormente se empleó para 

estudiar la prolongación de La Niña en 2021 [16]. En paralelo, 

los enfoques interpretables han buscado asociar la predicción 

con patrones térmicos físicamente plausibles [17]. ENSO-

PhyNet integra procesos de balance de calor en la atención [18], 

y el uso conjunto de la SST y la salinidad superficial ha 

demostrado ser útil para ampliar el horizonte de predicción y 

mitigar parcialmente la barrera de la predictibilidad en 

primavera [19]. 

Los modelos citados emplean campos espaciales, información 

subsuperficial o restricciones físicas y, por ello, responden a 

objetivos distintos del planteado aquí. El presente estudio 

utiliza cuatro índices escalares y un horizonte temporal máximo 

de tres meses. La comparación se centra en determinar cuánto 

puede aportar la autoatención cuando la entrada ya resume la 

dinámica oceánica, sin pretender reemplazar los modelos 

climáticos de alta dimensión. 

3) Transformers para series temporales: El Transformer 

original introdujo el mecanismo de atención de múltiples 

cabezas y el procesamiento paralelo de secuencias [20]. Para el 

pronóstico temporal, el Temporal Fusion Transformer (TFT) 

combinó atención e interpretación multihorizonte [21]; 

Informer redujo el costo de la atención en secuencias largas 

[22]; Autoformer incorporó descomposición y autocorrelación 

[23]; FEDformer trasladó parte del aprendizaje al dominio de la 

frecuencia [24]. Comparaciones recientes en pronóstico 

climático también han evaluado conjuntamente distintas 

arquitecturas Transformer [25]; y PatchTST mostró que la 

segmentación en parches puede mejorar la representación de 

series multivariadas [26]. No obstante, una secuencia de 12 

meses no requiere mecanismos diseñados para miles de pasos. 

Por ello, se mantiene un codificador estándar (Encoder) y se 

centra la evaluación en la validez temporal, el sesgo y la 

degradación en función del horizonte. 
 

TABLA I 

SÍNTESIS DE ENFOQUES RECIENTES PARA EL PRONÓSTICO DE ENSO 

Trabajo Síntesis 

Ham et al. [7] 
CNN con campos de SST, de calor oceánico y de viento; 

transferencia de aprendizaje y pronóstico de largo plazo. 

Yan et al. [9] 
EEMD-TCN sobre Niño 3.4 y SOI; descomposición de 

series escalares para predicción multihorizonte. 

Zhou y Zhang 
[15] 

3D-Geoformer con temperatura oceánica y esfuerzo del 
viento; pronóstico multivariante. 

Mu et al. [18] 
Transformer guiado por el equilibrio térmico, la 

consistencia física y la interpretación del proceso. 

Wang et al. 
[19] 

SST y salinidad superficial; mejora de la habilidad en 
horizontes extendidos. 

Este trabajo 

Cuatro índices escalares: pronóstico directo a 3 meses 

con un conjunto reducido de predictores y evaluación 
basada en eventos. 

 

La Tabla I permite distinguir entre dos escalas de 

modelación. Los trabajos orientados a horizontes largos 

incorporan campos espaciales y variables físicas adicionales; 

este estudio utiliza únicamente índices mensuales. Esa 

reducción facilita la integración del predictor en una cadena de 

procesamiento, pero también limita la información disponible 

para representar extremos y teleconexiones. Por esta razón, las 

correlaciones no se comparan directamente entre estudios, y el 

análisis se centra en la diferencia respecto de la persistencia 

dentro del mismo conjunto de datos. 

El resto del artículo se organiza de la siguiente manera. La 

Sección II aborda la metodología, incluyendo los datos, la 

arquitectura y el protocolo experimental; la Sección III expone 

los resultados; la Sección IV presenta la discusión; y la Sección 

V presenta las conclusiones de la investigación. 

 

II. METODOLOGÍA 

A. Fuente de datos y regiones oceánicas 

El experimento se construyó a partir del producto 

NOAA/NCEI Optimum Interpolation Sea Surface Temperature 

(OISST), versión 2.1, con una resolución espacial de 0.25° [27]. 

Para cada mes se calculó el promedio espacial de las regiones 

de la Tabla II.  

 
TABLA II 

REGIONES OCEÁNICAS UTILIZADAS COMO PREDICTORES 

Índice Definición 
Niño 3.4 5°S-5°N, 190°-240°E (variable objetivo) 
Niño 3 5°S-5°N, 210°-270°E 

Niño 1+2 10°S-0°, 270°-280°E 
ONI Ídem Niño 3.4, suavizado (media móvil de 3 meses) 

 

Niño 3.4 se definió como variable objetivo porque resume 

la variabilidad térmica del Pacífico ecuatorial central y 

constituye una referencia habitual para caracterizar el ENSO 

[1]. Niño 3 y Niño 1+2 aportan información de sectores 

progresivamente más orientales, mientras que el Oceanic Niño 

Index (ONI) representa una versión suavizada de la señal 

central. Como el ONI se deriva de Niño 3.4, ambos predictores 

no son independientes; se mantuvieron para comprobar si el 

suavizado de tres meses aportaba información útil. La salida 

objetivo, en cambio, se mantuvo sin suavizar para evaluar la 

anomalía mensual. 
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Las anomalías se expresaron en grados Celsius con 

respecto de la climatología de 1991-2020. Antes de formar las 

ventanas, se ordenaron los registros, se verificó la continuidad 

mensual y se eliminaron las observaciones incompletas. No se 

interpolaron datos en los periodos de validación y prueba para 

evitar que la información posterior influya en la evaluación. 

 

B. Construcción de muestras y normalización 

1) Suavizado: Se aplicó una media móvil causal de tres 

meses a las series oceánicas no suavizadas; el ONI, ya 

suavizado, no recibió un segundo filtrado. 

2) Formulación supervisada: para cada instante t se 

construye una matriz de entrada con los 12 meses anteriores de 

los cuatro índices y un vector objetivo con Niño 3.4 en t, t+1 y 

t+2. El modelo produce los tres horizontes en una sola 

inferencia, evitando que el error del primer mes se propague 

recursivamente a los siguientes. 
 

Xt = [x(t−12), … , x(t−1)] ∈ R(𝟙𝟚×𝟜), yt = [nt, n(t+1), n(t+2)] ∈ R𝟛 (1) 

 

3) Normalización: cada predictor se estandariza utilizando 

la media y la desviación estándar estimadas únicamente a partir 

del conjunto de entrenamiento. Los mismos parámetros se 

aplican tanto a la validación como a la prueba. Esta decisión 

evita que la escala de los periodos futuros influya en el ajuste. 

4) Partición temporal: el entrenamiento comprende las 

muestras cuyo objetivo finaliza el 31/12/2017; la validación 

cubre 2018-2021; y la prueba abarca desde 2022 hasta el último 

mes disponible. No se realiza mezcla aleatoria. La validación se 

utiliza para seleccionar el checkpoint y detener el aprendizaje, 

mientras que la prueba se mantiene aislada hasta la evaluación 

final. 

La partición reproduce la situación de uso prevista: el 

modelo se ajusta a observaciones pasadas y se evalúa en un 

bloque futuro continuo. También evita que ventanas cercanas 

de un mismo episodio de ENSO aparezcan simultáneamente en 

los conjuntos de entrenamiento y de prueba, lo que podría inflar 

las métricas. 

 

C. Arquitectura del Modelo 

Se implementó un Transformer Encoder para regresión 

multivariante con entradas de forma (batch, 12, 4). Cada token 

corresponde a un mes y reúne los cuatro índices oceánicos. A 

partir de esa secuencia, el modelo genera tres valores de Niño 

3.4, uno para cada horizonte de pronóstico. 

 

1) Proyección y codificación posicional 

Una capa densa proyecta cada vector de cuatro 

características en un espacio latente de dimensión d_model = 

512. A esta proyección se suma una codificación posicional 

sinusoidal fija, necesaria porque la autoatención, por sí sola, no 

distingue el orden de los tokens [20]. La representación inicial 

puede expresarse como: 
𝑍0 = 𝑋𝑊𝑒 + 𝑏𝑒 + 𝑃       (2) 

Donde We y be son los parámetros de la proyección y P 

contiene las posiciones de los 12 meses. Aunque el espacio 

latente es amplio en relación con el número de variables, se 

emplean dropout, normalización y detención temprana para 

mitigar el sobreajuste. 

 

2) Bloques de autoatención 

Se apilan seis bloques Encoder con el esquema Pre-

LayerNorm [28]. Cada bloque contiene una atención 

multicabeza con 16 cabezas, 32 dimensiones por cabeza y una 

red feed-forward de 1024 unidades con activación GELU 

(Gaussian Error Linear Unit). Para una cabeza, la atención se 

calcula mediante: 

𝐴𝑡𝑡𝑒𝑛𝑡𝑖𝑜𝑛(𝑄, 𝐾, 𝑉) = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥 (
𝑄𝐾𝑇

√𝑑𝑘
)𝑉    (3) 

Las 16 salidas se concatenan y se proyectan nuevamente al 

espacio de 512 dimensiones. Las conexiones residuales 

preservan la información de entrada, mientras que el dropout = 

0.2 se aplica después de la atención y de la red feed-forward. 

Una normalización final estabiliza la representación 

acumulada. 

 

3) Agregación temporal y salida multihorizonte 

El promedio global de la dimensión temporal resume los 12 

estados mensuales en un vector de 512 dimensiones. La cabeza 

de regresión está compuesta por Dense(256), GELU, dropout y 

Dense(3). Cada salida corresponde a un horizonte fijo, de modo 

que los tres meses se aprenden conjuntamente sin recurrir a 

predicciones recursivas. 

4) Función de pérdida 

La función objetivo fue el Mean Squared Error (MSE) 

calculado sobre las muestras y los tres horizontes. Esta pérdida 

impone una penalización mayor a los errores de gran magnitud, 

que son frecuentes durante las anomalías intensas. Los 

horizontes recibieron el mismo peso, por lo que el ajuste buscó 

un equilibrio entre el desempeño del primer, segundo y tercer 

mes. 
 

LMSE = (1/3N)∑ ∑ (𝑦̂(𝑖,ℎ) − y(i,h))
2

hi    (4) 

 

D. Entrenamiento y Protocolo de Evaluación 

1) Configuración de entrenamiento: El ajuste se realizó con 

AdamW, que desacopla la regularización por decaimiento de 

pesos del gradiente de la pérdida [29]. La tasa inicial fue de 

5×10⁻⁴, el weight decay fue de 1×10⁻³ y el scheduler del coseno 

redujo gradualmente la tasa hasta 1×10⁻⁶. El clipping de la 

norma a 0.5 limitó las actualizaciones inestables. Los 

hiperparámetros principales se presentan en la Tabla III. 
 

TABLA III 
HIPERPARÁMETROS DE ENTRENAMIENTO 

Parámetro Valor 

Épocas máximas 200 

Tamaño de batch 128 

Gradient clipping (norma máx.) 0.5 

Early stopping paciencia 25 épocas, monitor val RMSE 

Métrica de checkpoint val RMSE 

Scheduler cosine annealing (LR min. 1x10^-6) 

Semilla 42 

Operaciones deterministas habilitadas 
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La implementación empleó tf.data para la lectura, la 

creación de lotes y el prefetch. El checkpoint se seleccionó 

según el RMSE de validación y el entrenamiento se detuvo 

después de 25 épocas sin mejora. La semilla 42 definió la 

inicialización y el orden de los lotes de la corrida principal, 

como se muestra en las Tablas IV a VI. Para caracterizar la 

variabilidad del proceso de entrenamiento, el experimento se 

repitió íntegramente con diez semillas (42, 123, 456, 789, 1011, 

1313, 1515, 1717, 2020 y 2323), manteniendo el resto del 

protocolo sin cambios; estos resultados se presentan en la 

Sección III.K. Todas las corridas se ejecutaron con semillas 

fijas en Python, NumPy y TensorFlow y con las operaciones 

deterministas de TensorFlow/cuDNN habilitadas 

(tf.config.experimental.enable_op_determinism), en la misma 

configuración de hardware y software (GPU NVIDIA RTX 

5090, CUDA 12.5, cuDNN 9, TensorFlow 2.21). Al repetir la 

corrida principal se obtuvieron predicciones idénticas; por ello, 

la variabilidad entre semillas refleja únicamente la 

inicialización de los pesos y el orden de los lotes. Dado que el 

determinismo se garantiza solo dentro de una misma 

configuración, la ejecución en otro hardware (por ejemplo, en 

una CPU) puede producir resultados numéricamente distintos. 

 

2) Métricas, clasificación y línea base: La evaluación 

continua incluyó MSE, Root Mean Squared Error (RMSE), 

Mean Absolute Error (MAE), R², correlación de Pearson, sesgo 

medio y error máximo. RMSE y MAE cuantifican la magnitud 

del error en grados Celsius; R² mide la proporción de la 

variabilidad explicada; Pearson mide la asociación lineal entre 

la predicción y la observación; y el sesgo identifica una 

sobreestimación o subestimación persistente. Las métricas se 

analizaron en conjunto, ya que una alta correlación puede 

coexistir con errores de amplitud. 

Para el análisis categórico se asignó El Niño cuando la 

anomalía fue > +0.5 °C, La Niña cuando fue < −0.5 °C y Neutral 

en el intervalo intermedio, de modo que el índice Niño 3.4 

caracteriza ambas fases de ENSO. Precisión, Probability of 

Detection (POD), F1, False Alarm Ratio (FAR) y el Critical 

Success Index (CSI) se calcularon de forma binaria, 

considerando como evento cualquier mes no neutral y 

agregando los tres horizontes; el CSI se reportó además por 

separado para El Niño y La Niña. En paralelo, se reportó la 

exactitud de las tres fases por horizonte. Así, se separa la 

detección de un evento de la correcta identificación de su signo. 

 

La línea base de persistencia supone que la última anomalía 

observada se mantiene constante durante los tres meses, ŷ(t+h) 

= n(t−1). Es una referencia exigente en horizontes cortos debido 

a la memoria térmica del océano. La comparación de 

persistencia se evaluó mediante la correlación por horizonte, un 

test de Diebold-Mariano y un bootstrap por bloques sobre las 

métricas continuas (Sección III.J), y un test de McNemar sobre 

la clasificación categórica (Sección III.O). Adicionalmente, 

bajo el mismo protocolo, se contrastó el Transformer con tres 

arquitecturas de referencia — LSTM, CNN-LSTM y TCN — 

para situar su desempeño frente a otros modelos de aprendizaje 

profundo (Sección III.N), sin pretender establecer una 

comparación exhaustiva con variantes modernas de 

Transformer como TFT, Informer o PatchTST, que no fueron 

evaluadas. 

 

III. RESULTADOS 

El modelo se evaluó sin reajuste durante la validación y la 

prueba. Se presentan resultados agregados, desempeño por 

horizonte, clasificación de fases y diagnósticos gráficos. Las 

métricas se calculan después de invertir la estandarización, por 

lo que los errores se expresan en grados Celsius. 

A. Desempeño global 

En la prueba, el modelo obtuvo un RMSE de 0.2456 °C y 

un MAE de 0.2016 °C. Los valores R² = 0.9072 y r = 0.9539 

indican que se capturó una buena parte de la variabilidad 

temporal, aunque no se reprodujo con la misma precisión la 

amplitud de todas las anomalías. Tanto el error como la 

correlación fueron mejores en la prueba que en la validación, lo 

cual es coherente con la mayor variabilidad del periodo de 

prueba, dominado por El Niño 2023-2024, que favorece valores 

más altos de R² y de correlación. El sesgo global de −0.0235 °C 

es pequeño en esta corrida, pero varía con el horizonte (+0.063, 

−0.037 y −0.096 °C en los leads 1 a 3), y entre las diez semillas 

el sesgo medio de prueba fue de −0.105 ± 0.086 °C (Tabla VIII), 

negativo en nueve de ellas; esta tendencia a subestimar resulta 

especialmente relevante antes de considerar su uso operativo. 
 

TABLA IV 
MÉTRICAS GLOBALES DE DESEMPEÑO 

Métrica Validación Prueba 

MSE 0.0782 0.0603 

RMSE (°C) 0.2796 0.2456 

MAE (°C) 0.2114 0.2016 

R² 0.7872 0.9072 

Correlación de Pearson 0.8929 0.9539 

Sesgo (Bias, °C) 0.0366 −0.0235 

Error máximo (°C) 0.8534 0.5807 

Accuracy (no neutral) 0.8824 0.7807 

Precisión 0.8947 0.8222 

Recall (POD) 0.8095 0.6852 

F1 0.8500 0.7475 

FAR 0.1053 0.1778 

CSI (no neutral) 0.7391 0.5968 

CSI El Niño 0.8095 0.8919 

CSI La Niña 0.6800 0.1600 

 

B. Desempeño por horizonte 

El error aumenta con el horizonte de validación: el RMSE 

pasó de 0.170 °C a un mes a 0.363 °C a tres meses. En prueba, 

el RMSE fue de 0.228, 0.195 y 0.301 °C para los leads 1, 2 y 3, 

de modo que el mayor error se concentró en el tercer mes. Las 

correlaciones de prueba se mantuvieron en 0.968, 0.971 y 

0.933, y el MAE alcanzó 0.257 °C en el tercer mes. En otras 

palabras, el modelo conservó mejor la dirección general de la 

señal que su amplitud. 
 

TABLA V 

DESEMPEÑO POR MES DE PREDICCIÓN (LEAD TIME) 
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Conjunto Lead RMSE (°C) MAE (°C) Corr. 

Val 1 0.170 0.132 0.964 

Val 2 0.273 0.214 0.904 

Val 3 0.363 0.288 0.807 

Test 1 0.228 0.181 0.968 

Test 2 0.195 0.167 0.971 

Test 3 0.301 0.257 0.933 

 

C. Clasificación de episodios ENSO 

Con umbrales de ±0.5 °C, el CSI de meses no neutrales fue 

de 0.7391 en validación y de 0.5968 en prueba. En la prueba, la 

precisión (0.822) superó a la probabilidad de detección (0.685): 

la clasificación binaria produjo relativamente pocas falsas 

alarmas, pero omitió cerca de un tercio de los meses no 

neutrales. El desglose por fase muestra que este valor combina 

un desempeño alto para El Niño (CSI de 0.892) y uno bajo para 

La Niña (CSI de 0.160). Los casos de La Niña del bloque de 

prueba fueron débiles (anomalía media de −0.60 °C, próxima al 

umbral) y el modelo atenuó su amplitud (predicción media de 

−0.42 °C), por lo que 14 de los 18 casos se clasificaron como 

neutrales. En la validación, con episodios de La Niña más 

intensos (anomalía media de −0.90 °C), el CSI de esta fase fue 

de 0.680. La exactitud de las tres fases, por su parte, descendió 

de 84.2% en el primer mes al 68.4% en el tercero. Esta 

diferencia muestra que un pequeño error cerca del umbral puede 

alterar la fase asignada, aun cuando la trayectoria continua sea 

razonable. 

 
TABLA VI 

EXACTITUD DE CLASIFICACIÓN ENSO POR HORIZONTE 

Conjunto Lead 1 Lead 2 Lead 3 

Val 91.2% 91.2% 82.4% 

Test 84.2% 81.6% 68.4% 

 

D. Diagrama de Dispersión 

La Fig. 1 compara las predicciones con las observaciones 

para los tres horizontes. La mayoría de los puntos sigue la 

diagonal, aunque la dispersión aumenta en las anomalías de 

mayor magnitud. En el conjunto de prueba, las anomalías 

positivas más intensas (superiores a 1.5 °C) se subestiman 

levemente (error medio de −0.08 °C), y las anomalías negativas 

tienden a predecirse con menor intensidad que la observada. 

 

 

 

Fig. 1 Predicción frente a la observación en la prueba (izquierda) y en la 

validación (derecha). La línea discontinua representa el ajuste ideal; la 

separación aumenta en los extremos. 

 

E. Distribución del error 

 

 
Fig. 2 Distribución del error predicho menos el observado en la prueba 

(arriba) y en la validación (abajo). En ambos conjuntos, la distribución está 

centrada cerca de cero; en la prueba, los errores se encuentran entre −0.58 y 
+0.54 °C. 

 

F. Perfil medio de anomalía por lead time 

La Fig. 3 resume la anomalía media por horizonte. En 

validación, el promedio predicho se mantiene cercano al 

observado, con diferencias inferiores a 0.07 °C. En prueba, la 

predicción media sobreestima ligeramente la anomalía en el 

primer mes (+0.06 °C) y la subestima en el segundo (−0.04 °C) 

y en el tercero (−0.10 °C). El comportamiento medio sugiere 

que la subestimación aumenta con el horizonte y no se debe 

únicamente a unos pocos casos extremos. 
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Fig. 3. Anomalía media por horizonte en validación (arriba) y en prueba 

(abajo). En prueba, la subestimación aumenta a medida que se alarga el 

horizonte. 

 

G. Ejemplos de predicciones 

 

 
Fig. 4. Ejemplos de pronósticos individuales en la validación (izquierda) y en 

la prueba (derecha). El modelo sigue, en varios casos, la dirección del cambio, 

aunque suaviza algunos máximos y mínimos y, en otros, aplana la trayectoria 

de los tres meses. 

 

H. Consistencia temporal en el lead central 

La consistencia temporal se examinó en el segundo 

horizonte para todas las muestras. Como se observa en la Fig. 

5, el modelo sigue la sucesión de calentamiento y enfriamiento, 

aunque atenúa los picos y presenta desfases locales. Esta lectura 

complementa la correlación global al mostrar periodos 

consecutivos en los que el error mantiene el mismo signo. 

 

 

 
Fig. 5. Evolución del lead 2 en validación (arriba) y en prueba (abajo). La 

predicción sigue una estructura de baja frecuencia, con suavizado de los 

extremos. 

 

I. Comparación de correlación frente a persistencia 

La Fig. 6 compara la correlación por horizonte del 

Transformer con la persistencia. Esta última fue ligeramente 

superior en el primer mes (0.970 frente a 0.968). En el segundo 

y el tercer mes, la diferencia a favor del Transformer se hizo 

evidente (0.971 frente a 0.884 y 0.933 frente a 0.747), cuando 

mantener constante la última anomalía observada dejó de 

representar adecuadamente la evolución de la serie. La mejora, 

por tanto, se concentra en los horizontes de dos y tres meses y 

no es uniforme. Esta comparación describe únicamente la 

correlación; las diferencias de error se evalúan mediante el 

RMSE y mediante pruebas estadísticas en la Sección III.J. 

 

 
Fig. 6. Correlación de Pearson por horizonte temporal entre el Transformer y 

la persistencia. 
 

J. Significancia estadística frente a persistencia 

Para determinar si las diferencias de habilidad observadas 

en la Fig. 6 son estadísticamente significativas, se aplicaron la 

prueba de Diebold-Mariano [30] (H₀: igual precisión predictiva, 

calculada a partir del error cuadrático) y un bootstrap por 

bloques de la diferencia de RMSE (ΔRMSE = 

RMSE_Transformer − RMSE_Persistencia), ambos de forma 

independiente para cada lead time sobre el conjunto de prueba. 

 
TABLA VII 

SIGNIFICANCIA ESTADÍSTICA FRENTE A PERSISTENCIA (PRUEBA) 

Lead DM p (DM) ΔRMSE 
(°C) 

p 
(bootstrap) 

1 0.71 0.477 +0.025 0.486 
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2 −3.03 0.002 −0.201 <0.001 

3 −2.80 0.005 −0.280 <0.001 

 

Ambas pruebas coincidieron en la dirección y la 

significancia: las diferencias del segundo y del tercer mes 

fueron estadísticamente significativas (p<0.05), a favor del 

Transformer. En el lead 1, la persistencia obtuvo un RMSE 

ligeramente menor (+0.025 °C), pero no se pudo rechazar la 

hipótesis de igualdad de la habilidad predictiva. 

 

K. Robustez frente a la semilla de inicialización 

Para evaluar la estabilidad del resultado principal, el 

modelo se reentrenó con diez semillas distintas (Sección 

II.D.1), manteniendo el resto del protocolo sin cambios. 

 
TABLA VIII 

MÉTRICAS GLOBALES, MEDIA ± DESVIACIÓN ESTÁNDAR (10 SEMILLAS) 

Métrica Validación Prueba 

RMSE (°C) 0.292 ± 0.014 0.351 ± 0.050 

MAE (°C) 0.234 ± 0.017 0.276 ± 0.036 

R² 0.767 ± 0.023 0.807 ± 0.054 

Correlación de 

Pearson 

0.887 ± 0.010 0.920 ± 0.024 

Sesgo (°C) −0.002 ± 0.062 −0.105 ± 0.086 

 

Por horizonte, el RMSE de prueba promedio fue de 

0.229±0.060, 0.310±0.051 y 0.465±0.076 °C para los leads 1 a 

3, con correlaciones de 0.980±0.007, 0.939±0.023 y 

0.851±0.052, respectivamente. La corrida individual con 

semilla 42, reportada en la Tabla IV, corresponde exactamente 

a la corrida de semilla 42 de este análisis y obtuvo un RMSE de 

prueba de 0.246 °C, el menor de las diez semillas y 

aproximadamente dos desviaciones estándar por debajo del 

promedio. Por ello, el promedio y la desviación estándar entre 

semillas constituyen la referencia representativa de la habilidad 

esperada, mientras que la corrida principal debe interpretarse de 

forma ilustrativa. Esta variabilidad, atribuible a la inicialización 

de pesos y al orden de los lotes (Sección II.D.1), indica que 

diferencias puntuales de RMSE inferiores a ~0.05 °C entre 

configuraciones no deben interpretarse como mejoras 

sustantivas sin un análisis de significancia adicional. 

 

L. Validación con origen móvil (rolling-origin) 

Para examinar si el desempeño depende específicamente 

del bloque de prueba 2022-presente, se evaluó el modelo con 

veintiún orígenes de partición sucesivos (bloques de prueba de 

dos años, desde 2002-01–2004-01 hasta 2022-01–2024-01), 

reentrenándolo en cada caso. Se excluyeron dos orígenes 

adicionales (2023-01–2025-01 y 2024-01–2026-01) por 

contener una sola muestra o ninguna, lo cual resulta insuficiente 

para estimar una correlación. 

El RMSE agregado entre los veintiún orígenes fue de 

0.458±0.106 °C y la correlación de 0.836±0.131, con una 

variación sustancial entre orígenes (correlación entre 0.48 y 

0.95 según el bloque evaluado). Por horizonte, el RMSE 

promedio fue de 0.356±0.126, 0.438±0.109 y 0.553±0.100 °C 

para los leads 1 a 3, con correlaciones de 0.929±0.076, 

0.853±0.118 y 0.730±0.197, respectivamente. Estos resultados 

muestran que el desempeño depende considerablemente del 

régimen ENSO dominante en cada bloque de prueba y que el 

bloque 2022-presente, evaluado en la Sección III.A, no es 

necesariamente representativo de otros periodos históricos. 

 

M. Ablación del ONI 

Para verificar si el ONI aporta información no redundante 

respecto de Niño 3.4, Niño 3 y Niño 1+2, se entrenó una 

variante con tres índices de entrada (sin ONI), bajo el mismo 

protocolo y con las mismas tres semillas (42, 123, 456). En 

prueba, el RMSE pasó de 0.352±0.082 °C (con ONI) a 

0.368±0.033 °C (sin ONI), el R² de 0.800±0.087 a 0.791±0.037, 

y la correlación de Pearson de 0.926±0.020 a 0.937±0.011. En 

validación, el efecto fue igualmente pequeño (RMSE de 

0.288±0.015 a 0.291±0.020 °C). La magnitud de estas 

diferencias, menor que la variabilidad entre semillas reportada 

en la Sección III.K, sugiere que la remoción del ONI no afecta 

sustancialmente el desempeño, lo cual es consistente con la 

redundancia de información entre este índice y el índice Niño 

3.4, señalada en la Sección II.A. 

 

N. Comparación con otras arquitecturas 

Bajo el mismo protocolo (partición, normalización, 

ventana de 12 meses, tres semillas: 42, 123, 456), se entrenaron 

tres arquitecturas de referencia: una LSTM bidireccional (3 

capas, 128 unidades, dropout 0.2, con atención), una CNN-

LSTM (dos capas Conv1D de 128 y 256 filtros seguidas de una 

LSTM bidireccional de 128 unidades, dropout 0.2) y una TCN 

(cuatro bloques residuales, dilataciones 1-2-4-8, 128 filtros, 

kernel 3, dropout 0.2). 

 
TABLA IX 

COMPARACIÓN DE ARQUITECTURAS EN PRUEBA, MEDIA DE TRES SEMILLAS 

Arquitectura RMSE (°C) MAE (°C) R² Pearson r 

LSTM 0.420 0.353 0.728 0.866 

TCN 0.425 0.347 0.722 0.871 

Persistencia 0.423 0.341 0.725 0.868 

Transformer 0.352 0.272 0.800 0.926 

CNN-LSTM 0.344 0.292 0.818 0.919 

 

CNN-LSTM obtuvo el menor RMSE global (0.344 °C), 

ligeramente inferior al del Transformer (0.352 °C), mientras 

que este último alcanzó la mayor correlación de Pearson (0.926 

frente a 0.919). LSTM y TCN quedaron por debajo de la 

persistencia en términos de RMSE y R². Por horizonte, CNN-

LSTM fue la arquitectura más precisa en los leads 1 y 2 

(RMSE=0.256 y 0.332 °C), mientras que el Transformer obtuvo 

la mejor correlación en los tres horizontes (0.979, 0.946 y 

0.858) y el menor RMSE en el lead 3 (0.457 °C) entre los 

modelos de aprendizaje profundo comparados. En conjunto, el 

Transformer no domina de forma uniforme a las demás 

arquitecturas de aprendizaje profundo evaluadas bajo este 

protocolo, aunque en promedio obtuvo mejores métricas 

agregadas continuas que las de la persistencia. 
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O. Comparación categórica con persistencia (test de 

McNemar) 

Se aplicaron los mismos umbrales de clasificación (±0.5 

°C) a la persistencia y se compararon sus aciertos y errores de 

fase con los del Transformer mediante la prueba de McNemar 

[31] (con corrección de continuidad de Yates), por separado 

para cada lead time, tanto en la clasificación de fase exacta (3 

clases) como en la de evento binario (neutral vs. no neutral). 

En prueba, la exactitud de fase de la persistencia fue de 

81.6%, 63.2% y 50.0% en los leads 1 a 3, frente a 84.2%, 81.6% 

y 68.4% en el Transformer. El CSI del evento binario de 

persistencia fue de 0.696, 0.462 y 0.321, frente a 0.714, 0.632 

y 0.455 del Transformer. La diferencia resultó estadísticamente 

significativa en los leads 2 y 3 (χ²=4.00, p=0.046 y χ²=5.14, 

p=0.023, respectivamente), pero no en el lead 1 (χ²=0.00, 

p=1.000). En la validación, no se observó ninguna diferencia 

significativa (p > 0.05 en los tres leads). 

El CSI de La Niña fue consistentemente menor que el de 

El Niño en ambos métodos y colapsó a 0 en el tercer mes de 

prueba, tanto para el Transformer como para la persistencia. 

Este resultado coincide con el reducido número de eventos de 

La Niña en el bloque de prueba (desde 2022 en adelante), 

dominado por la fase cálida de 2023-2024, y no debe 

interpretarse como una limitación intrínseca del modelo frente 

a esa fase en particular. 
 

IV. DISCUSIÓN 

El experimento muestra que cuatro índices oceánicos 

contienen suficiente señal para seguir la evolución de Niño 3.4 

a corto plazo. Su principal interés no es competir con modelos 

espaciales de gran escala [7], [15], [18], sino ofrecer una 

representación compacta que pueda incorporarse como entrada 

de módulos posteriores. Esta ventaja se refiere al volumen y a 

la simplicidad de los datos de entrada; el estudio no midió 

tiempos de inferencia ni consumo de hardware. 

La correlación elevada debe interpretarse junto con el 

RMSE, el MAE y el sesgo. El modelo reproduce la trayectoria 

general, pero pierde amplitud en varios extremos y la exactitud 

de fase desciende al 68.4% en el tercer mes. Por ello, una 

predicción cercana a ±0.5 °C no debería derivar 

automáticamente en una alerta categórica. Para ese uso, sería 

necesario acompañarla de intervalos o de probabilidades de 

excedencia, y de información oceánico-atmosférica adicional. 

La tendencia a un sesgo negativo, observada en nueve de 

las diez semillas y en el tercer mes de la corrida principal, puede 

deberse a varios factores: un cambio de distribución respecto 

del entrenamiento, la composición particular de los eventos 

recientes o el suavizado habitual de las salidas deterministas. La 

validación con origen móvil mostró que el desempeño varía 

sustancialmente entre los bloques de prueba. Este resultado 

indica sensibilidad al régimen ENSO evaluado, aunque los 

experimentos realizados no permiten separar de forma 

concluyente el efecto del cambio de distribución de un posible 

sesgo asociado a la arquitectura. 

Las limitaciones más importantes se derivan de la 

representación de entrada. Los índices escalares no describen 

explícitamente el viento, la profundidad de la termoclina, el 

contenido de calor, la salinidad ni las teleconexiones espaciales. 

La ablación del ONI produjo cambios pequeños: el RMSE de 

prueba aumentó en menos de 0.02 °C al excluir este predictor, 

una diferencia inferior a la variabilidad observada entre 

semillas. Este resultado sugiere que su contribución 

incremental es limitada. El bloque de prueba es reciente y 

relativamente corto; la comparación bajo el mismo protocolo 

con LSTM, CNN-LSTM y TCN mostró que el Transformer no 

domina de forma uniforme frente a otras arquitecturas de 

aprendizaje profundo — CNN-LSTM obtuvo un RMSE global 

ligeramente menor —, aunque sí frente a la persistencia en el 

desempeño agregado. No se compararon variantes modernas de 

Transformer, como TFT, Informer, FEDformer o PatchTST, 

bajo el mismo protocolo. 

Como continuación de este estudio, se plantea evaluar 

ventanas históricas de 6, 12, 18 y 24 meses, medir con mayor 

granularidad el aporte individual de cada predictor y generar 

salidas probabilísticas mediante cuantiles o ensambles. La 

incorporación de contenido de calor, viento y salinidad 

permitiría estudiar si una entrada físicamente más rica reduce la 

barrera de primavera y el sesgo observado [18], [19]. 

La clasificación utilizada en este trabajo distingue entre 

meses cálidos, fríos o neutrales en función de la anomalía 

mensual de Niño 3.4. Este criterio es útil para evaluar la 

discriminación inmediata del modelo, pero no equivale a la 

definición operacional de un episodio de ENSO, que considera 

promedios móviles y la persistencia a lo largo de varias 

temporadas superpuestas. En consecuencia, el CSI y las 

métricas asociadas describen la identificación de meses no 

neutrales en este conjunto, no la validación de un sistema oficial 

de alerta. Cabe destacar que el CSI de La Niña fue 

sistemáticamente menor que el de El Niño y colapsó en el tercer 

mes de prueba, un patrón más asociado al reducido número de 

eventos fríos en el bloque de prueba que a una limitación 

estructural del modelo en esa fase. 

La separación cronológica, el ajuste de los escaladores 

únicamente con datos de entrenamiento y el aislamiento del 

conjunto de prueba reducen el riesgo de fuga de información. 

Aun así, la arquitectura y sus hiperparámetros se seleccionaron 

con un único periodo de validación, 2018-2021, y podrían 

haberse adaptado a ese régimen. Las ventanas mensuales 

también se superponen; esta dependencia es propia de un 

pronóstico actualizado cada mes, pero reduce el tamaño 

efectivo de la muestra y puede hacer que las diferencias 

pequeñas parezcan más estables. 

La generalización de los resultados está condicionada por 

la cobertura temporal, el producto de SST utilizado y el uso 

exclusivo de los índices del Pacífico oriental y central. El 

desempeño puede cambiar con otra climatología base, 

revisiones del producto o eventos costeros que no se reflejen de 

la misma manera en Niño 3.4. Los tests de Diebold-Mariano y 

McNemar confirmaron que la ventaja del Transformer frente a 
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la persistencia es estadísticamente significativa en el segundo y 

el tercer mes, tanto en la métrica continua como en la 

clasificación categórica; no así en el primer mes, donde ninguna 

diferencia fue significativa. Por ello, la correlación elevada 

observada en el conjunto agregado respalda la existencia de 

capacidad predictiva en el periodo analizado, pero la ventaja 

estadísticamente significativa frente a la persistencia se 

concentra en los horizontes de dos y tres meses. 

 

V. CONCLUSIONES 

En conclusión, se entrenó un Transformer Encoder con 12 

meses de datos de cuatro índices oceánicos para pronosticar el 

índice Niño 3.4 con 1, 2 y 3 meses de anticipación. Con una 

separación estrictamente cronológica, la corrida principal 

determinista alcanzó en prueba un RMSE de 0.2456 °C, un R² 

de 0.9072 y una correlación de 0.9539. Esta corrida fue la de 

menor error entre las 10 semillas evaluadas, cuyo RMSE 

promedio de 0.351 ± 0.050 °C representa el desempeño 

esperado del modelo. En el tercer mes, la correlación fue de 

0.933, y el CSI en los meses no neutrales alcanzó 0.597, con 

0.892 para El Niño y 0.160 para La Niña. 

Una prueba de Diebold-Mariano y un bootstrap por bloques 

mostraron que la ventaja del Transformer frente a la 

persistencia fue estadísticamente significativa en el segundo y 

el tercer mes, pero no en el primero; una prueba de McNemar 

sobre la clasificación categórica mostró el mismo patrón. La 

comparación bajo el mismo protocolo con LSTM, CNN-LSTM 

y TCN mostró que el Transformer no domina de forma 

uniforme frente a otras arquitecturas de aprendizaje profundo 

—CNN-LSTM obtuvo un RMSE global ligeramente menor 

(0.344 vs. 0.352 °C)—, aunque sí lo hizo en términos de 

desempeño agregado. La validación con origen móvil confirmó 

que el desempeño depende considerablemente del régimen 

ENSO evaluado (RMSE de 0.458±0.106 °C y correlación de 

0.836±0.131 entre veintiún orígenes), y la ablación del ONI 

indicó que este predictor es en gran medida redundante con 

Niño 3.4. 

En conjunto, los resultados indican que una arquitectura 

compacta basada en índices conserva la capacidad predictiva a 

corto plazo. Frente a la persistencia, la mejora fue 

estadísticamente significativa en el segundo y el tercer mes, 

tanto en el error continuo como en la clasificación categórica. 

La tendencia a subestimar las anomalías entre semillas, la 

pérdida de exactitud categórica en el tercer mes, la menor 

capacidad de detección de La Niña frente a El Niño y la 

ausencia de una medida de incertidumbre son las principales 

restricciones. La siguiente versión experimental deberá 

incorporar predictores físicos adicionales, realizar 

comparaciones con variantes modernas de Transformer (TFT, 

Informer, PatchTST) y generar salidas probabilísticas antes de 

evaluar su integración en un sistema de apoyo a la gestión del 

riesgo. 
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