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Integration of a Generative AI-Based Nutritional 

Chatbot into a Mobile Application for University 

Students 
 

 

Abstract– This study presents SnorxFit, a mobile application that integrates a generative AI-based nutritional chatbot to provide context-

aware educational guidance based on selected user profile information and conversational context. The solution was assessed through an 

applied technological study and a preliminary quasi-experimental evaluation. Its architecture combines React Native, Firebase Authentication, 

Cloud Firestore, and the Gemini API. Technical testing involved ten users, while the pretest–posttest analysis included 25 complete records 

collected over four weeks: 18 from the SnorxFit group and 7 from the control group. We analyzed nutritional knowledge, eating habits, and 

ultra-processed food consumption using baseline-adjusted linear models with HC3 robust standard errors. The SnorxFit group showed 

favorable adjusted differences in knowledge (β = 3.82; 95% CI: 3.01–4.63), eating habits (β = 6.49; 95% CI: 4.93–8.04), and ultra-processed 

food consumption (β = -3.86; 95% CI: -4.74 to -2.99), with p < 0.001 in all models. The prototype achieved a mean response time of 1.42 ± 0.31 

s, 98.6% successful authentications, 1.7% API failures, 100% data synchronization, and 99.4% availability. The observed technical metrics 

support preliminary feasibility under the tested pilot conditions and provide encouraging evidence of the proposal's educational potential. 

SnorxFit is an educational and self-monitoring support tool; it does not diagnose disease, prescribe therapeutic diets, or replace individualized 

assessment by a qualified nutrition or health professional. 

Keywords- nutritional chatbot, generative artificial intelligence, mobile health, personalized nutrition, university students. 
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Resumen— Este estudio presenta SnorxFit, una aplicación móvil que 

integra un chatbot nutricional basado en inteligencia artificial 

generativa para ofrecer orientación educativa contextualizada a partir 

de información seleccionada del perfil y del contexto conversacional. 

La propuesta se evaluó mediante un estudio aplicado y tecnológico, 

con un diseño cuasiexperimental preliminar. La arquitectura combina 

React Native, Firebase Authentication, Cloud Firestore y la API de 

Gemini. La evaluación técnica incluyó a 10 usuarios, mientras que el 

análisis pretest–postest consideró 25 registros completos obtenidos 

durante cuatro semanas: 18 del grupo SnorxFit y 7 del grupo de 

control. Los puntajes de conocimiento nutricional, los hábitos 

alimentarios y el consumo de ultraprocesados se analizaron mediante 

modelos lineales ajustados al valor basal, con errores estándar 

robustos de HC3. El grupo SnorxFit presentó diferencias ajustadas 

favorables en conocimiento (β = 3,82; IC 95 %: 3,01–4,63), hábitos 

alimentarios (β = 6,49; IC 95 %: 4,93–8,04) y consumo de 

ultraprocesados (β = -3,86; IC 95 %: -4,74 a -2,99), con p < 0,001 en 

los tres modelos. El prototipo alcanzó un tiempo medio de respuesta 

de 1,42 ± 0,31 s, 98,6 % de autenticaciones exitosas, 1,7 % de fallos 

de la API, 100 % de sincronización y 99,4 % de disponibilidad. En 

conjunto, las métricas observadas respaldan la viabilidad preliminar 

del prototipo en las condiciones evaluadas y aportan evidencia 

alentadora sobre su potencial educativo. SnorxFit se presenta como 

una herramienta de educación y automonitoreo nutricional; no realiza 

diagnósticos ni prescribe dietas terapéuticas, ni sustituye la 

valoración individual de un profesional de la nutrición. 
Palabras clave— chatbot nutricional, inteligencia artificial 

generativa, salud móvil, nutrición personalizada, estudiantes 

universitarios. 

I. INTRODUCCIÓN 

La vida universitaria suele modificar los horarios, la 

autonomía en la elección de alimentos y la exposición al estrés 

académico. En el Perú, la Encuesta Demográfica y de Salud 

Familiar 2024 confirma que el exceso de peso sigue siendo un 

problema relevante de salud pública en personas de 15 años o 

más [1]. Entre estudiantes universitarios peruanos se han 

descrito patrones heterogéneos de alimentación y actividad 

física, así como asociaciones entre hábitos alimentarios 

inadecuados y un mayor índice de masa corporal [2], [3]. La 

calidad de la dieta también se relaciona con el desempeño 

académico: revisiones y estudios observacionales han 

identificado asociaciones pequeñas pero consistentes entre una 

dieta de mayor calidad y mejores resultados académicos [4], 

[5]. 

La nutrición personalizada adapta las recomendaciones a 

las características, preferencias y objetivos de cada persona 

[6]. La variabilidad individual observada en las respuestas 

glucémicas ante comidas similares refuerza el interés en 

estrategias que consideren el perfil del usuario [7]. En el 

contexto universitario, este enfoque requiere herramientas 

accesibles, culturalmente pertinentes y capaces de acompañar 

las decisiones cotidianas. Las aplicaciones móviles y los 

agentes conversacionales ofrecen una vía práctica para brindar 

retroalimentación inmediata, registrar hábitos y mantener una 

interacción continua. Las revisiones disponibles muestran un 

crecimiento sostenido de estas soluciones y resultados 

prometedores, aunque con diferencias importantes entre los 

diseños y las métricas de evaluación  [8], [9], [10]. 

Los modelos de lenguaje de propósito general han ampliado 

la capacidad de los chatbots para interpretar preguntas abiertas 

y generar respuestas contextualizadas. En nutrición, esta 

flexibilidad permite adaptar el diálogo al perfil y a las 

preferencias del usuario; al mismo tiempo, exige mecanismos 

que garanticen la consistencia y la seguridad de las 

recomendaciones. Estudios recientes con ChatGPT, Gemini y 

otros modelos muestran un desempeño variable en cuanto a la 

calidad dietética, el ajuste calórico y el asesoramiento sobre 

condiciones clínicas [11], [12], [13]. Por ello, la integración de 

la inteligencia artificial generativa en salud debe ir 

acompañada de contenido verificable, de reglas de seguridad y 

de una comunicación clara de su función educativa, en línea 

con las orientaciones de la Organización Mundial de la Salud 

[14]. 

En este contexto se desarrolló SnorxFit, una aplicación 

móvil para estudiantes universitarios de Arequipa que integra 

la configuración de perfil, el registro de alimentos, la 

visualización del progreso y un chatbot conectado a la API de 

Gemini. El artículo describe la arquitectura del prototipo, 

examina su desempeño técnico y analiza los cambios 

observados en el conocimiento nutricional, los hábitos 

alimentarios y el consumo de ultraprocesados. Su contribución 

radica en reunir, en una solución localizada, la interacción 

conversacional, el seguimiento personal y la evaluación 

cuantitativa de los resultados. 
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II. TRABAJOS RELACIONADOS 

A. Agentes conversacionales para promoción de hábitos 

saludables 

Los agentes conversacionales en salud incluyen sistemas 

basados en reglas, arquitecturas de recuperación de 

información y modelos generativos. Laranjo et al. observaron 

que las primeras aplicaciones se centraron principalmente en 

la educación y el autocuidado [8]. Revisiones posteriores 

encontraron mejoras en determinados resultados de salud y de 

comportamiento, con mayor consistencia en la actividad física 

que en la alimentación o en el peso corporal [9],[10]. Un 

metaanálisis más reciente informó de efectos pequeños a 

moderados en conductas de estilo de vida, lo que confirma el 

potencial de los chatbots como herramientas de 

acompañamiento digital  [15]. 

En este tipo de intervenciones, la utilidad no depende 

únicamente de la capacidad de responder preguntas. La 

retroalimentación inmediata, el establecimiento de metas, el 

automonitoreo y los recordatorios pueden favorecer la 

continuidad del usuario. En estudiantes y adolescentes 

también influyen el tono conversacional, la privacidad, la 

personalización y la participación del público objetivo en el 

diseño. Han et al. destacan que el codiseño con usuarios 

jóvenes puede mejorar la aceptación y la pertinencia de las 

intervenciones de nutrición y actividad física [16]. 

 

B. Aplicaciones móviles para educación y autorregulación 

nutricional 

Las intervenciones móviles permiten registrar los 

alimentos, visualizar el progreso y ofrecer orientación en el 

momento en que se toman las decisiones. La revisión y el 

metaanálisis de Villinger et al., que incluyeron 41 estudios y 

6348 participantes, hallaron efectos favorables en las 

conductas nutricionales y en algunos desenlaces de salud [17]. 

Estos resultados respaldan la combinación de registro, 

retroalimentación y metas incorporada en SnorxFit. La 

facilidad de uso, la claridad del contenido y la facilidad para 

completar tareas son, sin embargo, tan importantes como el 

número de funciones disponibles. 

En la población universitaria, una aplicación resulta más 

útil cuando sus recomendaciones son comprensibles, viables y 

compatibles con el presupuesto, los horarios y los alimentos 

disponibles. SnorxFit incorpora esta perspectiva mediante un 

perfil individual y contenido contextualizado. Su alcance se 

centra en la educación y el acompañamiento nutricional, 

mientras que las consultas relacionadas con condiciones 

clínicas requieren orientación profesional. 

 

C. Nutrición personalizada y sistemas de recomendación 

Los sistemas de recomendación pueden combinar reglas de 

conocimiento, filtrado basado en el contenido, aprendizaje de 

preferencias y enfoques híbridos [18]. En nutrición, la 

personalización debe equilibrar los requerimientos 

energéticos, las restricciones, las preferencias, la 

disponibilidad de alimentos y los objetivos del usuario. Los 

componentes basados en reglas aportan trazabilidad, mientras 

que los modelos generativos ofrecen una interacción más 

flexible. Papastratis et al. propusieron una arquitectura híbrida 

que combina un modelo generativo, restricciones nutricionales 

y ChatGPT, demostrando que el componente generativo puede 

utilizarse como interfaz conversacional, mientras que los 

cálculos y las restricciones nutricionales permanecen en 

componentes verificables [19]. 

SnorxFit aplica una personalización basada en los datos del 

perfil y en el contexto de la conversación. Esta estrategia 

permite organizar la información y presentar recomendaciones 

acordes con las preferencias del estudiante, sin convertir el 

prototipo en un sistema de prescripción dietética clínica. 

 

D. Evaluación de modelos generativos para asesoramiento 

nutricional 

El desempeño de los grandes modelos de lenguaje varía 

según el tipo de consulta y el nivel de especialización 

requerido. Kirk et al. compararon las respuestas de ChatGPT 

con las de dietistas y encontraron una buena comprensibilidad, 

aunque con diferencias en la precisión científica y la utilidad 

práctica [20]. En estudiantes universitarios, Liao et al. 

observaron respuestas legibles y potencialmente útiles, aunque 

con variaciones en la completitud y en la alfabetización 

nutricional [21]. Estos resultados sugieren que la calidad de un 

chatbot debe valorarse no solo por la fluidez de sus respuestas, 

sino también por su claridad, pertinencia y capacidad para 

orientar acciones realistas. 

En la generación de menús, Hieronimus et al. comprobaron 

que ChatGPT y Bard podían producir planes plausibles, 

aunque el cumplimiento simultáneo de los objetivos de 

energía, macronutrientes y micronutrientes variaba según el 

patrón dietético y el formato de la consulta [22]. Otros 

estudios también han identificado diferencias en la 

concordancia con las guías, en la precisión calórica y en las 

recomendaciones para condiciones específicas [11], [12], [13]. 

En personas alérgicas, Niszczota y Rybicka destacaron la 

importancia de aplicar controles adicionales antes de emitir 

una recomendación de seguridad [23]. 

 

E. Trazabilidad, recuperación de conocimiento y supervisión 

humana 

Una forma de fortalecer la consistencia de las respuestas es 

vincular la generación lingüística con fuentes nutricionales 

verificadas. La generación aumentada por recuperación 

(retrieval-augmented generation, RAG) combina un modelo 

generativo con documentos recuperados durante la consulta y 

permite conservar la procedencia de la información [24]. En 

una aplicación nutricional, este enfoque puede facilitar la 

actualización de las guías, la contextualización local y la 

trazabilidad de las recomendaciones. Su desempeño depende 

de la calidad del corpus y de cómo el modelo utiliza la 

evidencia recuperada. 

Las guías DECIDE-AI y CONSORT-AI aportan elementos 

útiles para documentar sistemas basados en inteligencia 

artificial, como la versión del modelo, los datos de entrada, la 

interacción humano–IA y los cambios realizados durante el 
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estudio [25], [26]. En este trabajo, estos documentos se 

emplearon únicamente como referencias complementarias de 

transparencia para el componente de IA. Dado el carácter 

cuasiexperimental y no aleatorizado de la evaluación, la 

presentación de los participantes y del diseño se alineará, 

además, con los principios TREND [27] para evaluaciones no 

aleatorizadas de intervenciones conductuales y de salud 

pública. 

 

F. Contribución de SnorxFit frente al estado del arte 

SnorxFit se sitúa en la intersección de tres líneas de trabajo: 

aplicaciones móviles de autorregulación, chatbots de 

promoción de hábitos saludables y modelos generativos para 

la orientación nutricional. Su aporte diferencial consiste en 

integrar estas capacidades en un prototipo dirigido a 

estudiantes universitarios de Arequipa, con contenido cercano 

al contexto local y una evaluación que combina métricas 

técnicas con resultados de pretest–postest. Esta integración 

ofrece una base sólida para continuar desarrollando soluciones 

de salud digital culturalmente pertinentes en entornos 

universitarios latinoamericanos. 

 

III. MATERIALES Y MÉTODOS 

A. Diseño, procedencia de datos y participantes 

Se realizó un estudio aplicado y tecnológico con dos 

componentes de evaluación. El primero fue una prueba técnica 

piloto con diez usuarios, orientada a evaluar el funcionamiento 

del prototipo. El segundo consistió en una evaluación 

cuasiexperimental de cuatro semanas con mediciones pretest y 

postest. La población objetivo estuvo conformada por 

estudiantes de quinto año de Ingeniería de Sistemas de la 

Universidad Católica de Santa María, Arequipa, de 18 a 25 

años de edad. La selección se realizó mediante muestreo 

intencional no probabilístico y la asignación a los grupos no 

fue aleatoria. El estudio original reportó 35 participantes; para 

el análisis estadístico se dispuso de 25 registros individuales 

completos de pretest y postest, correspondientes a 18 

participantes del grupo SnorxFit y 7 del grupo de control. 

En la Tabla I se muestran el diseño y las fuentes de 

información. 

 
TABLA I 

DISEÑO Y FUENTES DE INFORMACIÓN 

Componente Descripción 

Prototipo Aplicación móvil SnorxFit con chatbot nutricional 

Tecnologías 
React Native, Firebase Authentication, Cloud 

Firestore y Gemini API 

Evaluación técnica Piloto reportado con n=10; métricas agregadas 

Evaluación conductual Pretest-postest, cuatro semanas, n=25 

Grupos   SnorxFit n=18; control n=7 

Desenlaces 
Conocimiento, hábitos y consumo de ultraprocesa-

dos 

 

B. Arquitectura e implementación 

El prototipo se implementó en React Native para la interfaz 

móvil, lo que permitió reutilizar código entre plataformas [28]. 

Firebase Authentication gestiona la identidad y las sesiones, 

mientras que Cloud Firestore almacena perfiles, registros 

alimentarios e historial de interacciones [29]. El módulo 

conversacional envía consultas contextualizadas a la API de 

Gemini mediante una capa de integración que centraliza las 

solicitudes y las instrucciones de respuesta [30]. Durante el 

periodo de evaluación se utilizó Gemini 2.0 Flash como 

modelo generativo. El contexto enviado al modelo combinó la 

consulta del estudiante con campos seleccionados de su perfil 

y con información del conjunto nutricional local. La 

arquitectura se organizó en módulos de perfil, registro de 

alimentos, progreso y chatbot. Esta descripción refleja los 

componentes observables del prototipo mostrado en la Fig. 1. 

 

 
Fig. 1. Arquitectura lógica y controles recomendados para el prototipo 

SnorxFit. 

El perfil incluye la edad, el peso, la talla, el nivel de 

actividad, las preferencias y las restricciones alimentarias. A 

partir de estos datos, el chatbot contextualiza la consulta y 

consulta un conjunto local estructurado de información 

nutricional utilizado como apoyo para la generación de 

respuestas. En esta versión del prototipo no se implementó una 

arquitectura RAG basada en embeddings ni en recuperación 

vectorial. 
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Fig. 2. Diagrama de componentes y casos de uso de la arquitectura del sistema "Aplicación Nutricional con Chatbot" 

 

La Fig. 3 muestra la configuración inicial del perfil y el 

cálculo del índice de masa corporal. 

 
Fig. 3. Interfaz de configuración del perfil y cálculo del índice de masa 

corporal. 
 

La Fig. 4 muestra ejemplos de consultas disponibles en el 

asistente nutricional. 

 
Fig. 4. Interfaz de consultas del Asistente SnorxFit (Chatbot Nutricional). 

 

La Fig. 5 presenta el panel principal y el resumen de 

progreso del estudiante. 

 
Fig. 5. Panel principal y resumen de progreso del estudiante. 
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C. Variables y procedimiento 

La evaluación conductual consideró tres puntajes derivados 

de los instrumentos empleados en el estudio: conocimiento 

nutricional, hábitos alimentarios y consumo de alimentos 

ultraprocesados. En cuanto a conocimiento nutricional y 

hábitos alimentarios, una puntuación mayor representó una 

condición más favorable; en cuanto al consumo de 

ultraprocesados, una puntuación menor indicó un patrón más 

favorable. Los análisis se realizaron utilizando los puntajes 

individuales consignados en la matriz original de pretest y 

postest.  

Los instrumentos fueron administrados mediante 

cuestionarios estructurados; no obstante, la documentación 

disponible para el presente análisis no incluye el detalle de los 

ítems ni los rangos teóricos de puntuación, por lo que los 

resultados se interpretan en términos de cambios de las escalas 

empleadas. 

La Fig. 6 resume el proceso de depuración y reanálisis de 

los registros pretest–postest. 

 

 
Fig. 6. Flujo de depuración y reanálisis de los registros pretest–postest. 

 

D. Métricas técnicas 

Las métricas técnicas se obtuvieron mediante el monitoreo 

directo durante la ejecución del prototipo. Se registraron el 

tiempo de respuesta del chatbot, las autenticaciones, las 

solicitudes a la API, las operaciones de sincronización con 

Firestore, el consumo de CPU y de memoria, y la 

disponibilidad del backend. Para cada indicador se utilizaron 

los registros generados durante el periodo de prueba. 

 

E. Análisis estadístico 

El análisis utilizó los registros individuales de pretest y 

postest consignados en la matriz de recolección de datos del 

estudio. Estos valores fueron reorganizados, depurados y 

anonimizados para el análisis estadístico; no se reconstruyeron 

observaciones a partir de medias ni de estadísticas agregadas. 

Para cada variable se calcularon la media, la desviación 

estándar y el cambio individual. La diferencia entre grupos se 

estimó mediante un modelo lineal del puntaje postest que 

incluyó el grupo y el valor basal. Debido al tamaño muestral 

reducido y a la heterogeneidad potencial, se emplearon errores 

estándar robustos HC3, recomendados para reducir el sesgo de 

la varianza en muestras finitas [31]. Se reportaron coeficientes 

ajustados, intervalos de confianza del 95 %, valores p 

bilaterales y R². El análisis principal se basó en el modelo 

ajustado por el valor basal. 

 

IV. RESULTADOS 

A. Resultados funcionales y técnicos 

El prototipo permitió registrar y autenticar usuarios, 

almacenar perfiles, sincronizar datos con Firestore, registrar 

alimentos, visualizar el progreso y consultar al chatbot. El 

tiempo medio de respuesta fue de 1,42 s, con una desviación 

estándar de 0,31 s. La autenticación exitosa alcanzó el 98,6 %, 

la tasa de fallos de la API fue del 1,7 %, la sincronización de 

datos alcanzó el 100 % y la disponibilidad del backend fue del 

99,4 %. El consumo promedio fue de 34 % de CPU y 218 MB 

de memoria. En conjunto, estas métricas muestran un 

funcionamiento estable y una interacción ágil en el entorno 

piloto. 

La Tabla II presenta las métricas técnicas reportadas. 
 

TABLA II 

MÉTRICAS TÉCNICAS REPORTADAS 

Métrica Resultado 

Tiempo de respuesta 1,42 ± 0,31 s 

Autenticaciones exitosas 98,6 % 

Fallos de solicitudes API 1,7 % 

Sincronización Firestore 100 % 

Consumo promedio de CPU    34 % 

Consumo promedio de RAM    218 MB 

Disponibilidad del backend 99,4 % 

 

B. Cambios pretest–postest 

La Tabla III resume los puntajes. El grupo SnorxFit 

aumentó el conocimiento nutricional en 4,57 ± 1,19 puntos y 

los hábitos alimentarios en 7,52 ± 1,89 puntos; además, el 

puntaje de consumo de ultraprocesados disminuyó en 3,49 ± 

1,16 puntos. En el control, los cambios fueron de 0,81 ± 0,64, 

0,59 ± 0,92 y +0,39 ± 0,83 puntos, respectivamente. Los 

promedios basales fueron similares en cuanto a conocimiento 

nutricional y consumo de ultraprocesados; en cambio, el grupo 

de control presentó un puntaje basal de hábitos alimentarios 

más alto, lo que justificó el ajuste por el valor inicial. 

 
TABLA III 

PUNTAJES PRETEST, POSTEST Y CAMBIO 

Variable Grupo Pre Post Cambio 

Conocimiento SnorxFit 10,81 ± 2,83 15,38 ± 2,92 +4,57 ± 1,19 

 Control 9,73 ± 3,02 10,54 ± 2,87 +0,81 ± 0,64 

Hábitos SnorxFit 11,96 ± 4,34 19,47 ± 4,11 +7,52 ± 1,89 

 Control 15,99 ± 3,60 16,57 ± 3,85 +0,59 ± 0,92 

Ultraprocesados SnorxFit 9,63 ± 2,80 6,14 ± 2,91 -3,49 ± 1,16 

 Control 9,36 ± 1,52 9,74 ± 1,45 +0,39 ± 0,83 
Nota: Media ± desviación estándar. El cambio se calculó de forma uniforme como Post 

− Pre. Los valores positivos representan mejoras en el conocimiento y en los hábitos 

alimentarios, mientras que, en el consumo de ultraprocesados, una variación negativa 

indica una reducción favorable. 
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Fig. 7. Medias de pretest y postest por grupo para los tres desenlaces. 

C. Modelos ajustados 

Después de ajustar por el puntaje basal, el grupo SnorxFit 

presentó 3,82 puntos adicionales de conocimiento y 6,49 

puntos adicionales de hábitos saludables. En el grupo de 

ultraprocesados, el coeficiente ajustado fue de −3,86, lo que 

indica un puntaje postest inferior en el grupo SnorxFit. Los 

intervalos de confianza no incluyeron el cero y los tres 

modelos presentaron valores de p < 0,001. 

La Tabla IV presenta el efecto ajustado del grupo SnorxFit. 

 
TABLA IV 

EFECTO AJUSTADO DEL GRUPO SNORXFIT 

Desenlace β ajustado IC 95% P R2 

Conocimiento +3,82 3,01 a 4,63 <0,001 0,917 

Hábitos +6,49 4,93 a 8,04 <0,001 0,854 

Ultraprocesados -3,86 -4,74 a -2,99 <0,001 0,881 

 

V. DISCUSIÓN 

A. Interpretación de los hallazgos 

Los resultados muestran una separación consistente entre 

los cambios del grupo SnorxFit y los del grupo de control. El 

grupo que utilizó SnorxFit mostró cambios de mayor 

magnitud que el grupo de control tras el ajuste por el puntaje 

basal. La combinación de chatbot, registro de alimentos y 

visualización del progreso constituye un mecanismo plausible 

para apoyar el conocimiento y la autorregulación; sin 

embargo, dada la asignación no aleatoria, esta asociación no se 

interpreta como evidencia causal definitiva. Esta 

interpretación coincide con la literatura que reconoce a los 

agentes conversacionales como herramientas prometedoras 

para apoyar conductas saludables [9], [10]. En el caso de 

SnorxFit, la combinación de interacción inmediata y 

seguimiento personalizado parece especialmente pertinente 

para estudiantes que requieren orientación breve y accesible 

en su rutina académica. 

Aunque los coeficientes ajustados muestran una separación 

marcada entre los grupos, deben interpretarse en el contexto 

de una muestra reducida y desequilibrada. El uso de errores 

robustos HC3 mejora la estimación de la varianza en muestras 

finitas, pero no elimina la incertidumbre asociada al diseño no 

aleatorio. Por ello, los resultados se consideran evidencia 

exploratoria que deberá confirmarse en una muestra más 

amplia. 

La arquitectura elegida resultó adecuada para un prototipo 

universitario. React Native facilitó el desarrollo 

multiplataforma, Firebase simplificó la autenticación y la 

persistencia de datos, y Gemini permitió una interacción 

abierta con el usuario. La sincronización del 100 % y la 

disponibilidad del 99,4 % proporcionan una línea de base 

favorable para continuar con pruebas de mayor escala. En una 

etapa posterior, los percentiles de latencia, la carga sostenida y 

la recuperación ante fallos permitirán caracterizar el 

desempeño en escenarios con un mayor número de usuarios. 

 

B. Potencial de la IA generativa y seguridad nutricional 

La inteligencia artificial generativa aporta a SnorxFit una 

interacción flexible, capaz de adaptar el lenguaje y el nivel de 

detalle a la consulta del estudiante. Este componente amplía el 

valor educativo del prototipo, especialmente al combinarse 

con la información del perfil y el contenido nutricional 

contextualizado. Para consolidar esta capacidad, la evaluación 

de las respuestas puede incorporar un banco de casos y 

criterios de corrección, claridad, pertinencia y seguridad, 

revisados por nutricionistas. La literatura reciente muestra que 

los modelos generativos pueden producir recomendaciones 

útiles, pero su desempeño mejora cuando se dispone de reglas 

y fuentes de apoyo para situaciones clínicas específicas [11], 

[12], [13]. 

Una evolución natural del prototipo consiste en incorporar 

controles escalonados para consultas de mayor riesgo. La 

aplicación puede reconocer menciones de alergias, embarazo, 

enfermedad renal, diabetes, trastornos alimentarios o síntomas 

agudos y, en esos casos, ofrecer información general y una 

recomendación de atención profesional. También puede 

vincular las respuestas a contenido nutricional verificado y 

mantener una auditoría periódica de los cambios de modelo y 

del prompt. Estas medidas fortalecen la propuesta sin limitar 

su utilidad como herramienta educativa [14]. 
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La siguiente fase de validación incorporará un banco 

predefinido de consultas nutricionales, tanto generales como 

de mayor riesgo, evaluado por profesionales de la nutrición 

según criterios de exactitud, pertinencia, claridad, 

contextualización cultural y seguridad. Esta evaluación 

permitirá complementar las métricas de desempeño técnico 

con una valoración específica de la calidad de las respuestas 

generadas.  

C. Limitaciones 

La interpretación de los resultados debe considerar el 

tamaño de la muestra, el desequilibrio entre los grupos, la 

asignación no aleatoria y el seguimiento de cuatro semanas. 

Además, el grupo de control inició con un puntaje de hábitos 

alimentarios más alto, por lo que se aplicó un ajuste por el 

valor basal. Estas condiciones sitúan los hallazgos en una fase 

preliminar y orientan el diseño de una evaluación posterior 

con una muestra más amplia y un seguimiento prolongado. 

Aun con este alcance, el estudio aporta evidencia útil sobre 

el funcionamiento del prototipo y su potencial como 

herramienta de apoyo educativo y de automonitoreo 

nutricional. Los resultados obtenidos justifican continuar con 

la validación de SnorxFit y ampliar su evaluación en otros 

programas universitarios. 

 

VI. CONCLUSIONES 

SnorxFit integra de manera funcional una aplicación móvil, 

servicios de autenticación y de almacenamiento en la nube, y 

un chatbot nutricional basado en inteligencia artificial 

generativa. En los 25 registros analizados, el uso de la 

aplicación durante cuatro semanas se asoció con mejoras 

ajustadas en el conocimiento nutricional y en los hábitos 

alimentarios, así como con una reducción del consumo de 

ultraprocesados. Las métricas técnicas mostraron una 

interacción ágil, una alta sincronización y disponibilidad, lo 

que respalda la viabilidad preliminar del prototipo bajo las 

condiciones evaluadas. 

La principal contribución de la propuesta es ofrecer una 

solución localizada que combina orientación conversacional, 

seguimiento nutricional y visualización del progreso para 

estudiantes universitarios de Arequipa. Los hallazgos 

constituyen una base sólida para ampliar la muestra, extender 

el periodo de seguimiento e incorporar la validación 

nutricional especializada. Con este desarrollo progresivo, 

SnorxFit tiene potencial para consolidarse como una 

herramienta de apoyo para programas de bienestar y de 

educación nutricional en instituciones de educación superior. 
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