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Abstract— This Systematic Literature Review (SLR), conducted under the PRISMA methodology, aims to identify recently proposed
artificial intelligence models for the early identification of diabetes patients through foot images. It analyzes the challenges these models
addpress, the Deep Learning (DL) techniques utilized, and the performance metrics applied. Additionally, the results obtained are examined,
highlighting innovations compared to classical methods. Out of 237 articles identified in SCOPUS using the PICO methodology, 23 were
selected through PRISMA. These studies explore deep learning approaches for detecting diabetic neuropathy and early signs of diabetes
through foot images. The most commonly used models include convolutional neural networks (CNN) and deep neural networks (DNN),
which stand out for addressing challenges such as image variability and quality. However, the lack of homogeneous databases for
meaningful comparisons was identified. The approaches combine CNNs with optimization algorithms and hybrid methods, achieving
accuracies ranging from 81.18%, as achieved by Inception-ResNet-v2, to 99.4%, attained by EfficientNet technology. Key innovations
include advanced preprocessing techniques and the integration of diverse datasets to improve generalization. Finally, recommendations are
proposed to optimize these models, such as developing homogeneous and standardized databases, implementing modern architectures like
EfficientNet and Inception-ResNet-v2, and exploring hybrid approaches that integrate RGB, thermal, and spectroscopic images. These
measures aim to enhance diagnostic capabilities and overcome current limitations, facilitating their clinical application.
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Resumen— Esta Revision Sistematica de Literatura (RSL),
realizada bajo la metodologia PRISMA, tiene como objetivo
identificar los modelos de inteligencia artificial recientemente
propuestos para la identificacion temprana de pacientes con
diabetes mediante iméagenes de los pies. Se analizan los problemas
que estos modelos intentan resolver, las técnicas de Deep Learning
(DL) utilizadas y las métricas de desempefio aplicadas. Ademas, se
examinan los resultados obtenidos y se destacan las innovaciones
en comparacion con los métodos clasicos. De 237 articulos
identificados en SCOPUS aplicando la metodologia PICO, se
seleccionaron 23 utilizando PRISMA. Estos estudios exploran el
aprendizaje profundo para la deteccion de neuropatia diabética y
signos tempranos de diabetes mediante imégenes de los pies. Los
modelos més utilizados incluyen redes neuronales convolucionales
(CNN) y profundas (DNN), que destacan por abordar desafios
como la variabilidad y calidad de las imagenes. Sin embargo, se
identifico la falta de bases de datos homogéneas para
comparaciones significativas. Los enfoques combinan CNN con
algoritmos de optimizacion y métodos hibridos, logrando eficacias
que oscilan entre el 81.18% como lo tiene Inception-ResNet-v2
hasta 99.4% que obtuvo la tecnologia EfficientNet. Las principales
innovaciones incluyen preprocesamiento avanzado e integracion de
datasets diversos para mejorar la generalizacion. Finalmente, se
proponen recomendaciones para optimizar estos modelos, como
desarrollar bases de datos homogéneas y estandarizadas,
implementar arquitecturas modernas como EfficientNet e
Inception-ResNet-v2, y explorar enfoques hibridos que integren
imagenes RGB, térmicas y espectroscopicas. Estas medidas buscan
enriquecer la capacidad diagnéstica y superar las limitaciones
actuales, facilitando su aplicacion clinica.

Palabras clave—Deep learning; pie diabético; diabetes;
deteccion temprana; andlisis de imagenes médicas; redes
neuronales convolucionales; imagenes de los pies.

|. INTRODUCCION

Durante los ultimos afios, la aplicacion de Deep Learning
(DL) ha tenido un gran impacto debido a los multiples
beneficios que se pueden obtener con su aplicacién en
diferentes sectores como en el campo de la salud, comercio,
finanzas, entre otros, ya que tiene la capacidad de resolver
problemas complejos en areas como reconocimiento de
imégenes y procesamiento de lenguaje. No obstante, esta RSL
se centrara en el campo de la medicina, especificamente en la
deteccion temprana de diabetes en pacientes. ElI DL se basa en
un modelo computacional que utiliza mdltiples capas de
procesamiento para aprender representaciones de datos de

forma automatica, para lograr esto se transforma la
informacién de entrada a través de diferentes niveles de
abstraccién mediante mddulos simples, pero no lineales,
logrando asi aprenderse funciones complejas [1]. Este avance
ha influido positivamente en el campo de la medicina ya que se
puede aplicar para la deteccién de diabetes, una de las
enfermedades con méas casos en el mundo; dicha enfermedad
llega afectar principalmente a la parte inferior del cuerpo
humano, provocando Ulceras de Pie Diabético (UPD). La UPD
es uno de los efectos mas frecuentes causadas por la diabetes
mellitus, este puede llegar a provocar infecciones que podrian
terminar en amputaciones de las piernas, una intervencién
temprana puede ayudar a prevenir las ulceraciones y también
las amputaciones [2].

En la actualidad la diabetes se ha convertido en una de las
enfermedades que tienen mayor impacto en las personas, ya
gue no solo perjudica su salud sino también su economia
debido al alto costo de su tratamiento. La Federacion
Internacional de Diabetes estimé que, en 2021, el nimero total
de individuos afectados por esta enfermedad (con edades
comprendidas entre 20 y 79 afios) fue de 537 millones de
casos. Y se espera que esta cifra se incremente
significativamente para el 2030 (643 millones de casos) y para
el 2045 (783 millones de casos) [3]. Teniendo en cuenta este
tipo de enfermedad, se han creado varios programas y
aplicaciones de DL para tener un mejor enfoque en el anlisis
de las imagenes. Por ello, los métodos de segmentacion de
imagenes  médicas basados en redes  neuronales
convolucionales (CNN) se han estudiado y aplicado
ampliamente. UNet es la CNN clasica en el campo de la
segmentacion de imagenes médicas, con ello se propusieron
otras estructuras de red basadas en esta, con una capacidad
mejorada de extraccion de caracteristicas. Las CNN pueden
lograr un alto rendimiento con un tiempo de inferencia corto, lo
que facilita significativamente las aplicaciones précticas, pero
este depende de la cantidad y calidad de los datos de
entrenamiento [4]. Respecto al desarrollo de herramientas
tecnoldgicas para el diagndstico y monitoreo del pie diabético,
se desarroll6 DFUCare, una plataforma basada en DL que
integra multiples capacidades para la deteccion, andlisis y
seguimiento de UPD. Este sistema trata de optimizar la
precision diagndstica y el monitoreo clinico continuo mediante
el uso de redes neuronales profundas, ofreciendo una solucién
integral que supera las limitaciones de enfoques anteriores,
como la captura no automatizada de imégenes [5]. Sin
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embargo, la implementacion de elementos operacionales DL
permite realizar una deteccion temprana de estas anomalias y
se presenta como una estrategia innovadora para abordar
problemas recurrentes en el campo de la medicina. Para ello, se
examina las caracteristicas fisicas del pie, los tres métodos
principales de evaluacién son: El analisis de la neuropatia del
pie, la circulacion vascular y la presién tobillo-plantar, lo que
resulta en la presentacion del UPD. La deteccién temprana y la
planificacion de la atencién multidisciplinaria son enfoques
claves para minimizar las complicaciones del pie diabético y el
tiempo de hospitalizacion. Una evaluacion completa de los
biomarcadores y la informacién del paciente permitiria planes
de tratamiento mas organizados y personalizados [6].

La necesidad de proporcionar un estudio sobre la deteccion
temprana de estas anomalias y la implementacién de elementos
de operaciones de DL se presentan como estrategias
innovadoras a problemas que siempre se encuentran en el area
de la medicina. Las aplicaciones basadas en Inteligencia
Acrtificial (IA) son una herramienta crucial para ayudar a los
profesionales médicos con exceso de trabajo y promover
mejores  practicas. Estos automatizan  procedimientos
repetitivos, al ofrecer ayuda para tomar decisiones en el lugar
de atencion, con detecciones rapidas y definitivas de cambios
negativos en el curso de la curacién de heridas. Diversos
estudios han explorado el uso de técnicas avanzadas de DL
para la deteccion y andlisis de UPD. Estas investigaciones
destacan la efectividad de modelos que integran estrategias de
clasificacién, segmentacién y localizacion, mejorando
significativamente la precisién diagnostica y el monitoreo
clinico de estas lesiones [7]. Por otro lado, la amplia utilizacion
de la tecnologia de la informacién en la practica sanitaria
conduce a la recopilacion de cantidades masivas de datos, que
contienen informacion valiosa a la espera de ser explotada.
Estos “grandes datos” tienen el potencial de informar
decisiones sobre la trayectoria de salud de los pacientes y el
manejo de enfermedades crénicas [8]. Al respecto, una revision
reciente analiza el uso de CNN y arquitecturas derivadas como
GoogLeNet, U-Net y Mask R-CNN, destacando su desempefio
en tareas como la clasificacion de imagenes médicas, la
segmentacién semantica y la localizacion de lesiones
relacionadas con UPD con altos niveles de precision vy
rendimiento [1].

El objetivo de este documento es identificar y analizar la
eficacia de los modelos y tecnologias de machine learning
aplicado a los sintomas de diabetes que se presentan en los
pies, a través de una vision exhaustiva y organizada de
soluciones relacionadas con la prediccion de esta enfermedad;
las que se encuentran disponibles en la literatura cientifica,
razon por la cual, se hace necesario la elaboracion de esta RSL.

La RSL presenta la siguiente estructura. La seccion II.
Metodologia, muestra la aplicacion de PICO, describiendo el
procedimiento desde la formulacion de la pregunta de
investigacion planteada hasta las operaciones que conducen a
la seleccién del material discutido en el documento. La seccién
I1l. Resultados, presenta y organiza la informacion obtenida
luego del andlisis de los articulos encontrados. Seguidamente,
en la seccion IV. Discusion, se analiza detalladamente el

rendimiento de los modelos estudiados, destacando la
efectividad de las redes neuronales convolucionales (CNN) y
las arquitecturas modernas. Ademas, se evalUan técnicas de
regularizacién como el aumento de datos, la segmentacién
multimodal y el uso de imagenes térmicas, que mejoran la
capacidad diagnostica. Finalmente, en la seccién V. se exponen
las conclusiones del estudio, donde se sintetizan los principales
hallazgos, sefialando tanto los avances logrados como las
limitaciones observadas en esta RSL, como la carencia de
bases de datos uniformes y métricas comparables. Ademas, se
proponen lineas futuras de investigacién, enfatizando la
necesidad de explorar nuevas arquitecturas y garantizar una
mayor estandarizacion en los datos para mejorar la
aplicabilidad de los modelos en entornos clinicos.

Il. METODOLOGIA

A. Estrategia de blsqueda

En el presente trabajo se realiz6 una investigacion enfocada
en el uso del deep learning en el &ambito médico,
especificamente  para el diagnéstico temprano de
complicaciones de la diabetes mediante el anlisis de imégenes
de los pies. Para ello se utiliz6 la estrategia PICO (Problema,
Intervencion, Comparativa, Resultado) la cual proporciona una
estructura para poder entender y desglosar elementos de esta
estrategia. Finalmente, todo este analisis conforma la pregunta
de investigacion: ;Qué modelos de deep learning se utilizan
para analizar iméagenes de los pies, detectando de manera
tempranay eficaz la diabetes?

TABLA I COMPONENTES DE LA ESTRATEGIA PIOC

Acrénimo Componente Descripcion

P Problema Qué modelos de
machine learning se han
utilizado para predecir la
diabetes en personas a
partir de imagenes de los
pies?

1 Intervencion (Qué algoritmos de deep
learning se han
implementado para
analizar imagenes de los
pies con el fin de

predecir la diabetes?

(6] Resultado (Qué  porcentaje  de
eficacia han alcanzado
los modelos de deep
learning en la prediccion
de diabetes utilizando
imégenes de los pies?

C Contexto ;Qué tipos de imagenes
de pies se utilizan en los
estudios que aplican
deep learning  para
detectar complicaciones
relacionadas con la

diabetes?
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TABLAIIL TERMINOS DE BUSQUEDA

Termino de | Sin6nimos

busqueda

Factor

Diabetes
Diabetes mellitus
Diabetic complications

Problema Diabetes

Intervencion Deep Learning Deep learning
CNN

Transfer learning

Prediction
Diagnosis
Precision
Accuracy
AUC

Resultado Efficiency

Contexto Foot images Foot
Infrared images
Foot health

Foot nails

Tras obtener los resultados iniciales, se procedio a construir
las ecuaciones utilizando los términos clave, aplicando
operadores booleanos como “OR” y “AND” para establecer
relaciones entre las palabras clave. Este enfoque permitié
ampliar o restringir el alcance de la blsqueda, como se muestra
en la siguiente tabla, con base en la terminologia previamente
identificada para cada palabra clave.

TABLA 11 SINTAXIS ECUACION POR PIOC

Termino de
busqueda

Factor Palabras clave (inglés)

"diabetes" OR
"diabetic foot" OR
"diabetes mellitus" OR
"Neuropathic diabetic
foot ulcer"

Problema Diabetes

Intervencion Deep Learning "deep learning" OR
"CNN" OR "transfer
learning”

OR "convolutional

neural networks"

Resultado Efficiency "prediction" OR
"diagnosis" OR
"precision" OR

"accuracy" OR "AUC"

Contexto Foot images "foot images" OR
"infrared images" OR
"foot health" OR "foot

nails"

La bdsqueda se realiz6 en la base de datos de Scopus, en
donde se puede encontrar diferentes articulos y revisiones
sobre el tema de la deteccidn de diabetes mediante imagenes de
los pies mediante el uso de aprendizaje profundo. Para ello, se
uso la siguiente ecuacién de busqueda:

( ALL ( "deep learning" OR "CNN" OR "transfer learning”
OR "convolutional neural networks" ) AND ALL ( "diabetes"
OR "diabetic foot" OR "diabetes mellitus" OR "Neuropathic
diabetic foot ulcer" ) AND ALL ( "foot images" OR "infrared
images” OR "foot health” OR "foot nails" ) AND ALL (

"prediction” OR "diagnosis" OR "precision” OR "accuracy"
OR"AUC"))

La ecuacién de blsqueda se disefi6 para cubrir los aspectos
clave de la deteccion de diabetes mediante imagenes de los
pies, utilizando términos relacionados con el aprendizaje
profundo, la diabetes y las imagenes médicas. Al combinar
operadores booleanos, se asegur6 que los resultados abarcaran
articulos relevantes sobre el uso de tecnologias avanzadas en la
identificacion, analisis y diagndstico de Ulceras del pie
diabético.

B. Criterios de inclusion y exclusion

Para poder asegurar que los articulos que se seleccionaran
fueran relevantes se utilizé los criterios de inclusién y
exclusion, de este modo, esta estrategia permite seleccionar
Unicamente los articulos relevantes y especificos al tema de
investigacion, considerando los componentes del marco PICO.

TABLA IV.

CRITERIOS DE INCLUSION Y EXCLUSION

Criterios de inclusion

Criterios de exclusion

CIl1: Los estudios deben abordar
la deteccion de diabetes a través
de imagenes del pie.

CEl: Estudios que se desarrollan
Unicamente con simulaciones o
sin aplicacion de deep learning.

CI2: Los estudios deben aplicar o
describir  modelos de deep
learning para el analisis de
imagenes del pie.

CE2: Tipo de publicacion NO
corresponde a articulo original (no
se incluyen conference papers,
tesis, libros de texto, o material no
indexado).

CI3: Los estudios incluidos deben
reportar resultados estadisticos de

CE3: Publicaciones en idiomas
diferentes al inglés o espafiol.

la aplicacion de los métodos que
se usan.

Cl4: Los
desarrollado en pacientes reales,
con imagenes obtenidas en
entornos clinicos o de
investigacion médica.

estudios se han | CE4: Documentos
antes a 2020.

publicados

C. Proceso de seleccion de estudio

En la ecuacion de buasqueda realizada se obtuvo 237
documentos sin aplicar ningln tipo de criterio o filtros,
posteriormente a esto se aplicd una lectura al contenido de
estos, especificamente al titulo y el abstract, excluyendo
consigo 31 documentos, ya que estos no trataban de la diabetes
0 no estaban alineados a nuestro tema a desarrollar, quedando
asi 206 documentos. De acuerdo con esto, se procedio a aplicar
los criterios de exclusion, donde se pudo excluir 67
documentos, empezando por CE1 (Simulaciones o sin
aplicacién de aprendizaje profundo) en donde se elimind 9
documentos, en el CE2 (Publicaciones que no corresponden a
articulo original) se eliminaron 45 articulos, para el CE3
(idiomas diferentes al inglés o espafiol) se eliminaron 3
articulos, y finalmente para el CE4 (publicados antes de 2020)
se eliminaron 10 articulos, una vez aplicado todos los criterios
se obtuvo 139 documentos. A partir de los documentos que se
obtuvieron, se aplico los criterios de inclusion analizando el
contenido de estos documentos, donde se eliminaron en el CI1
(no abordan la deteccién de diabetes a través de imagenes del
pie) 86 documentos, en el CI2 (no aplican o describen modelos
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de aprendizaje profundo) se elimind 9 documentos, se
eliminaron 12 documentos en el CI3 (no reportan resultados
estadisticos) y finalmente 9 documentos en el Cl4 (no se
desarrollaron en pacientes reales o no utilizan imagenes de
entornos clinicos).

Después del proceso descrito se puede afirmar que aplicar
una eliminacion preliminar basada en el titulo y abstract los
cuales no abordan o hablan del tema permitidé tener una
reduccion significativa de documentos para poder comenzar a
aplicar los criterios debido a que se pudo analizar con
profundidad y seleccionar los mas adecuados para la
investigacion. Este paso fue fundamental debido a que se pudo
eliminar una gran cantidad de documentos los cuales no iban
relacionados y no iban a aportar informacién relevante.
Posterior a ello para validar todos los documentos, se aplico los
criterios de inclusion y exclusion, los cuales ya estaban
definidos previamente, con la aplicacion de estos se pudo
asegurar que todos los documentos estén lo mas alineado
posible y sean adecuados para que respondan a la pregunta de
investigacion, gracias a ello, se pudo encontrar los articulos
mas pertinentes para la RSL.

Identificacion de estudios a través de bases de datos y
registros
\ J
Registros identificados Registros eliminados
S5 a partir de*: antes de la proyeccion:
'g Bases de datos Registros que no
o (n=1) > abordan el tema a
:’.E Scopus partir del titulo y
g (n:237) resumen (n =31)
l Registros excluidos:
Registros examinados (n= 67)7
=206 CEl1 (n=9)
(n=206) »| CcE2(n=45
CE3 (n=3)
CE4 (n=10)
Informes solicita(%(y)s Informes no recuperados
2 para su recuperacion (n=0)
2 (n=139) >
]
F=
(@]
Informes excluidos:
CIl (n=86)
Informes evaluados CI2(n=9)
para determinar su CI3 (n=12)
elegibilidad —--> Cl4 (n=9)
(n=139)
A 4
Informes de los
estudios incluidos en
-8 la revision sistematica
= (n=23)
o
=

Fig. 1. Diagrama de flujo PRISMA

I11. RESULTADOS

Esta seccidn incluye los resultados obtenidos del proceso de
revision de los articulos seleccionados, se presenta tanto el
analisis bibliométrico como los hallazgos derivados del estudio
de los articulos, enfocados en modelos de DL para la deteccion
temprana y eficaz de diabetes mediante imagenes de los pies.
Para estructurar y analizar la informacion, se utilizaron
herramientas de extraccion basadas en preguntas y
subpreguntas disefiadas especificamente para abordar cada
componente de PIOC, asegurando que los datos recolectados
fueran pertinentes a la pregunta de revision. A continuacion, se
detalla cdmo se relacionan estas subpreguntas con los objetivos
planteados en esta RSL.

TABLA V. PREGUNTAS DEL FORMULARIO DE EXTRACCION

Pregunta de revision

¢Qué modelos de DL se utilizan para analizar imagenes de los pies,
detectando de manera temprana y eficaz la diabetes?

Subpreguntas de revision Preguntas de extraccion

¢Cudles son los modelos de
machine learning mas comunes
utilizados para la prediccién de
diabetes a partir de iméagenes de
los pies?

P: ¢Qué modelos de machine
learning se han utilizado para
predecir la diabetes en personas a
partir de imagenes de los pies?

¢(Qué tipo de problemas
especificos se abordan al utilizar
machine learning para la
deteccion de diabetes?

¢Coémo se define la diabetes?

I: ;Qué algoritmos de deep | ¢Cudles son los algoritmos de
learning se han implementado para | deep learning maés utilizados
analizar iméagenes de los pies con | para analizar iméagenes de los
el fin de predecir la diabetes? pies en la prediccion de
diabetes?

¢Qué arquitecturas de redes
neuronales se han implementado
en estos estudios?

;Qué métodos de
preprocesamiento y
normalizacion se aplican a las
imagenes antes del
entrenamiento?

O: (Qué porcentaje de eficacia
han alcanzado los modelos de
deep learning en la prediccion de
diabetes utilizando imégenes de
los pies?

¢ Qué porcentaje de eficacia han
alcanzado los modelos de deep
learning en la prediccion de
diabetes utilizando imagenes de
los pies?

¢ Cémo se compara el
rendimiento de estos modelos
con otros métodos utilizados en
el estudio?

¢ Qué resultados se han obtenido
de la validacion cruzada o
pruebas en datos
independientes?
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¢Qué limitaciones en la
precision se han identificado, y
cudles son las &reas de mejora
recomendadas?

C: ¢Qué tipos de imagenes de pies
se utilizan en los estudios que
aplican deep learning para detectar
complicaciones relacionadas con
la diabetes?

¢Qué tipos de iméagenes de pies
se utilizan en los estudios que
aplican deep learning para
detectar complicaciones
relacionadas con la diabetes?

¢Qué caracteristicas especificas
tienen las imagenes analizadas
en los estudios?

¢;Qué procesamiento se realiza
sobre las imagenes antes de su
analisis?

El uso de VOSviewer para el mapeo cientifico ofrece la
posibilidad de identificar y visualizar las estructuras de
conocimiento que subyacen en areas especificas de
investigacion. Esta herramienta, ampliamente aceptada en la
comunidad académica de investigacién, permite la creacion de
mapas basados en datos de coocurrencia, generando
representaciones gréficas de las conexiones entre términos
clave. En este andlisis, se emple6 VOSviewer para explorar y
representar visualmente las relaciones terminol6gicas en el
admbito de la deteccion temprana de complicaciones del pie
diabético mediante técnicas de deep learning, facilitando la
identificacion de temas centrales y sus vinculos
interrelacionados. Asimismo, se utilizd Bibliometrix para
complementar el analisis con mapas de relaciones y redes
tematicas.
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Fig. 2. Mapa de Coocurrencia de Términos en Investigacion sobre Pie
Diabético y Deep Learning.

En el panorama actual de la investigacion sobre el pie
diabético, se distinguen tres areas fundamentales que se
entrelazan de manera sinérgica mostrado en la figura 2. Por un
lado, encontramos un primer grupo (rojo) centrado en la
inteligencia artificial y sus aplicaciones, donde las redes
neuronales y el aprendizaje profundo emergen como
herramientas prometedoras para el procesamiento de datos
médicos. En estrecha relacién con este, el segundo grupo (azul)
profundiza especificamente en el "deep learning" y las redes
neuronales convolucionales (CNN), tecnologias que estan

revolucionando la clasificacion y analisis de imagenes médicas
al permitir la identificacion de patrones que escapan a los
métodos tradicionales. Estas innovaciones estan demostrando
ser particularmente valiosas en la segmentacion de imagenes y
la deteccion automatizada de lesiones relacionadas con el pie
diabético.

En cuanto al tercer grupo (verde), este se enfoca en las
aplicaciones clinicas préacticas, destacando especialmente la
termografia como técnica no invasiva para la deteccion
temprana de anomalias en el flujo sanguineo y temperaturas
superficiales. Lo verdaderamente fascinante es observar como
estos tres grupos se interconectan a través de conceptos clave
como "infrared imaging", "classification methods" y "medical
thermography”, evidenciando una convergencia armoniosa
entre la tecnologia de vanguardia y los métodos clinicos
tradicionales. Esta integracion no solo refleja la madurez del
campo, sino que también augura un futuro prometedor donde el
aprendizaje profundo y la termografia se consolidan como
pilares fundamentales para mejorar el diagndstico temprano,
optimizar los tratamientos y, en Ultima instancia, reducir
significativamente las complicaciones graves asociadas al pie
diabético.

El andlisis bibliométrico realizado a través de Bibliometrix
permitio generar un grafico que ilustra la frecuencia acumulada
de términos clave relacionados con el pie diabético, el
aprendizaje profundo y otras tecnologias asociadas a lo largo
del tiempo. Este grafico, que abarca el periodo de 2017 a 2024,
ofrece una perspectiva detallada de la evolucion y el impacto
creciente de estos conceptos en el &mbito de la investigacion.
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Fig. 3. Gréfico realizado con Bibliometrix de Frecuencias de palabra a largo
del tiempo.

El analisis temporal mostrado en la figura 3 se revela una
tendencia significativa: desde 2020 se ha registrado un
marcado incremento en el uso de términos como "aprendizaje
profundo”, "red neuronal convolucional" y "diagnéstico",
tendencia que se intensifica notablemente entre 2022 y 2024.
Los datos cuantitativos respaldan esta observacion,
evidenciando un salto notable en las coocurrencias de términos
clave: "aprendizaje profundo” se dispar6 de 17 menciones en
2020 a 103 en 2024, mientras que "diagndstico™ ascendio de 11
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a 41 menciones en el mismo periodo. Paralelamente, términos
como "humano" y "diabetes mellitus" han mantenido un
crecimiento sostenido, lo que sugiere una convergencia cada
vez mas robusta entre los métodos médicos convencionales y
las innovaciones en inteligencia artificial, sefialando asi la
rapida evolucién y maduracién de este campo especializado.

A la vez también se usé Bibliometrix para otros analisis
bibliométricos, se procedid a generar un mapa coroplético
mundial que refleja la distribucion geografica de la produccion
cientifica sobre el pie diabético y las aplicaciones del deep
learning. Esta visualizacién se complementa con una tabla de
frecuencias que detalla las contribuciones por pais, basadas en
una muestra de 23 articulos.

Contribuciones por paises

China I 200
India I 147
UK I 7
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Brasil I 42
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Malaysia I 30
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0 50 100 150

Fig. 4. Contribucion Cientifica por Pais.

En cuanto a la distribucion de la produccién cientifica sobre
pie diabético y tecnologias avanzadas, en la figura 4 resulta
fascinante observar una clara dominancia asiatica, con China
liderando significativamente (230 publicaciones), seguida por
India (147) y el Reino Unido (97) completando el podio de
principales contribuyentes. La distribucion global muestra una
participacion diversa pero desigual, donde paises como Estados
Unidos (59), Brasil (42) y Espafia (40) mantienen una
presencia intermedia, mientras que Malasia (30), Qatar (29),
Australia (27) y Meéxico (26) emergen como actores
prometedores en este campo. Esta distribucién geogréfica de la
investigacion refleja no solo la capacidad tecnoldgica de cada
region, sino también su compromiso con el abordaje de la
diabetes mediante herramientas de inteligencia artificial,
destacando especialmente en aquellos paises donde la
prevalencia de la enfermedad representa un desafio
significativo para la salud publica.

Finalmente, con el objetivo de observar el comportamiento
temporal de la produccion cientifica, se analizo la distribucion
anual de los documentos encontrados, desde el primer hasta el
ultimo registro disponible. La figura 5 presenta el ndmero de
publicaciones por afio, donde se observa un incremento en el
nimero de publicaciones a partir del afio 2020, alcanzando su
punto mdximo en 2022, lo cual evidencia un interés creciente
en la aplicacion de técnicas de deep learning para la deteccion
temprana de complicaciones diabéticas mediante imagenes
podales.

Numero de articulos encontrados por afio

m

W s

2020 2021 2022 2023 2024

Fig. 5. Articulos encontrados por afio.

A. Modelos de machine learning utilizados para predecir la
diabetes.

En la Tabla VI se sintetizan los principales modelos de
machine learning empleados en los articulos seleccionados
para la deteccién temprana de diabetes mediante imégenes de
los pies. Se evidencia una alta concentracion en arquitecturas
basadas en redes neuronales convolucionales (CNN), mientras
que enfoques como U-Net, EfficientNet y Transfer Learning
presentan una aplicacion significativa, aunque menos
dominante. Esta recopilacién facilita la identificacion de las
tendencias actuales en la utilizacién de técnicas de aprendizaje
profundo para el diagnéstico de complicaciones diabéticas.

TABLA VL. MODELOS DE MACHINE LEARNING UTILIZADOS
Modelo de Machine - . 0 .
Leaming Cantidad de Articulos % de Estudios
Redes Neuronales o
Convolucionales (CNN) 10 43.48%
Support Vector Machines
(SVM) 6 26.09%
U-Net 4 17.39%
Inception-ResNet-v2 3 13.04%
YOLO (v3, v4, v8) 3 13.04%
EfficientNet (B0-B5) 3 13.04%
Random Forest (RF) 2 8.70%
ResNet (varias versiones) 2 8.70%
AlexNet 2 8.70%
GoogleNet 2 8.70%
Faster R-CNN 2 8.70%
Sparse Autoencoder 0
(SSAE) 1 4.35%
Decision Tree 1 4.35%
Regresion Logistica 1 4.35%
Bag of Features (BOF) 1 4.35%
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B. Algoritmos de Deep learning utilizados para el analisis de
imagenes de pies.

Las redes neuronales convolucionales (CNN) fueron los
algoritmos més utilizados, apareciendo en 10 de los 23
articulos revisados, lo que representa un 43.48% del total. Este
enfoque destaca por su capacidad para extraer caracteristicas
jerarquicas y clasificar imagenes de manera precisa, siendo
implementado en tareas como segmentacion y deteccion de
patrones complejos [9], [11], [13], [15], [21], [22], [23], [24],
[26], [27]. En segundo lugar, el modelo U-Net fue empleado en
4 articulos (17.39%), principalmente para segmentar regiones
especificas en imagenes médicas [15], [23], [26], [27].

Asimismo, algoritmos avanzados como Inception-ResNet-
v2, EfficientNet y YOLO se utilizaron en 3 articulos cada uno
(13.04%), mostrando su versatilidad en tareas de clasificacion
y deteccién en tiempo real [15], [21], [23], [26]. Por otro lado,
arquitecturas como ResNet también tuvieron una presencia
destacada en 3 estudios (13.04%), mientras que AlexNet y
GoogleNet se emplearon en 2 articulos cada uno (8.70%),
sirviendo mayormente para la extraccion de caracteristicas y
clasificacién [15], [23], [25]. Finalmente, técnicas menos
comunes como Sparse Autoencoder (SSAE) y el modelo
personalizado DFTNet fueron implementadas en 1 articulo
cada uno (4.35%), demostrando ser Utiles en escenarios
especificos [22], [28], [31].
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Fig. 6. Algoritmos de Deep learning utilizados para el analisis de imagenes
de pies.

C. Porcentaje de eficacia de los modelos de deep learning en
la prediccion de diabetes utilizando imagenes de los pies.

Los modelos de deep learning aplicados a la prediccion de
diabetes mediante imagenes de los pies alcanzaron porcentajes
de eficacia variables segun la arquitectura utilizada. Las redes
neuronales convolucionales (CNN) lograron resultados entre el
646% y el 99.4%, mientras que U-Net, disefiado
especificamente para segmentacion, registrd eficacias entre el
93.3% y el 98.9% [9], [11], [15], [23], [27]. Por su parte,
Inception-ResNet-v2 mostré un rango de entre el 81.18% y el
99.29%, y YOLO presentd porcentajes de entre el 72.7% vy el
90.3% [15], [21], [23]. Asimismo, EfficientNet, implementado
en varios estudios, reportd valores entre el 96.1% Yy el 99.4%,
destacandose por su precision en clasificacion [15], [21], [23].

En los modelos personalizados, DFTNet alcanz6 un
porcentaje Unico del 94.53%, mientras que Sparse Autoencoder
(SSAE) registré un 99.29% al ser combinado con Inception-
ResNet-v2 [22], [31]. Por otro lado, arquitecturas tradicionales
como AlexNet y GoogleNet obtuvieron eficacias de 81.18% y
81.84%, respectivamente [15], [23], [29]. Finalmente, enfoques
como Faster R-CNN presentaron eficacias entre el 83.3% y el
99%, mientras que SegNet mostrd un rango de entre el 87.57%
y el 93.3%, utilizados en tareas de segmentacion y deteccion
[15], [23], [27].

Sparse Autoencoder (SSAE) I 10,2 0%
EfficientNet (B0-B5) I, 077500
DFTNet (personalizado) I O 53%
ResNet (varias versiones) I 03.00%
Faster R-CNN I ©'1.00%
Seghlet MGG 00.44%
Inception-ResNet-v2 I C0.24%
GoogleNet G 5 1.84%
YOLO (v3,v4,v6) I 21.50%
AlexNet IEEG—NNN S1.18%

70.00% 75.00% 80.00% 85.00% 90.00% 95.00% 100.00%

Fig. 7. Eficacia de los modelos de deep learning en la prediccion de diabetes
utilizando iméagenes de los pies.

D. Tipos de técnicas de regularizacion en imagenes de pies
utilizados en los estudios que aplican deep learning para
detectar complicaciones relacionadas con la diabetes.

En la Tabla VII se exponen las principales técnicas de
regularizacion empleadas en los estudios seleccionados que
aplican deep learning para la deteccion temprana de
complicaciones diabéticas mediante iméagenes podales. Se
presentan tanto el ndmero de documentos que aplican cada
estrategia como su proporcion relativa respecto al total
analizado, evidenciando una predominancia del aumento de
datos, el uso de Dropout y la normalizacién de imagenes.

TABLA VII.  TECNICAS DE REGULARIZACION EN IMAGENES DE PIES DE
ESTUDIOS QUE APLICAN DEEP LEARNING.
Técnicas de o
Regularizacion en Cantidad de Articulos A)S(iee]elggi%unn;gg;os
Imégenes

Aumento de datos (Data o
Augmentation) 15 65.22%
Dropout 9 39.13%
Normalizacion de o
imagenes 8 34.78%
Imégenes térmicas 7 30.43%
Transferencia de o
aprendizaje 6 26.08%
Pesos inicializados o
preentrenados 6 26.08%
Segmentacion multimodal | 4 17.39%
Filtros de derivada o
gaussiana 2 8.69%
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Imégenes  Opticas  y

0,
técnicas de espectroscopia 2 8.69%

IV. DISCUSION Y CONCLUSION

A. Discusion

En este estudio de revision, las redes neuronales
convolucionales (CNN) destacaron como las arquitecturas mas
utilizadas en la prediccion de diabetes mediante iméagenes de
pies, presentes en el 43.48% de los estudios revisados [9], [11],
[15], [21], [23]. En comparacion con modelos tradicionales
como AlexNet y GoogleNet, que alcanzaron eficacias de entre
el 81.18% vy el 81.84% [15], [23], las CNN lograron resultados
significativamente mas altos, llegando hasta el 99.4% en
arquitecturas avanzadas como EfficientNet [15], [21], [23]. A
diferencia de lo reportado en estudios previos que priorizan
arquitecturas tradicionales, esta revision evidencia una
transicion hacia modelos mas robustos como Inception-
ResNet-v2, que obtuvo eficacias de entre el 81.18% vy el
99.29% [15], [21], [23]. Sin embargo, en contraste con estas
arquitecturas modernas, se observO que modelos
personalizados como DFTNet y Sparse Autoencoder (SSAE)
lograron resultados sobresalientes de hasta el 94.53% vy el
99.29%, respectivamente, optimizando tareas especificas
relacionadas con la prediccién de complicaciones [22], [31].

En cuanto a las técnicas de regularizacion, el aumento de
datos se utiliz6 en el 65.22% de los estudios revisados, siendo
la técnica mas implementada para diversificar los conjuntos de
datos mediante transformaciones como rotacion, recorte e
inversion [9], [11], [12], [15], [16], [21], [23]. En comparacion
con técnicas menos frecuentes como los filtros de derivada
gaussiana, reportados en solo el 8.7% de los estudios [19], [24],
el aumento de datos mostré una mayor capacidad para prevenir
el sobreajuste. A diferencia de lo reportado en estudios que se
limitan a imagenes RGB, esta revision identificé un uso
significativo de iméagenes térmicas en el 30.43% de los estudios
[11], [14], [22], [30], [31], lo que permitié analizar patrones de
temperatura 'y microcirculacion Utiles para identificar
alteraciones metabdlicas relacionadas con la diabetes. En
contraste con las imagenes térmicas, las imagenes Opticas y
técnicas de espectroscopia, presentes en solo el 8.7% de los
estudios, aportaron enfoques adicionales para resaltar patrones
sutiles en las imégenes [14], [28].

A diferencia de lo reportado en investigaciones que no
integran multiples fuentes de datos, esta revision destaco la
implementacion de segmentacion multimodal, presente en el
17.39% de los estudios, que combiné informacién de imagenes
RGB, térmicas y de profundidad para mejorar la capacidad
diagndstica [15], [22], [26], [27]. También se encontré que
técnicas avanzadas como U-Net, disefiadas especificamente
para segmentacion, lograron eficacias que oscilaron entre el
93.3% y el 98.9%, superando en precision a modelos mas
generalistas como AlexNet y GoogleNet [15], [23], [27]. En
contraste con estos enfoques, arquitecturas modernas como
EfficientNet mostraron un equilibrio entre precision y
eficiencia computacional, destacAndose por su capacidad de
alcanzar eficacias de hasta el 99.4% [15], [21], [23].

Finalmente, en contraste con estudios previos que priorizan
la estandarizacién de conjuntos de datos, esta revision
identifico una falta de uniformidad en las métricas de
evaluacion utilizadas en los estudios analizados. Esto
representa una limitacion significativa que dificulta la
comparacion directa de los resultados. A pesar de ello, los
hallazgos de esta revision confirman que el avance en la
prediccién de diabetes mediante imagenes de los pies depende
en gran medida de la integracion efectiva de arquitecturas
modernas como EfficientNet y Inception-ResNet-v2 con
técnicas de regularizacion como el aumento de datos y la
segmentacion multimodal. Futuras investigaciones deberian
centrarse en desarrollar bases de datos homogeéneas y explorar
arquitecturas emergentes, como los transformadores y el
aprendizaje auto-supervisado, para abordar las limitaciones
actuales y mejorar la generalizacion de los modelos en
entornos clinicos diversos.

A. Conclusion

Esta revision sistematica analizo6 la aplicacion de modelos
de deep learning y machine learning para la deteccién de
diabetes y complicaciones asociadas mediante imagenes de los
pies, respondiendo al objetivo de explorar las técnicas mas
efectivas y su impacto en el diagndstico clinico. Los hallazgos
identificaron que las redes neuronales convolucionales (CNN)
son las arquitecturas més utilizadas debido a su capacidad para
extraer caracteristicas jerarquicas y abordar tareas de
clasificacién y segmentacion con altos niveles de precision,
alcanzando eficacias de hasta el 99.4% en arquitecturas
modernas como  EfficientNet e Inception-ResNet-v2.
Asimismo, se destacé el uso de modelos personalizados como
DFTNet y Sparse Autoencoder (SSAE), que lograron eficacias
superiores al 94%, evidenciando su utilidad en tareas
especificas.

En cuanto a las técnicas de preprocesamiento y
regularizacion, el aumento de datos fue la mas implementada,
presente en el 65.22% de los estudios, mientras que el uso de
imagenes térmicas y segmentacion multimodal proporciond
enfoques complementarios al andlisis basado en imagenes
RGB, permitiendo una mejor identificacion de patrones
relacionados con la diabetes. Estas estrategias, aunque menos
frecuentes, destacaron por su capacidad de enriquecer la
diversidad y calidad de los datos.

La principal contribucion de esta revision radica en
sintetizar y comparar las técnicas y modelos existentes,
ofreciendo una vision clara de los avances en la prediccion de
diabetes mediante imagenes médicas, lo que aporta
informacién valiosa para investigadores y profesionales del
area. Sin embargo, esta revision presenta limitaciones, como la
falta de estandarizacion en los conjuntos de datos y métricas
utilizadas en los estudios revisados, lo que dificulta la
comparacion directa de resultados entre investigaciones. Para
futuros trabajos, se recomienda explorar el desarrollo de
técnicas avanzadas como el aprendizaje auto-supervisado y los
transformadores, que podrian mejorar la capacidad de los
modelos para generalizar en diferentes contextos clinicos.
También seria importante establecer estandares claros para los
conjuntos de datos, asegurando consistencia en la calidad de las
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imagenes, el etiquetado y las condiciones de captura. Ademas,
investigar enfoques hibridos que integren imagenes RGB,
térmicas y espectroscdpicas podria ampliar las capacidades
diagndsticas y abordar limitaciones actuales, contribuyendo a
un diagnostico méas preciso y eficiente de las complicaciones
relacionadas con la diabetes.
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