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Abstract— The continuous increase in energy demand highlights the need for its forecasting to ensure energy supply. Various methods
have been used to predict this demand; however, this study proposes an approach based on a multiple linear regression model to perform
energy demand forecasting. Demand energy is considered the dependent variable, while the independent variables include socioeconomic
factors such as population, gross domestic product (GDP), energy production and temperature. To validate the accuracy of the model,
statistical indicators such as the coefficient of determination (R%) and percentage error metrics, including the mean absolute deviation (MAD)
and the mean absolute percentage error (MAPE), are applied. The proposed method is applied to the energy demand of the Peruvian national
case, using historical data collected from 1995 to 2021. The results show an error of 1.7% between the historical demand used for model
training (70% of the data, corresponding to 1995-2013) and the forecasted demand for the validation period (30% of the historical data,
corresponding to 2014-2021), indicating a good level of accuracy in the estimates. Based on these results, long-term forecasting is performed,
projecting electric demand from 2022 to 2038. The proposed methodology is useful for energy demand forecasting studies carried out by
operators of national electrical power systems, such as Economic System Operation Committee (COES) in the case of Peru.
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Resumen— El aumento continuo en la demanda de energia
resalta la necesidad de su prediccion a fin de asegurar su suministro
en el futuro. Diversos métodos han sido utilizados para predecir esta
demanda; sin embargo, este trabajo se utiliza un modelo de regresion
lineal multiple para realizar la prevision de la demanda. La demanda
eléctrica se considera como la variable dependiente, mientras que las
variables independientes incluyen factores socioeconomicos como la
poblacion, el producto bruto interno (PBI), la produccion de energia
y la temperatura. Para validar la precision del modelo, se aplican
indicadores estadisticos como el coeficiente de determinacion (R%) y
meétricas de error porcentual, incluyendo el error absoluto medio
(MAD) y el error porcentual absoluto medio (MAPE). El modelo
propuesto se aplica al caso de la demanda de energia nacional del
Per, utilizando datos historicos recopilados entre 1995 y 2021. Los
resultados muestran un error del 1.7% entre la demanda histérica
utilizada para el entrenamiento del modelo (70% de los datos,
correspondientes a 1995-2013) y la demanda prevista para el periodo
de validacion (30% de los datos histéricos, correspondientes a 2014-
2021), lo que indica un buen nivel de precision en las estimaciones
realizadas. En base a estos resultados, se realiza un prondstico a
largo plazo, proyectando la demanda eléctrica desde 2022 hasta 2038.
La metodologia presentada es util para estudios de prevision de
demanda que llevan a cabo los operadores de los sistemas eléctricos
nacionales, como es el Comité de Operacion Economica del Sistema
(COES) en el caso del Peru.

Palabras clave-- Factores socioeconomicos, Prevision de
demanda, Regresion lineal multiple.

1. INTRODUCCION

A. Contextualizacion y Planteamiento del Problema

El crecimiento constante de la demanda de energia eléctrica,
impulsado por factores como el aumento poblacional, la
expansion industrial y el desarrollo tecnologico, plantea la
necesidad de una planificacién eficiente de las fuentes de
generacion y de las redes eléctrica. Tradicionalmente, esta
planificacion se ha basado en proyecciones de demanda a nivel
global dentro de las zonas de operacién de las concesionarias
eléctricas. Sin embargo, depender exclusivamente de estas
estimaciones globales puede llevar a decisiones subdptimas,
generando costos adicionales al actualizar o expandir la
infraestructura, debido a la falta de consideracion de dinamicas
locales especificas.

Para optimizar el uso de los recursos y mejorar la precision
en la toma de decisiones, se propone el uso de proyecciones
basadas en series de datos histdricos, un enfoque conocido
como "prevision de la demanda a largo plazo". Este método
permite identificar patrones de consumo y anticipar escenarios
futuros considerando variables socioecondémicas y ambientales.

Ademas, permite mejorar la gestion de la infraestructura
existente y es clave para planificar nuevas inversiones, integrar
energias renovables y desarrollar redes inteligentes,
contribuyendo asi a un sistema eléctrico mas eficiente y
sostenible.

B. Revision Literaria

La prediccion de la demanda eléctrica es fundamental para
la expansion eficiente y sostenible de la red eléctrica, ya que
permite obtener estimaciones precisas del consumo futuro,
facilitando una mejor planificacion de los recursos energéticos.
Esta precision es esencial para evitar tanto la sobrecarga de la
infraestructura como el desperdicio de recursos. Para mejorar la
exactitud de estas proyecciones y minimizar los margenes de
error, se han desarrollado diversos métodos, programas y
algoritmos avanzados que combinan enfoques estadisticos
tradicionales con técnicas modernas de inteligencia artificial.

Estos métodos de prondstico requieren la integracion de
recursos técnicos, humanos, economicos, tecnologicos e
informaticos especificos, asi como un profundo conocimiento
de los requerimientos de cada enfoque y técnica para garantizar
resultados confiables. En este contexto, el pronostico de la
demanda eléctrica emplea modelos matematicos y métricas de
error especificas, como el error absoluto medio (MAD) y el
error absoluto porcentual medio (MAPE), para evaluar la
precision de las estimaciones de carga futura.

Por ejemplo, en [1] se integran de manera estratégica dos
modelos de aprendizaje automatico, CatBoost y XGBoost,
junto con algoritmos de optimizacion como el Algoritmo de
Busqueda de Gorriones (SSA), la Optimizacion por Enjambre
de Particulas Fésicas (PPSO) y la Optimizaciéon Hibrida del
Lobo Gris (GWO). Los resultados obtenidos destacan que el
modelo XGBoost-SSA ofrece el mejor rendimiento, mostrando
una alta precision y estabilidad en la prediccion del consumo
eléctrico en distintos escenarios. Este enfoque innovador no
solo mejora la gestion de la demanda energética, sino que
también contribuye a la optimizacion de recursos y a la
promocion del desarrollo sostenible en el sector eléctrico, con
potenciales aplicaciones en diferentes regiones y horizontes
temporales mas amplios.

Asimismo, en [2] se presentan tres métodos robustos para la
prediccion de carga a corto plazo: RME multivariado, MHDE
multivariado y DEXR univariado. Estos modelos han sido
desarrollados a partir de un exhaustivo analisis de la literatura
existente y han sido validados mediante series temporales de
demanda eléctrica en Francia. Los resultados evidencian la
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capacidad de estos métodos para identificar cambios abruptos
en el comportamiento estocastico de la serie, conocidos como
"rupturas", que suelen estar relacionados con eventos especiales,
como dias festivos publicos o transiciones entre dias festivos y
dias laborales. En particular, el método RME basado en
modelos SARIMA multivariados ha demostrado ser el mas
eficaz, siendo recomendado para la modelizacion y prediccion
en tiempo real de la demanda eléctrica. Ademas, se destaca la
efectividad de un enfoque de modelado multivariado simple y
practico, capaz de abordar la heterocedasticidad de la serie y
mejorar la robustez de las proyecciones en entornos dindmicos
y cambiantes.

En otro estudio [3], se propone un modelo basado en la
teoria de analisis de agrupamiento para la prevision de la
demanda eléctrica. Este método incluye varias técnicas como
ISFM, GFM, LRFM, entre otras, que dividen las estimaciones
en regiones celulares y utilizan datos historicos para desarrollar
modelos de prediccion. Se comparan métricas como AAE,
AARE y RMS en cada método, concluyendo que el enfoque de
analisis de agrupamiento mejora la precision de las
predicciones y reduce los errores de pronostico, siendo util para
la gestion de la demanda eléctrica en areas especificas.

En [4] aborda la importancia de la planificacion precisa del
suministro de energia eléctrica mediante el desarrollo de un
método hibrido de prondstico de carga eléctrica, denominado
VMD-RVFL. Este enfoque combina la descomposicion precisa
de la carga eléctrica en funciones de modo intrinseco (IMF)
mediante la técnica VMD, con la capacidad de prediccion
rapida y precisa de la red RVFL. El estudio demuestra que el
VMD-RVFL supera a los métodos existentes con relacion a la
precision en la prevision de la carga eléctrica, ofreciendo una
solucién efectiva para contrarrestar la no linealidad y la
naturaleza no estacionaria de los datos de carga eléctrica.
Ademas, se identifica como trabajo futuro la exploracion de
variantes computacionalmente mas eficientes del VMD y su
combinacion con RVFL para mejorar aiin mas la eficacia del
prondstico a corto plazo de la carga eléctrica.

En [5] se desarrolla un modelo eficiente para la prediccion
de carga eléctrica a corto plazo utilizando el algoritmo de
Bosques Aleatorios (RF). La complejidad del prondstico de
debe a diversos factores como tendencias no lineales,
estacionalidades multiples y variabilidad variable. E1 RF aborda
estas dificultades mediante la combinacion de arboles de
regresion a través de técnicas de bagging y subespacios
aleatorios, lo que mejora la precision de la prediccion y reduce
la variabilidad del modelo. El modelo propuesto se evalud
utilizando datos historicos de carga horaria de cuatro
subestaciones transformadoras que abastecen diferentes areas
del campus de la Universidad de Beira Interior, Portugal. Los
resultados evidencian la eficacia del modelo RF al prever la
carga horaria en el corto plazo, incluso con solo un dia de
anticipacion. Este descubrimiento tiene el potencial de
optimizar el analisis en las operaciones de la red inteligente.

En [6] se presenta un modelo de regresion de vectores de
soporte (SVR) con algoritmo inmune (IA) para determinar
parametros para la prediccion de la demanda. Se compara con
métodos tradicionales como redes neuronales artificiales (ANN)

y modelos de regresion, demostrando una mayor precision,
especialmente en regiones especificas. La combinacion de SVR
e IA proporciona resultados superiores al abordar patrones de
datos no lineales y complejos, destacando su eficacia en la
prediccion precisa de la carga eléctrica, lo que sugiere su
potencial utilidad en la industria eléctrica. Ademas, se sefiala la
posibilidad de integrar factores sociales y estacionales para
mejorar aun mas la capacidad explicativa del modelo y se
plantea la exploracion de otras técnicas de optimizacion
avanzada para refinar el proceso de determinacion de
parametros en las investigaciones futuras en el espacio de la
teoria SVR.

Ademas, en [7] se presenta un método, donde para un
prondstico propuesto aplica una regresion ponderada
geograficamente, que contempla la carga instalada con
variables socioeconomicas independientes o dependientes del
lugar de estudio, donde la variable dependiente es la sub-area y
la variable independiente es el area total. Los resultados
muestran una alta probabilidad de desarrollo de la demanda
eléctrica, lo cual es consistente con el crecimiento de dicha area
y se presentan en forma de mapas que representan las
preferencias futuras de crecimiento eléctrico.

En [8], se presenta un método de prediccion de carga anual
en sistemas eléctricos mediante el uso de la técnica de
optimizacion por enjambre de particulas (PSO). Al formular el
problema como una estimacion en un espacio de estados, se
aplica PSO para reducir el error en los pardmetros del modelo
propuesto. Para validar los resultados, se comparan con datos
verdaderos de las redes eléctricas de Kuwait y Egipto utilizando
la técnica de minimos cuadrados (LES). Los hallazgos muestran
que PSO proporciona estimaciones mas precisas, destacando su
potencial como una herramienta valiosa para la estimacion de
parametros. Ademads, el estudio sugiere que el modelo
cuadratico se ajusta mejor a los datos disponibles y sefala la
necesidad de investigaciones futuras que consideren variables
adicionales, como el precio del petrdleo, para mejorar atin mas
la precision de las predicciones.

Por otro lado, en [9] se enfoca en el modelo de aprendizaje
incremental de regresion de vectores de soporte (SVR) para el
pronostico de carga eléctrica, optimizando el manejo de datos
que llegan por lotes y conjuntos de datos grandes. El modelo
propuesto, denominado SVR incremental (I-SVR), emplea la
reconstruccion del espacio de fases (PSR) para integrar series
temporales y selecciona un subconjunto de entrenamiento
optimo, reduciendo asi la complejidad temporal y espacial del
entrenamiento. Cuando se afiaden nuevos datos, se utiliza un
método de reconstruccion de conjuntos de datos representativos
para reentrenar rapidamente el modelo, y un marco de
optimizacion de enjambre de particulas anidadas (NPSO) para
seleccionar los parametros del modelo.

Los experimentos demostraron que el I-SVR supera a los
modelos tradicionales en precision y eficiencia computacional.
Este enfoque evita la necesidad de reentrenar el modelo
completo cada vez que se reciben nuevos datos, manteniendo
una alta capacidad de generalizacion y mejorando la
interpretabilidad y rendimiento del prondstico de carga eléctrica.
Las futuras investigaciones se centrardn en mejorar la seleccion
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de candidatos a vectores de soporte y en desarrollar reglas
difusas para la configuracion de pardmetros, asi como en
integrar variables exogenas en el modelo.

Por ultimo, en [10] se aborda el modelo regresion lineal
multiple (MLR). Este método se emplea para prever la demanda
eléctrica de un dia a otro, considerando variables como la
temperatura, el punto de rocio, la carga del dia anterior, las
horas y la carga de la semana anterior. La precision del modelo
se evalua mediante el error porcentual absoluto medio y el
coeficiente de determinacion (R?). La correcta prevision de la
demanda eléctrica es crucial para asegurar un suministro
continuo y econémico de energia, dado que factores como las
condiciones climaticas, los eventos festivos y la estructura
tarifaria influyen significativamente en el consumo energético.

C. Contribucion

Este trabajo propone un modelo de regresion lineal
multiple que logra un error inferior al 2%, lo que representa una
mejora respecto a otros estudios que presentan errores mayores.
Esta mejora se debe a la inclusion de variables adicionales,
como la produccion de energia y la temperatura, que
contribuyen a un ajuste mas preciso del modelo. A diferencia
de enfoques que se centran TUnicamente en factores
socioecondmicos tradicionales, la incorporaciéon de estas
variables permite capturar de manera mas adecuada la
influencia de factores ambientales y operativos en la demanda
eléctrica. En este sentido, el modelo no solo contribuye a
reducir el margen de error en la estimacion de la demanda, sino
que también facilita una mejor toma de decisiones en el ambito
de la gestion energética a largo plazo.

II. METODOLOGIA

A.  Datos de Entrada

o Histéricos de Demanda de Energia: Representa el
consumo energético por parte de los habitantes a lo largo de los
afios. Esta informacidén sera utilizada para ajustar nuestro
modelo de prediccion y para realizar prondsticos futuros de
demanda de energia. La informacion sobre la demanda de
energia se obtuvo de [11].

e Producto Bruto Interno (PBI): El PBI es un reflejo
directo del nivel de actividad econdémica de una nacion y, por
ende, de su consumo energético. Cuando el PBI experimenta un
crecimiento, suele ir acompafiado de un aumento en la demanda
eléctrica. Los datos relativos al PBI fueron obtenidos en [12].

e Poblacion: La poblacion influye directamente en la
prevision de la demanda, debido a que el aumento del nimero
de habitantes va acompafiado con el aumento del consumo de
energia. Los datos de la poblacion fueron adquiridos en [13].

e Produccion de Energia Eléctrica: La produccion de la
energia eléctrica esta directamente vinculada con la demanda,
y, debe satisfacer la creciente demanda. La informacién sobre
la produccién de energia eléctrica se obtuvo en [11].

e Temperatura: Debido al cambio climatico, se reflejan
variaciones en la temperatura ambiente. Por ejemplo, en verano,

el aumento de la temperatura conlleva en muchos casos al uso
de equipos de aire acondicionados, mientras que, en invierno,
el frio hace necesario el uso de calefactores eléctricos. Por tanto,
la variacion de la temperatura esta directamente relacionado el
consumo de energia eléctrica y, por ende, con la prediccion de
la demanda. La informacion sobre la temperatura se obtuvo en
[14].

B.  Prevision de la Demanda usando Regresion Lineal
Multiple

La regresion lineal multiple es una técnica estadistica que
se utiliza para analizar y modelar la relacién entre una variable
dependiente y dos 0 més variables independientes. Su proposito
es comprender como las variables independientes influyen en la
variable dependiente y, a partir de esa relacion, realizar
predicciones sobre su comportamiento futuro [15]. Esta
metodologia es ampliamente utilizada en diversas disciplinas
debido a su capacidad para identificar patrones, evaluar el
impacto de factores especificos y generar modelos predictivos
robustos.

En el contexto de este estudio, se aplica la regresion lineal
multiple para pronosticar la demanda eléctrica (variable
dependiente), considerando como variables independientes
diversos factores socioeconomicos relevantes. El modelo
adoptado se expresa mediante la siguiente ecuacion:

y = Bo+ BiX1+ BXo + B3Xs + BuXy (1)

y : Demanda eléctrica (MW)
B, ¢ Intercepcion (MW)
B, + Coeficiente de PBI (MW por millon de USD)
B, : Coeficiente de poblacion (MW por persona)
B5 : Coeficiente de produccion de energia
B, ¢ Coeficiente de temperatura
X, : Variable de PBI (millones de USD)
X, : Variable de poblacion (personas)
X5 : Variable de produccion de energia eléctrica (MW)
X, : Variable de temperature (°C)

Los coeficientes de cada variable independiente (f;, S, , B3
y B4) se determinaron a partir de datos historicos de las
respectivas variables, recopilados entre 1995 y 2021. Para el
analisis estadistico, se empled la herramienta de analisis de
datos de Excel. Los coeficientes se obtuvieron a través del
comando de analisis de regresion, el cual proporciona no solo
los valores de los coeficientes, sino también estadisticas
complementarias, como el coeficiente de determinacion (R?) y
el error estandar, que permiten evaluar la precision del modelo
[16].

A diferencia de estudios previos que consideran
unicamente dos variables, como el PBI y la poblacién [17], este
trabajo amplia el andlisis al incorporar cuatro variables
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independientes. La inclusion de la produccion de energia y la
temperatura tiene un impacto significativo en la mejora de la
capacidad explicativa del modelo. Estos factores adicionales
permiten captar de manera mas precisa las fluctuaciones en la
demanda eléctrica, ya que reflejan tanto el crecimiento
econdmico y demografico como las variaciones estacionales y
operativas del sistema eléctrico. No obstante, es importante
resaltar que la produccion de energia se considera como una
variable independiente Gnicamente en el sentido estadistico, al
haber mostrado una correlacion con la demanda eléctrica en los
datos historicos. No se interpreta como una causa directa, sino
como una variable que refleja el comportamiento conjunto del
sistema energético durante el periodo analizado.

Ademas, la incorporacion de estas variables contribuye a
una reducciéon en el error promedio del modelo, lo que se
traduce en pronosticos mas confiables para la planificacion del
sistema eléctrico a largo plazo. En particular, la produccion de
energia actiia como un indicador de la capacidad operativa del
sistema, mientras que la temperatura permite captar la
influencia de factores climaticos en el consumo de energia,
especialmente en contextos donde la climatizacion tiene un
peso relevante en la demanda total.

C.  Precision del Pronostico

Para la interpretacion de la precision de los prondsticos de
la demanda se aplican diferentes métricas o estadisticas de
regresion.

Para validar la capacidad de prondstico se usan los valores
de la demanda eléctrica de los afios 1995-2013 que representan
el 70% de todos los datos historicos. El resto de los datos (30%)
se uso para evaluar la precision del prondstico desde el 2014 al
2021. Adicionalmente, se haran pronosticos a futuro a partir del
afio 2022.

Segun la obtencion de los datos que representan el 70%, se
presenta la estadistica de regresion R? y el R? ajustado [18]. Lo
que permite evaluar el grado de probabilidad del pronéstico de
la demanda. Un R? que se acerca a I, indica un modelo
altamente preciso, para una prediccion adecuada se considera
un R? mayor al 0.85 (85%). Lo cual, es considerado de alta
precision en muchos contextos.

Por otro lado, el analisis de errores relacionados con las
métricas de rendimiento incluye el Indice de Error Absoluto
Medio (MAD), es la media de las diferencias absolutas entre los
valores reales y los valores predichos. El indice de Error
Porcentual Absoluto Medio (MAPE), refleja la capacidad de
prondstico de un modelo en porcentaje, donde el valor menor al
10% se considera con buen resultado [19].

e Error absoluto de la media (MAD)

Dy-Dp
Dr|

MAD = )

e Error absoluto de 1a media (MAD)

Dy-Dp
Dy
N

"100

MAPE = 3)

D, : Demanda real
D, : Demanda pronosticada

N : Numero de periodos
III. RESULTADOS Y DISCUSIONES

La metodologia propuesta se aplicé para realizar la prever la
demanda de energia eléctrica en el Peru, utilizando datos
historicos que abarcan el periodo de 1995 a 2021 [11-13].

A.  Resultados

En la Tabla I se presentan las estadisticas de regresion
obtenidas.

TABLA 1
ESTADISTICA DE REGRESION
Coeficiente de determinacién R? 0.996533813
R? ajustado 0.995543474

Se observa que los valores del coeficiente de
determinacion (R?) y del R? ajustado son cercanos a 1, lo que
indica que el modelo explica de manera adecuada la
variabilidad de la demanda eléctrica en funcién de las variables
independientes consideradas. En términos de precision, esto se
refleja en errores porcentuales bajos, calculados en 0.35% para
el R? y 0.45% para el R? ajustado. Estos margenes de error
sugieren que el modelo tiene un buen nivel de ajuste y es capaz
de proporcionar estimaciones confiables para prondsticos
futuros.

La Tabla IT muestra los coeficientes de regresion obtenidos
para cada variable independiente. El término de intercepcion
(B,) presenta un valor negativo (-6455.62985), lo cual no
implica un fallo en el modelo, ya que este valor representa el
punto de corte cuando todas las variables independientes son
cero, lo que no necesariamente tiene una interpretacion directa
en este contexto, siempre que las variables independientes
tomen valores tipicos dentro del rango observado en los datos.

TABLA II
COEFICIENTES DE LAS VARIABLES INDEPENDIENTES
Coeficientes B
Intercepcion (B,) -6455.62985
Poblacion (P) 0.000102687
PBI 2.002292114
Produccion de energia (PE) 0.086853172
Temperatura (T) 200.9563118

Por otro lado, los coeficientes asociados a las variables
independientes indican el cambio esperado en la demanda
eléctrica por cada unidad de incremento en dichas variables,
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manteniendo las demas constantes. Por ejemplo, un aumento de
una unidad en el PBI estd asociado con un incremento de
aproximadamente 2.0023 unidades en la demanda eléctrica,
mientras que la temperatura muestra un impacto significativo,
con un coeficiente de 200.9563, lo que sugiere una fuerte
relacion entre el clima y el consumo de energia.

Considerando estos coeficientes, se puede formular la
ecuacion de regresion multiple que modela la demanda eléctrica
(y) de la siguiente manera:

y = —6455.6299 + 0.00010269 - P + 2.002292114 - PBI
+ 0.086853172 - PE + 200.9563118-T @)

Es importante mencionar que, en el contexto peruano, el
consumo eléctrico por calefaccion es practicamente nulo, lo que
justifica una aproximacion lineal entre temperatura y demanda
para temperaturas superiores a 18 °C, donde predomina el uso
de refrigeracion.

Con la ecuacion ajustada para cada variable independiente,
se realiza una prueba del modelo considerando los datos
histéricos y los valores pronosticados para el periodo 2014-
2021, como se muestra en la Fig. 1.
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Fig. 1. Curva de Datos historicos vs Prondstico.

En la Fig. 1 se presenta la comparacion entre la curva de
los datos historicos de demanda eléctrica (linea naranja) y los
valores pronosticados por el modelo (linea azul). El objetivo de
esta comparacion es evaluar la precision del modelo al verificar
su capacidad para replicar el comportamiento en el intervalo
temporal observado. Se puede apreciar que la linea de
pronostico se mantiene cercana a la linea de los datos histéricos,
lo cual sugiere una buena capacidad predictiva del modelo y
refuerza su fiabilidad para proyecciones futuras. Para esta
validacion, se ha utilizado el 30% de los datos histdricos,
correspondiente al periodo 2014-2021, comparandolos con los
valores calculados.

Ademas, se observa una disminucion notable en la demanda
eléctrica en la linea de pronoéstico correspondiente al afio 2020.
Esta anomalia podria explicarse por el impacto de la pandemia
de COVID-19, que afecto a varios paises, provocando una caida
significativa en la actividad economica y, por ende, en el

consumo de energia eléctrica. A partir de 2021, se identifica una
tendencia de recuperacion en la demanda, lo que refleja una
estabilizacion progresiva de la economia. Esta recuperacion
sugiere que el modelo es sensible a eventos atipicos y puede
adaptarse a cambios abruptos en el comportamiento de la
demanda, proporcionando asi un analisis robusto para
escenarios futuros.

Para evaluar la precision del modelo, se analizaron las
siguientes métricas de error, definidas segun (2) y (3).

En la Tabla III se presentan las métricas de error,
calculadas utilizando el 30% de los datos del modelo
correspondiente al periodo 2014-2021. El refleja la diferencia
promedio entre los valores historicos y los valores
pronosticados de la demanda eléctrica.

TABLA III
METRICAS DE ERROR

MAD 80.8998 MW

MAPE 1.7447%

En este caso, el valor de 80.89 MW indica que, en promedio,
existe una desviacion de aproximadamente esa magnitud entre
la demanda observada y la estimada, ya sea por exceso o por
defecto, en relacion con los datos historicos. Este valor podria
considerarse elevado si la prevision realizada hubiera sido en
una pequefia extension de territorio, como un distrito. Sin
embargo, la prevision fue realizada a nivel nacional para el cual
dicho valor del MAD es infimo en términos porcentuales.

Por otro lado, el MAPE representa el porcentaje promedio
de las diferencias absolutas entre los valores reales y los
pronosticados, en relacion con los valores observados. Con un
valor de 1.74%, este resultado sugiere que el modelo presenta
un bajo margen de error relativo, lo que indica un buen
desempefio en la capacidad predictiva. Este porcentaje, cercano
al 2%, es consistente con resultados aceptables en estudios de
pronodstico similares, lo que refuerza la viabilidad del modelo
de regresion multiple para realizar estimaciones futuras de la
demanda eléctrica.

B. Discusion

Para un prondstico a futuro se considera una tasa de
crecimiento anual para cada variable independiente que son:
poblacion 1.3%, PBI 3.7%, produccion de energia 2.33% y la
temperatura promedio 0.2%. Posterior a ello, se realiza una
ampliacion de datos de cada variable a partir del 2021 hasta
2038, tomando en cuenta la tasa de crecimiento. Por ultimo, se
vuele a realizar el calculo ecuacion (1) considerando los
coeficientes de regresion, para el obtener los resultados del
prondstico de la demanda que se muestra en la Fig. 2.
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Fig. 2. Curva prondstico a futuro.

En el grafico de barras se observa una tendencia continua
de crecimiento en la demanda pronosticada afio tras afio desde
2022 hasta 2038, sin ningln afio de decremento, alcanzando un
valor aproximado de 10,841 MW. La tasa de crecimiento anual
de la demanda entre 2022 y 2038 es aproximadamente del
2.39%. Esto indica que, en promedio, la demanda esta
creciendo un 2.39% cada ano durante este periodo. Segin
resultados obtenidos se hacen comparacion en [20].

IV. CONCLUSIONES

Este trabajo presentd un andlisis de la prevision de la
demanda eléctrica utilizando un modelo de regresion lineal
multiple. El modelo propuesto se aplico al caso peruano,
obteniendo previsiones anuales. Los resultados fueron
obtenidos considerando el promedio de datos diarios,
semanales y mensuales, lo que permitié obtener proyecciones
mas consistentes sobre el crecimiento futuro de la demanda
eléctrica.

Los resultados muestran que el modelo ofrece un buen
nivel de ajuste, con un coeficiente de determinacion (R?) del
99%, lo que sugiere que puede representar de manera adecuada
la relacion entre las variables consideradas. Ademas, se
obtuvieron métricas de error satisfactorias, con un error
absoluto medio (MAD) de 80,89 y un error absoluto porcentual
medio (MAPE) de 1,74%. Estos valores indican un buen
desempeiio del modelo en la prediccion de la demanda
eléctrica, especialmente al compararlos con estudios similares
donde los errores suelen ser mayores.

El uso de cuatro variables independientes —poblacion,
producto bruto interno (PBI), produccion de energia y
temperatura— ha contribuido a mejorar la capacidad
explicativa del modelo, permitiendo captar de forma mas
precisa algunos de los factores que influyen en la demanda
eléctrica.

Los resultados alcanzados indican que el modelo de
regresion lineal multiple utilizado en este estudio es una
herramienta adecuada para la prevision de la demanda eléctrica
a largo plazo. No obstante, se sugiere que, en futuros trabajos,
se considere la inclusion de nuevas variables o la aplicacion de

otros métodos estadisticos y de aprendizaje automatico para
evaluar posibles mejoras en la capacidad predictiva del modelo.
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