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Resumen—Nowadays, marketing companies face several chal-
lenges such as high competition, market complexity and techno-
logical innovation. Faced with this, they are increasingly turning
to the use of big data and predictive analytics. However, knowledge
in this area is limited as technological changes make it difficult
to keep pace with the actual performance of these strategies, so
the objective of this review is to identify the big data techniques
used in digital platform marketing for strategic sales. A total of
764 papers were identified in the Scopus and Web of Science
databases, where 28 passed the selection criteria under the PRISMA
statement. The main findings indicate that the use of big data
and machine learning techniques can significantly improve digital
marketing and sales strategies. These techniques enable better
customer segmentation, content personalization and prediction of
buying behavior. In conclusion, although Big Data and machine
learning have great potential to optimize strategic digital marketing
and sales strategies, more empirical research is required to validate
the findings. The present review provides a comprehensive view of
the current state and trends in this emerging area of knowledge.
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Resumen—En la actualidad las empresas de marketing se
enfrentan a diversos desafı́os como alta competencia, complejidad
del mercado e innovación tecnológica. Ante esto, se recurre cada
vez más al uso de big data y la analı́tica predictiva. Sin embargo,
el conocimiento en esta área es limitado ya que los cambios
tecnológicos hacen que sea difı́cil seguir el ritmo del rendimiento
real de estas estrategias, por ello el objetivo de la presente
revisión es identificar las técnicas de big data utilizadas en el
marketing de plataformas digitales para la obtención de ventas
estratégicas. Fueron identificados un total de 764 documentos en
las bases de datos Scopus y Web of Science, donde 28 pasaron los
criterios de selección bajo la declaración PRISMA. Los principales
hallazgos indican que el uso de técnicas de big data y aprendizaje
automático puede mejorar significativamente las estrategias de
marketing y ventas digitales. Estas técnicas permiten una mejor
segmentación de clientes, personalización de contenido y predicción
del comportamiento de compra. En conclusión, aunque el Big Data
y el aprendizaje automático tienen un gran potencial para optimizar
las estrategias de marketing y ventas digitales estratégicas, se
requieren más investigaciones empı́ricas para validar los hallazgos.
La presente revisión permite tener una visión integral del estado
actual y las tendencias en esta área de conocimiento emergente.

Palabras clave—Marketing, Big Data, Analytics, Algorithm,
Plataformas Digitales

I. INTRODUCCIÓN

En el entorno empresarial actual, las empresas de mar-
keting se ven confrontadas con desafı́os considerables, tales
como una competencia intensa, la creciente complejidad del
mercado y los rápidos avances tecnológicos. En respuesta a
estas condiciones, las organizaciones buscan constantemente
estrategias para obtener una ventaja competitiva, y en este
sentido, el uso estratégico de big data y analı́tica predictiva
se contempla como una herramienta esencial para tomar de-
cisiones informadas. Esta situación ha impulsado la adopción
creciente de tecnologı́as de big data en el ámbito del mar-
keting, donde las empresas buscan no solo comprender en
profundidad las dinámicas del mercado, sino también anticipar
el comportamiento de los clientes para ajustar y optimizar sus
estrategias de ventas [1, 2]. A pesar de la creciente popularidad
de estas prácticas, se destaca que el conocimiento en este
ámbito aún está en una fase inicial [3]. En este contexto, se
genera la necesidad de llevar a cabo una Revisión Sistemática
de la Literatura (RSL) enfocada en las ventas estratégicas
en plataformas digitales. Esta revisión busca identificar las
mejores prácticas, tendencias emergentes y áreas sin explorar

del marketing digital. Por ello, el objetivo de esta RSL es
examinar y analizar de manera crı́tica la literatura académica
del uso de técnicas de big data en el marketing de platafor-
mas digitales, centrándose especı́ficamente en la obtención
de ventas estratégicas, encontrando metodologı́as, enfoques
y herramientas empleadas en este contexto, ofreciendo una
visión comprensiva de las prácticas actuales y, posiblemente,
identificando áreas donde la investigación futura podrı́a aportar
nuevos conocimientos y avances significativos. La búsqueda
bibliográfica se realizó en las principales bases de datos de
literatura académica, tomando como principal a Scopus se
incluirán artı́culos publicados en inglés desde el año 2020
hasta la fecha ya que para iniciar esta revisión se tomó como
referencia la revision [1]. Se identificarán las principales áreas
de consenso y desacuerdo en la literatura, y se ofrecerán
recomendaciones para futuras investigaciones.

El presente documento se organiza de la siguiente manera:
En la sección II se presenta la metodologı́a empleada para
seleccionar la literatura que se ajuste a la problemática del es-
tudio. En la sección III se presentan los resultados, sintetizando
ordenadamente los hallazgos encontrados en las diferentes
áreas de interés. Esto permite tener una visión integral de
los aspectos más relevantes con relación al tema central de
la revisión. Posteriormente, en la sección IV se discuten
los principales hallazgos, limitaciones del estudio realizado
y recomendaciones para futuros estudios. Finalmente, en la
sección V se exponen las conclusiones del presente estudio.

II. METODOLOGÍA

A. Estrategia de búsqueda

La estrategia de búsqueda que se realizó en esta investi-
gación fue basada en el método PICOC, la cual proviene de
su acrónimo en inglés (Problem, Intervention, Comparation,
Output, Context), donde se delimitaron las componentes re-
spectivas; siendo el Marketing el Problema a abordar, Big
Data la intervención a realizar, las Ventas estratégicas fueron
los Resultados y finalmente, Plataformas Digitales siendo
el contexto en el cual se realizó la búsqueda. Note que,
para realizar la búsqueda de literatura no se consideró la
componente Comparación, reduciendo ası́ al método PIOC.
Posteriormente, siguiendo esta metodologı́a, se identificaron
las palabras clave en inglés por cada componente PICOC, las
cuales se muestran en la tabla I.
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TABLA I
COMPONENTES PIOC Y PALABRAS CLAVE

Población Marketing Sell, Retail, Merchandise, Trade,
Promot

Intervención Big Data Big data analysis, Statistical Anal-
ysis, Metadata, Algorithm, Data
management

Resultado Ventas
Estrategicas

Performance, Achievement, Anal-
ysis of results, Product reception,
Harvest

Contexto Plataformas
Digitales

Website, App site, Site

Teniendo en consideración las componentes PIOC, se for-
mula la siguiente pregunta de revisión: ¿Qué técnicas de big
data se usan en el marketing de plataformas digitales para la
obtención de ventas estratégicas?. Ası́ mismo, esta pregunta se
desgloza en las siguientes sub-preguntas: ¿Cuál es la intención
del uso de big data?, ¿Con que canales de ventas se pueden
lograr las ventas estratégicas?, ¿Cuáles son las estrategias
utilizadas en plataformas digitales? y ¿De qué manera se
podrı́a potenciar el marketing?

Para dar respuesta a estas preguntas se buscó literatura
cientı́fica en dos bases de datos, Scopus y Web of Science.
Siendo la ecuación de búsqueda de la forma: (sell OR retail
OR merchandise OR trade OR promot) AND (“Big data
analysis” OR “statistical analysis” OR metadata OR algorithm
OR “data management”) AND (performance OR achievement
OR “analysis of results” OR “product reception” OR harvest)
AND (website OR “app site” OR site).

B. Criterios de Selección

Para delimitar la muestra de literatura a revisar se aplicaron
los criterios de selección de documentos.

Criterios de inclusión:
CI1: Artı́culos que tengan información sobre marketing usando

big data.
CI2: Artı́culos que tengan información sobre ventas es-

tratégicas en plataformas digitales.
CI3: Artı́culos enfocados al marketing digital.
Criterios de exclusión:

CE1: Artı́culos redactados en un idioma distinto al inglés.
CE2: Documentos con fechas anteriores al 2020.
CE3: Artı́culos que no se alineen con el tema de investigación.

C. Descripción del proceso de selección PRISMA

La lógica del sistema de selección PRISMA (Preferred
Reporting Items for Systematic reviews and Meta-Analyses)
comienza con la identificación de la investigación relevante
a través de una búsqueda exhaustiva y sistemática en bases
de datos electrónicos para encontrar artı́culos. Se establecen
criterios de inclusión y exclusión para seleccionar los estudios
que se incorporarán a la revisión sistemática. Estos criterios se
aplican de manera consistente y transparente para garantizar
la objetividad de la búsqueda [4].

A partir de la búsqueda de literatura en las bases de
datos Scopus y WoS, se reportó un total de 764 artı́culos,
luego se realizó la eliminación de 147 documentos duplicados,
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Fig. 1: Diagrama de flujo de PRISMA

quedando un total de 617, luego se realizó un filtro de año
de la publicación considerando sólo los artı́culos desde el
2020 hasta el 2023, dando como resultado 390 documentos
excluidos de la revisión por lo que quedaron 227 documentos,
entre esos artı́culos se excluyeron 183 ya que no cumplı́an con
el tema de revisión, quedando ası́ 44 de los cuales 11 no fueron
recuperados a texto completo. Se logró recuperar 33 artı́culos
a texto completo, entre ellos 5 fueron excluidos luego de ser
revisados a texto completo y finalmente, la muestra total que
se revisará incluye a 28 artı́culos. Un resumen de este proceso
de selección se puede observar a partir del diagrama de flujo
PRISMA mostrado en la figura 1.

III. RESULTADOS

A. Definición del Big Data

El término “Big Data” se refiere a la gran cantidad de
volúmenes de datos recopilados, adquiridos de múltiples acce-
sos de información y que requieren de técnicas de análisis es-
pecializadas [1, 3], también existen los que se enfocan en datos
de búsquedas web y en redes sociales de los usuarios, que
pueden analizarse en profundidad para obtener información
detallada sobre los usuarios en lı́nea, donde se encuentran
nombres, género, ubicación, incluso datos privados como el
número de seguro social, datos de salud, imágenes, entre
otros [5, 6, 7, 8, 9]. Se enfoca en el uso de técnicas de
aprendizaje automático y procesamiento de lenguaje natural
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para analizar sentimientos, emociones y opiniones mediante
reseñas de productos [10, 11, 12]. Los cuales pueden ser
utilizados en sistemas de recomendación en tiempo real que
pueden manejar grandes cantidades de datos de usuarios e
ı́tems. Esto se hace para optimizar estrategias de ofertas y ası́
atraer clientes potenciales en entornos de comercio electrónico
[13, 14, 15, 16]. Otra de las caracterı́sticas que tiene el Big
Data es que también sirve para clasificar datos de operaciones
de ventas de productos, análisis de casos, predecir valores para
recomendaciones en plataformas de e-commerce y distintos
pedidos en lı́nea, minimizando errores con ayuda de algoritmos
inteligentes [17, 18, 19, 20, 21, 22, 23, 24].

B. Área de aplicación

Siguiendo con el análisis se encontraron distintos artı́culos
que tenı́an como principal idea el uso de Big Data, sin
embargo, cada uno de ellos se centró en temas diferentes, pero
con la misma relevancia en cuanto al análisis del estudio de
revisión, como se puede apreciar en la tabla II, donde se hace
mención al área de aplicación y sus objetivos. Algunos de estos
artı́culos tienen como principal objetivo mantener la privacidad
de los datos de las personas para evitar ataques de privacidad
comerciales y no comerciales [5] una de estas propone un
nuevo protocolo llamado PaOSLo (Profile Aware ObScure
Logging) para preservar la privacidad de los usuarios en las
búsquedas web, ocultando su perfil de búsqueda real ante los
motores de búsqueda [8]. Ası́ mismo, existen otros artı́culos
que están enfocados en clasificar las reseñas de clientes en
plataformas de comercio electrónico, redes sociales como
Twitter y otra fuentes [3, 9, 12, 19] estudiando los sentimientos
que generan distintas noticias o titulares que puedan influir en
el comportamiento del usuario [10] se propone utilizar algo-
ritmos metaheurı́sticos de aprendizaje automático a partir de
los datos históricos de transacciones de comercio electrónico
para ayudar a tomar decisiones y ası́ atraer más clientes
potenciales a través de estrategias de publicidad y de oferta
apropiadas y también detectar similitudes entre productos en
Marketplace basándose en tı́tulos e imágenes de productos
para maximizar los ingresos [6, 10, 13, 15, 25] mejorando
las recomendaciones en plataformas de comercio electrónico
que tienen múltiples módulos o secciones (ej. ofertas del dı́a,
ventas flash, etc.) [23, 26], creando ofertas y promociones
personalizadas para sus clientes a través de marcos de Big
Data que les permitan manejar grandes volúmenes de ventas
con modelos eficientes [14]. También se encontró la aplicación
de minerı́a de datos con la intención de explorar la adopción
de tecnologı́as de inteligencia artificial, dando soporte a deci-
siones de mantenimiento y clasificación eficiente de enormes
cantidades de datos, para mejorar la gestión de relaciones con
clientes y aumentar los beneficios económicos de las empresas
que proveen servicios para negocios en lı́nea y procesos de
negocio [7, 18, 21, 22]. Por último, también mejora la eficien-
cia de los procesos de recolección, producción, distribución
y entrega de pedidos considerando la llegada dinámica de
pedidos durante el dı́a y fecha de entrega especı́fica e investigar

TABLA II
ÁREA DE APLICACIÓN

Área de aplicación Objetivo
Privacidad Proteger la privacidad de los datos personales
Clasificación de
reseñas

Identificar el sentimiento o la opinión de los
usuarios

Análisis de
sentimientos

Detectar el impacto emocional de las noticias
o titulares

Toma de decisiones Ayudar a tomar decisiones estratégicas
Mejora de recomen-
daciones

Personalizar las recomendaciones a los usuar-
ios

Minerı́a de datos Explorar la adopción de tecnologı́as de in-
teligencia artificial

Eficiencia de proce-
sos

Mejorar la eficiencia de los procesos empre-
sariales

compensaciones entre capacidad de respuesta, riesgo y costo
[24, 27, 28].

C. Área de enfoque

La preocupación crı́tica de la privacidad en las OSN (On-
line Social Networks) es una de las áreas de enfoque que
debe ser contemplada en el uso del Big Data. El enfoque
metodológico, abarca desde el pre-procesamiento de datos
hasta técnicas avanzadas de clustering y medidas para garan-
tizar la privacidad de datos [5, 8], existen otros enfoques
como el siguiente punto de las metodologı́as utilizadas que
se centra en el análisis de 3 modelos NHPP (NonHomo-
geneus Poisson Process) jerárquicos para la modelación de
interacciones de usuarios NHPP [17] incorporando aspectos
contextuales y metadatos. También se destaca el uso del
algoritmo AdaBoost para la clasificación, la extracción de
caracterı́sticas de texto e imágenes [25] y la evaluación ex-
haustiva del rendimiento a través de experimentos numéricos
[24]. Este enfoque multidimensional muestra la complejidad
de las interacciones de usuarios y puede contribuir al avance
en el campo de la modelación del comportamiento en lı́nea
para la planificación y programación continua en el tiempo,
luego se tiene una metodologı́a integral que emplea algoritmos
de aprendizaje por refuerzo, en particular TD3 (Twin De-
layed Deep Deterministic Policy Gradient) [15], para entrenar
polı́ticas óptimas de generación de factores de oferta, seg-
mentadas por franjas horarias. Además, se incorporan técnicas
de procesamiento de lenguaje natural, como Bag of Words y
TF-IDF (Term frequency – Inverse document frequency) [10]
para la representación de textos. La perspectiva se amplı́a al
utilizar modelos de machine learning, como Naive Bayes y
XGBoost, en conjunto con modelos de deep learning, tales
como Convolutional Neural Networks (CNN) y Long Short-
Term Memory (LSTM), con el fin de anticipar emociones.
Una contribución adicional del estudio es la implementación
de modelos DSSM (Deep Structured Semantic Models) para
calcular la similitud semántica entre las consultas de usuarios y
las descripciones de productos, facilitando la identificación de
la intención de compra [11]. Además, se destaca el desarrollo
de un sistema web con backend en Python Django y frontend
en Angular [22]; estas metodologı́as destacan por su enfoque
multidisciplinario y su aplicación práctica en el desarrollo de
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un sistema web innovador. Esta parte de las metodologı́as
utilizadas aborda una variedad de enfoques y técnicas en el
ámbito del aprendizaje automático supervisado y la aplicación
de IoT (Internet of Things) en aplicaciones empresariales.
Inicialmente, se evalúan algoritmos generales para medir su
confiabilidad, haciendo hincapié en el uso de búsquedas de
palabras y métricas como la exposición del perfil de usuario
[12, 13] en donde se utilizan técnicas de análisis de sentimien-
tos, técnicas de regresión lineal y técnicas de clasificación
[9]. Posteriormente, se presenta una propuesta de aplicaciones
empresariales de IoT que utiliza técnicas de clustering global
y local para categorizar datos eficientemente, con el objetivo
de mejorar la retención de clientes y la satisfacción en el
sector [1, 21, 23]. Además, se resalta la importancia del tema
de investigación que se enfoca en mejorar la personalización
del marketing digital mediante el uso de inteligencia artificial
(IA) [7, 29]. Se menciona el desarrollo de un modelo de
programación lineal entera mixta para la planificación y pro-
gramación continua en el tiempo [27]. Asimismo, se propone
un nuevo estimador, sin sesgo, de la función de pérdida
ideal para entrenar modelos de factorización matricial [26].
En términos de revisión sistemática de literatura, este trabajo
abarca diversas áreas, desde la evaluación de algoritmos y
métricas en el aprendizaje supervisado hasta la aplicación
de IOT en el contexto empresarial y la personalización del
marketing digital. La inclusión de modelos matemáticos mul-
tiobjetivo y el uso de ejemplos numéricos para demostrar la
eficiencia de los modelos fortalecen la contribución del trabajo
a la literatura cientı́fica [28]. En resumen, este estudio ofrece
una perspectiva integral que combina la teorı́a y la aplicación
práctica en múltiples campos de investigación [23, 29].

TABLA III
METODOLOGÍA UTILIZADA

Área de enfoque Metodologı́a
Privacidad en
OSN

Preprocesamiento de datos, clustering avanzado, me-
didas de privacidad

Modelación de
interacciones de
usuarios

Análisis de modelos NHPP jerárquicos, AdaBoost,
evaluación exhaustiva

Generación de
factores de oferta

Aprendizaje por refuerzo, TD3, procesamiento de
lenguaje natural, Bag of Words, TF-IDF, Naive
Bayes, XGBoost, CNN, LSTM, DSSM

Aprendizaje
automático
supervisado y
aplicación de
IOT

Evaluación de algoritmos, análisis de sentimientos,
regresión lineal, clasificación, clustering global

Predicción del
comportamiento
del mercado de
valores

Datos de ventas de Kaggle, análisis de caracterı́sticas
cualitativas y cuantitativas de las redes sociales,
regresión lineal, random forest

Minerı́a de datos
de marketing

Aprendizaje automático supervisado, máquinas de
soporte vectorial (SVM)

Técnicas
generales

Web scraping, limpieza y transformación de datos,
diseño e implementación de modelos de machine
learning

Además se utilizaron datos de ventas conjuntos de datos de
Kaggle analizando caracterı́sticas cualitativas y cuantitativas
de las redes sociales y otras fuentes para predecir el com-
portamiento del mercado de valores en donde entrenaron dos
modelos de aprendizaje automático como Regresión Lineal y
Random Forest [14]; además, se utilizan técnicas de apren-
dizaje automático supervisado, especı́ficamente Máquinas de
Soporte Vectorial (SVM, por sus siglas en inglés) para la
minerı́a de datos de marketing [6, 18] por último, están la
técnicas como Web Scraping para obtener datos, limpieza y
transformación de datos, diseño e implementación de modelos
de Machine Learning como (árboles de decisión, Random
Forest, Regresión Lineal y Redes Neuronales) [19], como se
puede apreciar en la tabla III. Estos enfoques de revisión
fueron hechos en distintos paı́ses, 7 de ellos en India, 6 en
China, 2 en Estados Unidos e Irán y 1 en cada 1 de otros
paı́ses como se muestra en la figura 2.

D. Herramientas utilizadas para la medición

Existen diferentes herramientas que se utilizaron para este
análisis y cada una de ellas enfocada y aplicada a un área
de enfoque distinto como se ve en la tabla IV. Prevención
y privacidad: LECC (Privacidad diferencial local mediante
mecanismo exponencial), PSO-GA (Algoritmo genético de op-
timización de enjambre de partı́culas), PFC (Medios C difusos
que preservan la privacidad), DOA (Matriz ajena diferencial)
[5]. Procesamiento de Texto y Aprendizaje Automático: Clasi-
ficador ingenuo de Bayes (NBC), Máquina de vectores de
soporte (SVM), TF-IDF (Frecuencia de texto y Frecuencia de
documento inversa), TensorFlow/Keras [12, 30] Optimización
Estadı́stica y Computacional: MLE (estimación de máxima
verosimilitud), LSE (estimación de mı́nimos cuadrados), AG
(Algoritmo Genético), SA (recocido simulado), PSO (opti-
mización de enjambre de partı́culas) [17]. Agrupación de
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Perfiles de Usuario: Algoritmo de clustering K-means im-
plementado en la herramienta Weka para agrupar perfiles
de usuario según similitud y Algoritmo de agrupamiento
multivariante K-medias para generación de patrones de compra
para predecir intereses de los clientes y generar recomenda-
ciones personalizadas [1, 8] Comparativa de Metaheurı́sticas:
ALO (Optimización de León Artificial), DA (Algoritmo de
evolución diferencial), GOA (Algoritmo de optimización de
saltamontes), HHO (optimización de Harris Hawks), MFO
(optimización de búsqueda de alimento para monos), MVO
(Optimizador multiverso), SCA (Algoritmo seno coseno), SSA
(Algoritmo de enjambre de salpas), WOA (Algoritmo de
optimización de ballenas), GWO (Optimizador del lobo gris)
[13]. Big Data y Aprendizaje Automático: Apache Spark con
MLlib, Regresión Lineal, Bosque aleatorio (precisión) [14]
Publicidad Digital y Subastas: Estrategia propuesta evaluada
con conjunto de datos de subastas de impresiones publicitarias
[15] Procesamiento de Datos a Gran Escala: Análisis de sen-
timiento, Regresión Lineal, Clasificación, Análisis de Redes
Sociales, Análisis de Big Data, estas herramientas ayudan a
procesar grandes cantidades de datos de diferentes fuentes y
extraer información relevante para tomar decisiones comer-
ciales informadas [9]. Análisis de sentimiento y clasificación:
VADER Lexicon para puntajes de sentimiento, métricas de
clasificación: precisión, recuperación, puntuación F1, Matrices
de confusión. Se utiliza el léxico VADER para evaluar sen-
timientos en titulares de noticias, midiendo precisión, recuerdo
y F1-score, tanto en macro como micro promedios. Se destaca
el uso de F1-score para evaluar la identificación precisa de
productos relevantes, complementado con matrices de con-
fusión para una comprensión detallada de la clasificación del
modelo. Este enfoque integral proporciona una evaluación
exhaustiva de la capacidad del modelo en el análisis efectivo de
sentimientos en titulares [6, 10, 11] Métricas de Rendimiento:
Coeficiente de Determinación (R2), Error Cuadrático Medio
(RMSE), Coeficiente de variación (CV) [19]. Aprendizaje
automático en Python: Aprendizaje-scikit. Se utiliza la bib-
lioteca de aprendizaje automático scikit-learn en Python para
el análisis [21]. Competición en Kaggle: Precisión de modelos
(resultados de más del 90 % de precisión) [22]. Revisión
Teórica de Modelos: AdaBoost Árboles de Decisión Bosque
aleatorio [25]. Métricas de Evaluación de Modelos: Pérdida
de registro, DCG (ganancia acumulada descontada), Recordar
MAP (precisión media media) [26] Métricas de Evaluación de
Modelos: Precisión, Ganancia acumulada descontada normal-
izada (nDCG) para medir rendimiento [23].

E. Variables de medición para las ventas

Para esta sección se encontraron distintas variables que
entran en juego para ser aplicadas en la revisión, primero se
tiene el análisis de fallas de sistemas, el cual analiza el modelo
con 4 conjuntos de datos de fallas de sistemas reales, 3 de
Big Data y 1 de un sistema de tamaño medio [17], luego,
se tienen los datos del cliente y estrategias publicitarias en
las cuales se recolectaron 4 parámetros/caracterı́sticas de los
clientes: edad del cliente, grupo de edad del cliente, puntaje de

TABLA IV
ÁREA Y HERRAMIENTAS

Área Herramienta
Prevención y privacidad LECC, PSO-GA, PFC, DOA
Procesamiento de texto y
aprendizaje automático

NBC, SVM, TF-IDF, Tensor-
Flow/Keras

Optimización estadı́stica y
computacional

MLE, LSE, AG, SA, PSO

Agrupación de perfiles de
usuario

K-means, K-medias multivariante

Comparativa de
metaheurı́sticas

ALO, DA, GOA, HHO, MFO, MVO,
SCA, SSA, WOA, GWO

Big data y aprendizaje au-
tomático

Apache Spark con MLlib, Regresión
lineal, Bosque aleatorio

Procesamiento de datos a gran
escala

Análisis de sentimiento, regresión lin-
eal, clasificación, análisis de redes so-
ciales, análisis de big data

Análisis de sentimiento y
clasificación

VADER Lexicon, métricas de clasifi-
cación

Métricas de rendimiento Coeficiente de determinación (R2), er-
ror cuadrático medio (RMSE), coefi-
ciente de variación (CV)

Aprendizaje automático en
Python

Aprendizaje automático en Python

Métricas de evaluación de
modelos

Pérdida de registro, DCG (ganancia
acumulada descontada), Recordar MAP
(precisión media)

compra del cliente e ingreso anual del cliente [21]. También se
mide el desempeño de Rankings de recolección de datos [23]
con el objetivo de maximizar el número de clientes potenciales
atraı́dos por la estrategia de publicidad [13]. Por otro lado,
están los algoritmos de rendimiento de aprendizaje automático
en general en donde se evalúa el rendimiento en términos de
precisión de agrupamiento, generación de recomendaciones
y retención de clientes [1, 29], con esto se puede medir la
predicción del comportamiento que dan otras variables de
medición como las de predicción de compras y ventas con
atributos independientes de búsqueda por frecuencia, métricas
dependiendo del número de clics o predecir el comportamiento
del mercado [10, 12, 14, 15]. Por último, se tiene el análisis
datos de ventas pasadas como costos de transporte, costos por
retrasos, número de pedidos recolectados y entregados, tiempo
de recolecta, entre otros [24], los cuales sirven para generar
predicciones identificando la relevancia entre la consulta y el
producto [11, 22] y la demanda de productos en los mercados,
precios mı́nimos y máximos de venta [27, 7] con tı́tulos e
imágenes de los productos [25] como se muestra en la tabla
V.

F. Plataformas utilizadas para el análisis

Para el manejo y ejecución de puesta en marcha se abor-
daron diversas plataformas digitales como Facebook y Yelp
[5], ası́ como también, plataformas como Alibaba, Amazon,
Yahoo Finance y Kaggle [10, 12, 23].Tambien ejecutaron la
simulación mediante Java con sockets [8], utilizando Apache
Spark como marco de Big Data para entrenar modelos [12].
La implementación incluyó el uso de Python para el entre-
namiento y evaluación del modelo, con redes neuronales para
el actor y el crı́tico [15]. La recopilación de datos abarcó
diversas fuentes sociales, como Moneycontrol, IIFL, Economic
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TABLA V
VARIABLES DE VENTAS

Análisis de fallas de
sistema

Evalúa el rendimiento del modelo con conjuntos
de datos de fallas de sistemas reales

Datos del cliente y es-
trategias publicitarias

Recolecta datos de los clientes con el objetivo
de maximizar el número de clientes potenciales
atraı́dos por estrategias de publicidad

Algoritmos de
rendimiento
de aprendizaje
automático

Evalúa el rendimiento de los algoritmos de
aprendizaje automático en términos de precisión
de agrupamiento, generación de recomenda-
ciones y retención de clientes

Predicción de com-
pras y ventas

Utiliza atributos independientes de búsqueda por
frecuencia, métricas dependiendo del número de
clics o predecir el comportamiento del mercado

Análisis de datos de
ventas pasadas

Utiliza datos de ventas pasadas para generar
predicciones, identificar la relevancia entre la
consulta y el producto

Times, Business Standard, Reuters y LiveMint para predecir
el mercado de valores [9], ası́ como también, emplearon
SVM con el paquete Liblinear como clasificador, y realizaron
pruebas del algoritmo con datos de Taobao [16, 23]. El
proceso también involucró herramientas como Dexi.io para
web scraping, Python para limpieza y análisis de datos [19]
y tecnologı́as web como Django, Angular.js y MySQL [22].
Además, el algoritmo fue probado en Twitter [3], comercio
electrónico y Home Depot [11]. Para la implementación en
Marketplace [25] se recurrió a MATLAB, resolviendo modelos
mediante GAMS y CPLEX. Finalmente, la resolución del
modelo matemático se llevó a cabo con el software GAMS
[24, 27, 28]. Este enfoque integral abarca diversas plataformas
y técnicas, proporcionando una perspectiva amplia y detallada
en el campo de la predicción del mercado y el análisis de
datos.

G. Resultados de las estrategias de ventas

Existen los resultados por interpretación en donde se pro-
ponen modelos integrales de predicción y medición como el
modelo de SVM para agilizar la predicción de la calidad
de una venta calculado en reseñas [12, 18], enfocándose en
maximizar los clics bajo diversos presupuestos en el conjunto
de datos de prueba [15]. El sistema desarrollado tiene el
potencial de personalizar la experiencia de compra en lı́nea
y las recomendaciones de productos según el género predi-
cho de los clientes [6]. Aunque no se presentan resultados
concretos, se destaca el uso del modelo SVM para mejorar
estrategias de marketing y ventas [15]. El sistema demostró
eficacia en la predicción de demanda, precios y desempeño
de sucursales y empleados [22]. Además, se evidencia que el
enfoque propuesto mejora la retención de clientes mediante
recomendaciones personalizadas según sus intereses [1]. El
algoritmo, basado en algoritmos genéticos, se muestra eficiente
en la agrupación de pedidos, superando a métodos heurı́sticos
en términos de costos y productividad [24]. Además, se
destaca la determinación de puntos óptimos de venta en los
mercados, considerando la caı́da de precios para maximizar
las ganancias en la cadena de suministro [27]. También, están
los resultados que sı́ pudieron ser medibles en cuanto a los
resultados que arrojaron en cada uno de los estudios con

cada una de las herramientas con que fueron ejecutadas, se
concluye que el optimizador PSO con MAD destaca como
el más efectivo para el modelo hı́brido con Big Data [17].
El algoritmo MFO se destaca al lograr el mejor rendimiento
para atraer clientes potenciales [13] En el ámbito de Spark
MLlib, los modelos entrenados exhiben una mayor precisión
en la predicción de precios y ventas futuras en comparación
con aquellos entrenados sin Spark [14]. El modelo propuesto
WL-DSSM supera a otros, como DSSM, en la identificación
precisa de productos relevantes (medido con F1-score), mejo-
rando la experiencia del usuario y potencialmente impulsando
las ventas esto permite mejorar la experiencia de usuario y
potencialmente las ventas al conectar mejor las consultas con
los productos buscados [11]. Para la predicción del valor de
tasación, el Random Forest se destaca con un R2 promedio
superior a 0.9 [19]. La eficiente aplicación de clustering
y clasificación en centros comerciales puede aumentar los
ingresos generales, permitiendo la categorización de clientes
en clusters y el envı́o de ofertas personalizadas [21]. El
algoritmo propuesto supera a otros métodos de aprendizaje por
refuerzo multiagente en diversas métricas de evaluación [23].
Finalmente, el modelo AdaBoost logra una precisión destacada
del 91.81 % en la detección de similitud de productos. Estas
conclusiones refuerzan la eficacia y versatilidad de diversos
enfoques y algoritmos en diferentes contextos de análisis y
predicción [25].

H. Enfoque del marketing

El estudio se enfoca en la capacidad técnica para identificar
la intención de compra de los usuarios mediante técnicas de
procesamiento de lenguaje natural y aprendizaje automático
[11]; esto permite la personalización y recomendación de
contenido a los usuarios en tiempo real para plataformas
online [30], con el objetivo de mejorar la retención de clientes
minoristas a través de estrategias de marketing one-to-one
[1]. Los resultados del estudio podrı́an aplicarse para mejorar
las recomendaciones de productos similares a los usuarios y
para ayudar a los vendedores a categorizar nuevos productos
[23, 25]. En resumen, el estudio se enfoca en la comodidad del
comercio electrónico con clasificador automático de reseñas de
clientes y en la mejora de las recomendaciones personalizadas
para los usuarios [12]. El enfoque es técnico, sobre modelos de
confiabilidad de software [17] y está centrado en la privacidad
de búsquedas en la web [8]. Está enfocado en la mejora
de algoritmos de recomendación [26], aprendizaje automático
supervisado [29], desde la perspectiva del anunciante. Busca
maximizar clics dentro del presupuesto disponible [15] para
predecir valores de tasación inmobiliaria utilizando técnicas de
inteligencia artificial [19] optimizando operaciones logı́sticas y
operaciones de la cadena de suministro [24, 27]. En sı́ntesis, en
la tabla VI se puede ver el enfoque de marketing del estudio.
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TABLA VI
ENFOQUE DE MARKETING

Enfoque Objetivo
Personalización de la
experiencia de com-
pra

Mejorar la satisfacción del cliente y aumentar
las ventas

Optimización de la
cadena de suministro

Reducir costos, mejorar la eficiencia y aumentar
la rentabilidad

Predicción de ventas Anticipar la demanda y tomar decisiones es-
tratégicas

Atracción de clientes
potenciales

Generar interés en los productos o servicios

IV. DISCUSIÓN

Los principales hallazgos del estudio indican que el uso
de big data y técnicas de aprendizaje automático [29] puede
mejorar significativamente las estrategias de marketing y ven-
tas en plataformas digitales [5]. Especı́ficamente, permiten
una mejor segmentación de clientes [10], personalización de
contenido y predicción de comportamiento de compra [12],
estos hallazgos concuerdan con otros estudios previos que han
encontrado beneficios tangibles del Big Data para el marketing
[1], como mayor efectividad en campañas y mejor experiencia
de usuario. Sin embargo, la investigación en esta área es aún
emergente dada la continua evolución tecnológica.

Un resultado relevante es que algoritmos como MFO, Spark
MLlib y Random Forest mostraron un alto rendimiento en
tareas de predicción y personalización [31]. Esto destaca el
potencial de distintas técnicas de aprendizaje automático en
este contexto [29]. Sin embargo, existe cierta limitación del
estudio ya que se basa principalmente en la revisión de liter-
atura académica, por lo que se requieren más investigaciones
empı́ricas que validen los hallazgos en entornos reales. Para
futuros estudios podrı́an enfocarse en aplicaciones sectori-
ales especı́ficas del Big Data para marketing [7], evaluando
métricas concretas de ventas y satisfacción del cliente en
plataformas digitales [21]. Asimismo, se podrı́a analizar la
integración de distintas técnicas para potenciar los resultados.
La revisión sistemática brinda una visión global del estado
del conocimiento y destaca el gran potencial de Big Data
[17] y aprendizaje automático [11] para impulsar el marketing
y las ventas estratégicas en el comercio digital[31, 14]. Sin
embargo, para validar y refinar estos hallazgos se necesitan
más investigaciones en entornos reales, ası́ como también, la
combinación de estos hallazgos con las implicaciones éticas
para comprender mejor el tipo de regulaciones que brinde
un equilibrio entre la innovación y la privacidad de los
usuarios. En ese sentido, se espera que la automatización y la
personalización sean partes claves de estas nuevas tendencias
en el marketing para ventas en plataformas digitales.

V. CONCLUSIÓN

Según la revisión sistemática realizada, se concluye que
el uso de técnicas de big data y aprendizaje automático,
como algoritmos de agrupamiento, clasificación y predicción,
pueden mejorar significativamente las estrategias de marketing
y ventas estratégicas en plataformas digitales. Los princi-
pales hallazgos indican que permiten una mejor segmentación

de clientes, personalización de contenido y predicción del
comportamiento de compra. Sin embargo, se requieren más
investigaciones empı́ricas para validar estos resultados.

La revisión contribuye a la literatura existente al proveer una
visión integral del estado actual del conocimiento en esta área
emergente. Las limitaciones incluyen el enfoque teórico y la
falta de validación en entornos reales. Futuras investigaciones
podrı́an centrarse en aplicaciones sectoriales especı́ficas, eval-
uando métricas concretas de ventas y satisfacción del cliente.

Se recomienda analizar la integración de distintas técnicas
de Big Data y aprendizaje automático para potenciar los resul-
tados en el marketing digital. Asimismo, se sugiere explorar el
impacto ético y social de la aplicación de estas tecnologı́as en
las estrategias comerciales digitales. Es necesario desarrollar
guı́as y polı́ticas que promuevan un uso responsable, transpar-
ente y justo de los datos y algoritmos predictivos para proteger
los intereses de los consumidores.
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G. Urrútia, M. Romero-Garcı́a, and S. Alonso-Fernández,
“Declaración prisma 2020: una guı́a actualizada para la
publicación de revisiones sistemáticas,” Revista Española
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