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Abstract– Glaucoma is a silent disease and is the most common cause of irreversible blindness; early detection 

can prevent cases of blindness and improve the patient's quality of life. This research implements a convolutional 
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neural network consists of an input layer that receives an image, seven convolutional layers, five pooling layers, one 

flattened layer, two fully connected layers, and a two-class output layer. The proposed CNN was trained and tuned 

with 85 epochs using 3864 fundus images from the LAG dataset. The performance of the proposed CNN was 

evaluated with 990 images and 96.57% accuracy, 95.73% sensitivity and a specificity of 98.83% were obtained, 

which represent better performance compared to previous studies. 
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Resumen- El glaucoma es una enfermedad silenciosa y es la 

causa más común de ceguera irreversible, la detección temprana 

puede prevenir casos de ceguera y mejorar la calidad de vida del 

paciente. Esta investigación implementa una red neuronal 

convolucional (CNN) para la detección de glaucoma en imágenes 

de fondo de ojo. La arquitectura de la red neuronal convolucional 

propuesta consta de una capa de entrada que recibe una imagen, 

siete capas convolucionales, cinco capas de agrupación, una capa 

aplanada, dos capas completamente conectadas y una capa de 

salida de dos clases. La CNN propuesta se entrenó y afinó con 85 

épocas utilizando 3864 imágenes de fondo de ojo del conjunto de 

datos LAG. Se evaluó el rendimiento de la CNN propuesta con 990 

imágenes y se obtuvo 96.57% de exactitud, 95.73% de sensibilidad y 

una especificidad de 98.83%, que representan un mejor desempeño 

en comparación con estudios previos. 

Palabras clave- Detección de glaucoma, imágenes de fondo de 

ojo, red neuronal convolucional 

 

I.  INTRODUCCIÓN 

El glaucoma es una enfermedad silenciosa que daña el 

nervio óptico y es la causa más común de ceguera irreversible. 

Un aproximado de 80 millones de personas en el mundo 

tenían glaucoma en el año 2020, y se estima que este número 

aumente a 112 millones de personas al año 2040 [1]. Las 

personas que viven con deficiencia visual a causa del 

glaucoma son principalmente porque no recibieron tratamiento 

oportuno. La detección temprana del glaucoma evitaría en un 

95% de los casos de ceguera total de los pacientes [2]. 

Las herramientas de aprendizaje automático y aprendizaje 

profundo permiten desarrollar modelos y sistemas que 

aprenden de un conjunto de datos o imágenes y para luego 

predecir enfermedades de forma temprana.  Se han 

desarrollado modelos basados en diversos algoritmos como 

Support Vector Machine (SVM) que logran rendimientos de 

92.3% [3], 93.0% [4]  y de 89.45% [5]  de exactitud; Random 

Forest que obtiene una exactitud de 90.5% [6]; un sistema 

EyeDr basado en el algoritmo YOLO logrando una exactitud 

de 91.2% [7]; otro modelo utilizado es el ResNet50 

obteniendo una exactitud de 90.0% [8]; el modelo ResNET-

152 que logra un 86.9 % de exactitud [9]; un modelo Deep 

learning 3D que logró una exactitud de 93,8 % [10]; un 

modelo de extracción de características de textura 

multidireccional (MTFE) que obtiene con 90.44% de exactitud 

[11]; y marcos fusionados de técnicas de machine learning y 

Deep learning usando Major Voting y Weighted Decision 

Fusion que logran una exactitud de 95.0% [12]. 

También se han desarrollado y evaluado una variedad de 

modelos basados en aprendizaje profundo y específicamente  

redes neuronales convolucionales (CNN por sus siglas en 

inglés) para la detección temprana del glaucoma usando 

imágenes de fondo de ojo, como el modelo CNN que 

consiguió una exactitud de 85.0% [13]; el modelo G-EyeNet 

que obtiene una exactitud de 92.3% [14]; el modelo DCGAN 

obtiene una exactitud de 90.17% [15]; el modelo ConvNet que 

logra una exactitud de 88.0% [16]; la llamada CoG-NET [17] 

con una exactitud de 93.5% y la AG-CNN que obtiene una 

exactitud de 96.2% [18]. 

Los estudios previos mencionados en los párrafos 

anteriores muestran que han sido desarrollados varios modelos 

de aprendizaje automático y aprendizaje profundo para la 

detección temprana del glaucoma utilizando imágenes de 

fondo de ojo; sin embargo, hay limitaciones en el rendimiento 

de la correcta detección y no han sido lo suficientemente 

explorados las redes neuronales convolucionales y las técnicas 

de procesamiento de imágenes en conjunto, para la detección 

de glaucoma en imágenes de fondo de ojo con alto 

rendimiento; por lo que en esta investigación se propone 

construir una red neuronal convolucional con técnicas de 

preprocesamiento de imágenes para la detección de glaucoma 

en imágenes de fondo de ojo con un alta tasa de exactitud y 

precisión. 

La formulación del problema planteado es ¿Una red 

neuronal convolucional con técnicas de procesamiento de 

imágenes, ayudará a detectar glaucoma en imágenes de fondo 

de ojo? Por lo que planteamos como objetivo general 

desarrollar un sistema inteligente basado en una red neuronal 

convolucional para la detección temprana de glaucoma en 

imágenes de fondo de ojo; y para poder cumplir con el 

objetivo general, se plantean los siguientes objetivos 

específicos: 

1) Obtener un conjunto de imágenes de fondo de ojo, 

etiquetadas con Glaucoma Positivo y Glaucoma Negativo 

2) Procesar el conjunto de imágenes de fondo de ojo, 

convirtiendo a una matriz de 150x150 en RGB. 

3) Construir un modelo CNN para la detección de 

glaucoma en imágenes de fondo de ojo. 

4) Evaluar el rendimiento del modelo en la detección 

temprana de glaucoma en imágenes de fondo de ojo. 

5) Desarrollar la interfaz de un sistema inteligente que 

haga uso del modelo CNN para la detección temprana de 

glaucoma. 
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II. BASES TEÓRICAS 

El aprendizaje automático o machine learning se define 

como un tipo de inteligencia artificial que proporciona a un 

sistema la capacidad de aprender, sin ser explícitamente ser 

programadas [19]. Son dos los enfoques para los problemas de 

aprendizaje [20]; el aprendizaje supervisado y el aprendizaje 

no supervisado; Algunos autores consideran al aprendizaje por 

refuerzo y al aprendizaje profundo como enfoques adicionales 

del aprendizaje automático [21]. 

El aprendizaje supervisado inicia con un conjunto de 

datos de características y una etiqueta que brinda un 

significado de los datos [21]. El aprendizaje supervisado tiene 

como objetivo buscar y reconocer patrones en los datos 

analizados.  Los modelos de aprendizaje supervisado se 

aplican en una amplia variedad de problemas comerciales, 

como la detección de fraudes, detección de enfermedades, 

sistemas de recomendación o reconocimiento de voz. 

El aprendizaje profundo o deep learning, es un tipo de 

aprendizaje que se basa en redes neuronales y se utiliza para 

problemas más complejos como en los problemas de 

aprendizaje con imágenes. 

Las redes neuronales son un tipo de algoritmos de deep 

learning o aprendizaje profundo, las arquitecturas más básicas 

son los perceptrones multicapa (MLP) que sirven tanto para 

problemas de clasificación y de regresión [20]. En el 

tratamiento de imágenes las redes neuronales analizan todos 

los píxeles de la imagen en cambio las redes neuronales 

convolucionales identifican patrones y son las eficientes en el 

trabajo con imágenes.  Las redes neuronales convolucionales 

son un modelo más avanzado de redes neuronales que 

incluyen en su arquitectura en la parte inicial de la red las 

denominadas capas de convolución para la detección de 

ciertos patrones y capas de agrupamiento o pooling que 

disminuye la dimensionalidad de los parámetros de 

entrenamiento. 

Para medir el rendimiento de los modelos de aprendizaje 

automático y de una red neuronal convolucional se utilizan 

diferentes métricas de evaluación [22]. La base informativa 

para las métricas es la matriz de confusión y a partir de esta 

matriz se obtienen las métricas de exactitud, precisión, 

sensibilidad y especificidad [23], se describen a continuación: 

 

1) Matriz de confusión: En la Tabla I se muestra la matriz 

de confusión que es una tabla de frecuencias con las 

cantidades de aciertos y errores de las predicciones realizadas 

por el modelo, en comparación con los resultados reales. 

TABLA I  

MATRIZ DE CONFUSIÓN 

 Clase 
Predicción del modelo 

Positivo Negativo 

Resultado 

Real 

Positivo 
Verdadero 

Positivo (VP) 
Falso Negativo 

(FN) 

Negativo 
Falso Positivo 

(FP) 

Verdadero 

Negativo (VN) 

 

Los verdaderos positivos (VP), se refiere a la cantidad de 

pruebas positivas clasificadas correctamente. (una imagen de 

glaucoma positivo, clasificada correctamente). Los verdaderos 

negativos (VN), se refiere a la cantidad de pruebas negativas 

clasificadas correctamente (una imagen de glaucoma negativo 

clasificada correctamente). Los falsos positivos (FP), se refiere 

a la cantidad de pruebas positivas clasificadas erróneamente 

(una imagen de glaucoma negativo, clasificada como imagen 

glaucoma positivo); y los falsos negativos (FN) se refiere a la 

cantidad de pruebas positivas clasificadas erróneamente 

(imagen de glaucoma positivo, clasificada como imagen de 

glaucoma negativo) 

2) Exactitud: Es la métrica más utilizada para medir el 

rendimiento global de un modelo; es la relación entre la 

cantidad de elementos clasificados correctamente por el 

modelo y el número total de pruebas realizadas, se calcula por 

la fórmula (1). 

 

           (1) 

 

2) Precisión: El valor de la precisión se define como la 

proporción de verdaderos positivos contra todos los resultados 

positivos, es definida por la fórmula (2). 

 

         (2) 

 

3) Sensibilidad:  Es la métrica que mide la capacidad del 

modelo en clasificar como positivo a aquél que efectivamente 

lo es; El modelo clasifica como clase “Glaucoma Positivo” a 

las imágenes que verdaderamente son “Glaucoma Positivo”, 

se calcula por la fórmula (3). 

   

         (3) 

 

4) Especificidad:  Es la métrica que mide la capacidad del 

modelo en clasificar como negativo a aquel que efectivamente 

lo es, el modelo clasifica como clase “Glaucoma Negativo” a 

las imágenes que verdaderamente son “Glaucoma Negativo”, 

se calcula por la fórmula (4). 

 

  (4) 

 

III. MÉTODO 

Se utilizaron imágenes de fondo de ojo etiquetados con 

las clases: “Glaucoma Positivo” y “Glaucoma Negativo”. Las 

etapas seguidas en esta investigación inician con la 

adquisición de las imágenes de fondo de ojo etiquetadas por 

clases, luego las imágenes son preprocesadas; con las 

imágenes preprocesadas se entrena y optimiza un modelo de 

red neuronal convolucional; luego se evalúa el rendimiento en 

la clasificación de las imágenes y la detección de glaucoma y 

finalmente se desarrolla una interfaz para la predicción de 

glaucoma en imágenes de fondo de ojo. En la Fig.1, se resume 

las etapas seguidas en este trabajo. 
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Fig. 1 Etapas de la investigación 

 

A continuación, se describe brevemente cada uno de los 

pasos seguidos: 

1) Adquisición de imágenes: Se adquieren las imágenes de 

fondo de ojo, y se separan en dos carpetas, una con imágenes 

que estén etiquetados como imágenes de fondo de ojo de 

Glaucoma Positivo y otra carpeta con imágenes de Glaucoma 

Negativo. El etiquetado se realiza por expertos y en esta 

investigación se toman las imágenes ya etiquetas. 

2) Procesamiento de imágenes: Luego de adquirir las 

imágenes, éstas son procesadas utilizando diferentes técnicas 

como pasar a escala de grises, normalización, segmentación, 

etc. Y finalmente son separadas en dos conjuntos de imágenes, 

una para realizar el entrenamiento del modelo CNN, y otro 

conjunto de datos para la evaluación del rendimiento. Además, 

éstas imágenes son pasadas a arreglos para la siguiente etapa. 

3) Entrenamiento del modelo: Con las imágenes de 

entrenamiento procesadas se entrena una red neuronal 

convolucional base, para luego optimizarla probando con 

diferentes parámetros y validar su curva de aprendizaje, 

eligiendo una red neuronal convolucional final que obtiene el 

mejor resultado. 

4) Evaluación del modelo: La red neuronal convolucional 

óptima (CNN), es evaluada con el conjunto de imágenes de 

evaluación (que son imágenes nuevas para el modelo); se 

utilizaron las diferentes métricas de evaluación como la 

exactitud, la sensibilidad y la especificidad en la detección de 

glaucoma.  

4) Interfaz de predicción de glaucoma: Finalmente se 

desarrolla una interfaz que cargue el modelo CNN, y que, al 

ingresar una imagen nueva, el sistema inteligente nos indique 

si la imagen pertenece a un paciente con Glaucoma Positivo o 

Glaucoma Negativo. 

IV. RESULTADOS 

A. Adquisición de imágenes 

Se adquiere el conjunto de imágenes de fondo de ojo 

denominado LAG (Large-scale Attention based Glaucoma) 

utilizadas por otras investigaciones previas [9] [18] y 

publicado originalmente por Li y otros [24]. El conjunto de 

imágenes LAG se encuentran divididas en carpetas, con 

imágenes para las etapas de entrenamiento y evaluación 

respectivamente; y están clasificadas de acuerdo con las 

clases. Como se muestra en la Tabla II, el conjunto de 

imágenes de fondo de ojo consta en total de 4854 imágenes, 

de las cuales 3864 (80%) son para entrenamiento y 990 (20%) 

imágenes son para la evaluación de la red neuronal 

convolucional. Además, 3143 imágenes corresponden a la 

clase “Glaucoma Negativo”, y 1711 imágenes corresponden a 

la clase “Glaucoma Positivo”. 

TABLA II 

CONJUNTO DE IMÁGENES DE FONDO DE OJO 

Imágenes Total Porcentaje 

Clases  

Glaucoma 
Negativo 

Glaucoma 
Positivo 

Entrenamiento 3864 80% 2387 1477 

Evaluación 990 20% 756 234 

Total 4854 100% 3143 1711 

 

Se utiliza Jupyter Notebook con Python versión 3.8 como 

lenguaje de programación para la carga y el preprocesamiento 

de las imágenes de fondo de ojo, así mismo para el 

entrenamiento y la evaluación de la red neuronal 

convolucional. Todos los experimentos se realizan en un 

mismo ordenador con procesador Intel Core i7 de 2.30GHz, 

con 16GB de RAM y disco sólido de 1TB.  

 

B. Procesamiento de imágenes 

 

Se cargan algunas imágenes de fondo de ojo con etiquetas 

Positivo y otras imágenes con etiquetas negativo; donde se 

observa que las imágenes son a color en RGB y en formato 

jpg; y tienen un tamaño de 500x500 píxeles, como se muestra 

en la Fig. 2.  

 
Fig. 2 Visualización de Imágenes de fondo de ojo  
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Para optimizar el uso de recursos de procesamiento y 

almacenamiento; reducimos el tamaño de las imágenes a 

150x150x3; utilizamos keras y tensorflow para cargar y 

preprocesar las imágenes en un tensor.  El conjunto de 

imágenes es preprocesado en dos subconjuntos uno para la 

fase de entrenamiento y optimización de la red neuronal 

convolucional y otra para la fase de evaluación y pruebas de 

predicción de la CNN.  

 

C. Entrenamiento del modelo 

 

La red neuronal convolucional propuesta tiene como 

propósito recibir como ingreso una imagen de fondo de ojo y 

brinda como salida la clase a la que corresponde la imagen 

ingresada (Glaucoma Positivo o Glaucoma Negativo). 

 

Para la construcción de la red neuronal convolucional se 

utilizó como base la red neuronal convolucional para la 

detección de diabetes propuesta por Villegas y otros [25] que 

consiste en una capa de entrada en dimensiones de 

150x150x3, con tres capas convolucionales, tres capas de 

agrupamiento, una capa de aplanamiento, dos capas 

directamente conectadas y con la salida para dos clases. A esta 

red neuronal convolucional de referencia se adicionaron capas 

convolucionales y de agrupamiento y mediante experimentos 

de prueba y error se obtiene la red neuronal convolucional 

particular construida en esta investigación. 

 

En la Fig. 3, se muestra la arquitectura de la red neuronal 

convolucional particular construida en esta investigación, 

consta de una capa de entrada de 150x150x3 dimensiones que 

corresponde al tamaño de la imagen en RGB, que recibe como 

ingreso a las imágenes de fondo de ojo previamente 

procesadas. Luego pasa por siete capas convoluciones para la 

extracción de las características de las imágenes, cinco capas 

de agrupación (pooling), una capa de aplanamiento (flatten) 

para la conversión en una sola dimensión, con dos capas 

completamente conectadas y una capa de salida de dos 

neuronas (una para la clase glaucoma positivo y otra clase 

para glaucoma negativo). 

 

 

La red neuronal convolucional particular se implementa 

en el entorno de programación Jupyter Notebook con el 

lenguaje Python y la librería de tensorflow, donde se 

construye cada una de las capas y se obtiene el modelo 

secuencial que se muestra en la Fig. 4. 

 

 
Fig. 4 Arquitectura de la CNN desarrollada. 

 

La red neuronal convolucional particular construida se 

entrena con 3063 imágenes de fondo de ojo y se valida el 

aprendizaje con 801 imágenes, utilizando en total para la etapa 

de entrenamiento 3864 imágenes de fondo de ojo. El modelo 

se optimizó buscando el mejor aprendizaje y se afina con 85 

épocas para obtener el mejor rendimiento.  

 

 
Fig. 3 Arquitectura de la Red Neuronal Convolucional (CNN) propuesta 
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En la Fig. 5 se muestra la curva de aprendizaje de la CNN 

con las imágenes de entrenamiento y con 85 épocas. Se 

observa que a partir de la época 70 se consigue un resultado de 

aprendizaje estable y óptimo, logrando un 95.0% de exactitud 

en la validación del aprendizaje. 

 
Fig. 5 Curva de aprendizaje de la CNN propuesta 

La CNN desarrollada se almacena y queda apta para 

realizar la evaluación y las predicciones; la CNN recibe de 

entradas una imagen de fondo de ojo, y como salida predice la 

clase a la que corresponde la imagen de fondo de ojo, según el 

aprendizaje obtenido.  

 

D. Evaluación del modelo 

 

Para la evaluación del rendimiento de la CNN se utilizan 

990 imágenes de fondo de ojo reservadas para la evaluación, 

de las cuales 234 son de la clase Glaucoma Positivo y 756 de 

la clase Glaucoma Negativo. En la tabla III se muestra la 

matriz de confusión de la CNN propuesta para la detección de 

glaucoma, donde se obtienen 224 Verdaderos Positivos, 10 

Falsos Negativos, 24 Falsos Positivos y 732 Verdaderos 

Negativos. 

TABLA III 

MATRIZ DE CONFUSIÓN DE LA CNN PROPUESTA 

 Clase 

Predicción de la CNN 

Glaucoma 
Positivo 

Glaucoma 
Negativo 

Total 

Resultado 
Real 

Glaucoma 

Positivo 

224 

(0.96) 

10  

(0.04) 
234 

Glaucoma 

Negativo 

24  

(0.03) 

732  

(0.97) 
756 

 

La red neuronal convolucional construida en esta 

investigación clasifica correctamente a 224 de las 234 de 

imágenes de glaucoma positivo, que representa el 96% de 

aciertos en imágenes con glaucoma positivo. Además, la red 

neuronal convolucional desarrollada clasifica correctamente a 

732 de las 756 de imágenes de glaucoma negativo, que 

representa el 97% de aciertos en imágenes de glaucoma 

positivo. 

 

Utilizando las fórmulas (1), (2), (3) y (4) calculamos las 

métricas de exactitud, precisión, sensibilidad y especificidad 

de la CNN desarrollada en la detección de glaucoma en 

imágenes de fondo de ojo. En la tabla 4 se muestra los 

resultados obtenidos. 

TABLA IV 

METRICAS DE RENDIMIENTO DE LA CNN PROPUESTA 

Métrica Evaluada Resultado 

Exactitud 96.57% 

Precisión 90.32% 

Sensibilidad 95.73% 

Especificidad 96.83% 

 

La red neuronal convolucional construida en esta 

investigación obtiene una exactitud de 96.57% (956/990) en la 

detección de glaucoma en imágenes de fondo de ojo en forma 

global. Mostrando una alta tasa de aciertos en la detección de 

glaucoma con imágenes de fondo de ojo en forma global. 

Además, se obtiene una precisión de 90.32%; una sensibilidad 

de 95.73% que corresponde a la tasa de aciertos de la CNN en 

la detección correcta con imágenes de fondo de ojo de 

glaucoma positivo; y una especificidad de 96.83%, que 

corresponde a la tasa de aciertos de la CNN en la detección 

correcta de imágenes de fondo de ojo de glaucoma negativo. 

 

Finalmente se desarrolla una interfaz donde se hace uso 

del modelo CNN desarrollado para la detección de glaucoma. 

En esta interfaz se carga una imagen de fondo de ojo y el 

sistema utilizando la CNN da como resultado la predicción si 

la imagen corresponde a una imagen con glaucoma positivo o 

a una imagen con glaucoma negativo. En la Fig.6, se muestra 

un ejemplo de una predicción; luego que el usuario carga la 

imagen de fondo de ojo, en la parte inferior se muestra el 

resultado de la predicción, en el ejemplo “Glaucoma 

Positivo”. 

 

 
Fig. 6 Interfaz de predicciones de la CNN en la detección de glaucoma 
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E. Discusión de resultados 

Los resultados de rendimiento obtenidos por la CNN 

particular construida en esta investigación supera al 

rendimiento logrado por la investigación de Li y otros [24] 

que propone inicialmente el conjunto de imágenes LAG y una 

red neuronal convolucional que obtiene una precisión de 

95.3%, sensibilidad de 95.4%, y especificidad de 95.2%.  

La CNN propuesta también obtiene mejores resultados 

que otras investigaciones que usan el mismo conjunto de 

imágenes LAG, como el trabajo de Sallam y otros [9] que 

evalúa redes neuronales pre entrenados obteniendo una 

precisión del 86,9%, sensibilidad del 86,9% y especificidad 

del 86,9% con el modelo ResNET-152; y con el trabajo 

realizado por Li y otros [18] que propone una red neuronal 

convolucional mejorada (AG-CNN) que logra una precisión 

de 96.2%, sensibilidad de 95.4% y especificidad de 96.7%.  

Además, la red neuronal desarrollada en esta 

investigación obtiene mejor rendimiento que los modelos de 

aprendizaje automático y de redes neuronales convolucionales 

de todos los estudios previos mencionados en esta 

investigación. 

La red neuronal convolucional desarrollada en este 

trabajo ha logrado obtener un muy buen rendimiento en lo 

global superando a los resultados obtenidos en los estudios 

previos. 

V. CONCLUSIONES 

Se utilizó el conjunto de imágenes de fondo de ojo LAG 

con un total de 4854 imágenes, de las cuales 3864 son para 

entrenamiento y 990 imágenes son para la evaluación de la red 

neuronal convolucional; las imágenes están etiquetadas como 

glaucoma positivo (1711 imágenes) y glaucoma negativo 

(3143 imágenes).  

Las imágenes originales se preprocesaron, se cambiaron 

de tamaño y fueron convertidas a un tensor de 150x150x3. 

Se desarrolló una red neuronal convolucional (CNN) para 

la detección temprana de glaucoma en imágenes de fondo de 

ojo, que está compuesta por una capa de entrada, siete capas 

convoluciones, cinco capas de agrupación, una de 

aplanamiento, dos capas completamente conectadas y una 

capa de salida de dos clases para determinar si la imagen 

corresponde a una de las clases: glaucoma positivo o 

glaucoma negativo. Se entrenó y se afinó la red neuronal 

convolucional con 85 épocas. 

Se evaluó el rendimiento de la red neuronal convolucional 

propuesta, y obtiene una precisión de 96.57% en la detección 

de glaucoma en imágenes de fondo de ojo de forma global; 

una sensibilidad de 95.73% en la clasificación correcta de 

imágenes de la clase glaucoma positivo; y una especificidad 

de 98.83% en la clasificación correcta de imágenes de la clase 

glaucoma negativo.  

Los resultados obtenidos representan un mejor 

rendimiento comparado con otras redes neuronales 

convolucionales y otros modelos desarrollados e indicados en 

estudios previos. 
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