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Abstract - This article presents the development of a simulated 

product sorting environment through identification and localization 

using regional convolutional neural networks. This type of deep 

learning network allows us to identify three types of products and 

their location in the scene, which results in using a sorting 

algorithm by product type and allows us to determine the inventory 

level of each of them. The network presents 100% identification 

within the three trained classes and a robotic arm is used in a 

simulated environment to manipulate each of the products 

according to their coordinates, which facilitates the preparation 

of orders. The relocation of personnel dedicated to these tasks 

is proposed. reducing negative effects on their physical health, 

speeding up the preparation of orders, which allows a better 

and more timely response to the customer. 

Keywords- Faster RCNN, robotic arm, product ordering, order 

preparation. 
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Resumen– El presente artículo expone el desarrollo de un 

ambiente simulado de ordenamiento de producto mediante la 

identificación y localización usando redes neuronales 

convolucionales por regiones. Este tipo de red de aprendizaje 

profundo permite identificar tres tipos de productos y su localización 

en la escena, lo cual da lugar a utilizar un algoritmo de 

ordenamiento por tipo de producto y permite determinar el nivel de 

inventario de cada uno de ellos. La red presenta una identificación 

del 100% dentro de las tres clases entrenadas y se emplea un brazo 

robótico en ambiente simulado para realizar la manipulación de 

cada uno de los productos según sus coordenadas lo que facilita el 

alistamiento de pedidos, se propone la reubicación del personal 

dedicado a dichas tareas reduciendo afectaciones negativas a su 

salud física agilizando el alistamiento de pedidos lo que permite una 

mejor y más oportuna respuesta al cliente. 

Keywords- Faster RCNN, brazo robótico, ordenamiento de 

producto, alistamiento de pedidos. 

Abstract - This article presents the development of a simulated 

product sorting environment through identification and localization 

using regional convolutional neural networks. This type of deep 

learning network allows us to identify three types of products and 

their location in the scene, which results in using a sorting algorithm 

by product type and allows us to determine the inventory level of each 

of them. The network presents 100% identification within the three 

trained classes and a robotic arm is used in a simulated environment 

to manipulate each of the products according to their coordinates, 

which facilitates the preparation of orders. The relocation of 

personnel dedicated to these tasks is proposed. reducing negative 

effects on their physical health, speeding up the preparation of 

orders, which allows a better and more timely response to the 

customer. 

Keywords- Faster RCNN, robotic arm, product ordering, order 

preparation. 

I. INTRODUCCIÓN

La industria 5.0 busca la sostenibilidad industrial y el 

bienestar de los trabajadores, se presenta como una evolución 

de la industria 4.0 que es considerada una revolución industrial 

impulsada por la tecnología que promueve la eficiencia y la 

calidad de la producción integrando análisis de big data, 

inteligencia artificial y gemelo digital [1] 

El gobierno japonés en 2016 propuso el concepto de 

Sociedad 5.0. para equilibrar el avance económico con la 

resolución de los problemas sociales a través del alto grado de 

fusión entre el ciberespacio y el espacio físico [2]. 

Estos dos conceptos se centran en el ser humano, se ven 

beneficiados por las tecnologías emergentes y promueven su 

avance [1].  

Durante años, los brazos robóticos se han venido utilizado 

en la industria para automatizar tareas repetitivas, extenuantes 

y complejas donde se requiere tanto velocidad como precisión 

[3]. 

Actualmente se están resolviendo un gran número de 

problemas de recogida de contenedores mediante redes de 

aprendizaje profundo combinadas con distintos procedimientos 

[4]. 

Gracias al desarrollo del aprendizaje profundo sumado a la 

industria 5.0, se prevé que los robots realicen tareas que un 

humano puede realizar, por ello el algoritmo propuesto aporta a 

estos conceptos, al pensar en la sustitución de personas en las 

labores de alistamiento de pedidos para ubicarlas en áreas que 

requieran el desarrollo de habilidades como la creatividad y no 

la ejecución de tareas repetitivas y mecánicas, con sus 

consecuentes afectaciones a nivel musculoesquelético y 

relacionadas, logrando una mayor productividad al reducir el 

tiempo de preparación de pedidos y lograr mayor exactitud al 

eliminar el error humano usando conceptos de inteligencia 

artificial y protegiendo la salud y el bienestar de los 

colaboradores. Adicionalmente,  

Ya se ha documentado esta problemática de aumento de los 

trastornos musculoesqueléticos derivados del movimiento 

manual [5], también se puede considerar que el costo que 

implican las incapacidades (temporales y permanentes) 

asociadas a la manipulación manual de materiales puede 

compensar la inversión en la tecnología requerida. 

Varios autores han trabajo en identificación y recolección 

de objetos usando aprendizaje profundo en diversos entornos, 

en [6] integran un sistema de reconocimiento de objetos 
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utilizando un enfoque de aprendizaje profundo con un sistema 

de agarre que tiene un manipulador en serie y una pinza para 

recoger objetos y trasladarlos.  

De otro lado, la detección de objetos mediante el 

aprendizaje automático se está convirtiendo en un componente 

importante de la operación de tomar y ubicar, ya que brinda una 

alta posibilidad de detectar objetos sin recalibrar cámaras [7].  

En la cadena de suministro y logística [8] usan un modelo 

de reconocimiento de imágenes de objetos mediante el uso de 

una red neuronal convolucional (CNN) sobre la base de la 

simulación de una mano humana que agarra objetos para 

almacenamiento y clasificación. Otra propuesta [9] usa un 

enfoque híbrido de aprendizaje profundo e ingeniería para la 

selección y colocación en tiempo real de múltiples partes 3D de 

geometrías arbitrarias, en primer lugar, utiliza detectores de 

objetos basados en aprendizaje profundo configurados en forma 

de cascada tanto para detectar piezas en un contenedor como 

para extraer características asociadas con las piezas 

individuales detectadas, éstas se introducen directamente en la 

estimación de la pose 3D de la pieza correspondiente en un 

contenedor así como su grado de oclusión. 

En [10] proponen el alistamiento de objetos planos sin 

textura usando un sistema robótico con 7 grados de libertad de 

selección guiado por visión basado en imágenes de profundidad 

que usa un modelo de red neuronal convolucional profunda que 

además predice patrones de agarre óptimos para una mano con 

dos ventosas (copa izquierda, copa derecha o ambas copas). 

También [11] trabaja con objetos planos iniciando con 

aprendizaje profundo con imágenes 2D para clasificar y 

localizar el objeto. 

Para la detección y clasificación de objetos [12] usan una 

combinación de procesamiento de nubes de puntos y técnicas 

de aprendizaje profundo, su modelo utiliza dos flujos que 

reconocen objetos en RGB y datos de profundidad por separado 

y combina los dos para clasificar objetos. 

En [13] se presenta una célula robótica para ensamblaje que 

implica recolección combina un sistema avanzado de visión 

RGB-D y políticas de aprendizaje profundo con un robot 

colaborativo para el montaje de un teléfono móvil. 

A nivel agrícola, [14] usa dos brazos robóticos 

cooperativos para recoger manzanas en un huerto no 

estructurado, el primero se utiliza para detectar manzanas e 

inspeccionar el espacio en busca de caminos despejados, el 

segundo cosecha la fruta, usa un algoritmo de detección de 

objetos basado en aprendizaje profundo personalizado, la 

ubicación y la ruta se codifican en un gráfico y se utilizan para 

la planificación del movimiento. Por su parte, [15] desarrollan 

un robot para recolectar automáticamente huevos del piso que 

consta de un detector de huevos basado en aprendizaje 

profundo, un brazo robótico, una pinza de dos dedos y una 

cámara en la mano; el modelo de aprendizaje profundo, se 

integró en el sistema de visión para detectar y localizar huevos.  

También [16] para la detección y clasificación del té propone 

un enfoque de detección y clasificación de una red de fusión de 

dos niveles con un universo variable, este enfoque combina la 

capacidad de detección rápida de YOLOv3 y la de clasificación 

de alta precisión de DenseNet201, además, comparan la 

influencia del ángulo de disparo de la cámara en la detección. 

Para el tratamiento de residuos de construcción y 

demolición (RCD) [17]  propone un robot para clasificar usando 

un método de aprendizaje profundo para la detección que 

genera algunos rectángulos de captura a través de un algoritmo 

de búsqueda e ingresa los rectángulos en la red neuronal, luego, 

la red genera la postura de agarre óptima. 

Redes de aprendizaje profundo como las Faster RCNN [18] 

son empleadas con agentes robóticos para la interacción 

humano maquina en tareas colaborativas así como en tareas de 

clasificación autónomas [19].  

El presente artículo se estructura en la sección 1 con la 

introducción y estado del arte, la sección 2 con la metodología, 

la sección tres expone la base de datos empleada, el 

entrenamiento de la red y los resultados alcanzados, y 

finalmente, la sección 4 presenta las conclusiones del trabajo. 

II. METODOLOGÍA

El primer paso para la validación de redes convolucionales 

en un ambiente de producción simulado es establecer una base 

de datos para la clasificación de algún tipo de producto. Dado 

que se pretende entrenar una red convolucional basada en 

regiones de tipo Faster RCNN, es necesario hacer ajustes a la 

base de datos de entrenamiento, que dará lugar a la detección y 

localización de cada objeto, variando la cantidad y ubicación de 

cada objeto y agrupándolos en fila y columna para la respectiva 

correspondencia en un estante de almacenamiento. 

Para el entrenamiento de la Faster RCNN se emplea 

transferencia de aprendizaje [20] [21], la cual implica una 

arquitectura predefinida, para el caso se emplea la arquitectura 

ResNet-18 [22] [23], esta arquitectura requiere un volumen de 

entrada de 224*224 pixeles a color, es decir para los 3 canales 

R, G y B de la imagen.  

Para el entrenamiento se compararon los resultados usando 

el optimizador SGDM y el Adam, se manejaron otros 

parámetros como 200 épocas de entrenamiento, una razón de 

aprendizaje de 1x10-3, en un equipo de cómputo con 

procesador Intel core I7, de 32 GB de memoria RAM y una 

GPU RTX3070 de 8 GB de memoria.  

Tras el entrenamiento, se valida que la red identifique 

adecuadamente la posición de cada objeto. 

Finalmente, se adiciona el algoritmo de ordenamiento el 

cual se basa en el reposicionamiento de los objetos mediante 

sus coordenadas. La ResNet18 entrega tanto la clase como la 

ubicación del recuadro donde se encuentra el objeto, como 

punto inicial en (x,y) y el ancho y el largo del recuadro, a este 

se le saca el punto central mediante (1) y se implementa en un 

escenario virtual usando MATLAB para validar la 

identificación de los productos, su extracción por agarre del 

efector del brazo y reubicación mediante la cinemática del 

brazo robótico. 

𝐶𝑒𝑛𝑡𝑟𝑜𝑥,𝑦 = (𝑥 + 𝐴𝑛𝑐ℎ𝑜/2)𝑥, (𝑦 + 𝐴𝑙𝑡𝑜/2)𝑦   (1) 
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III. RESULTADOS

Para el establecimiento de la base de datos para la 

clasificación, a fin de no sesgar el ejercicio, se toman como 

ejemplo tres tipos diferentes de objetos, que permiten ampliar 

el espectro de uso del algoritmo implementado.  

Para el caso a fin de representar algún tipo de decoración 

se emplean flores, para simbolizar objetos de entretención o 

aprendizaje académico se emplean libros y finalmente para 

simbolizar juguetes se emplea un objeto tipo robot, como se 

ilustra en la Fig. 1.   

Fig. 1. Base de datos de objetos a ordenar 

Se requiere un preprocesamiento para redimensionar las 

imágenes de la base de datos y conservar la uniformidad de la 

imagen de origen que para el caso son de 660 x 600 pixeles, 

dado que los objetos base de la Fig. 1 tenían diferente tamaño 

se redimensionaron a 224 *224 pixeles. 

Para el entrenamiento de la red convolucional basada en 

regiones de tipo Faster RCNN, se crean imágenes en 

agrupaciones de 9 elementos con los objetos de interés, como 

se observa en la Fig. 2. Sobre esta base de datos se etiquetan 

cada uno de los objetos como robot, florero y libro.   

En la Fig. 2 se presentan tres muestras de la base de datos 

donde se modificó tanto la cantidad como la ubicación de cada 

elemento. Cómo se señala en la metodología, se trabajan 

agrupaciones en fila y columna para su equivalencia en un 

estante de almacenamiento.   

La Fig. 2a presenta los objetos ordenados en filas e igual 

cantidad, la Fig. 2b presenta el mismo ordenamiento, pero 

intercambiando fila superior e inferior y la Fig. 2c presenta 

todos los tipos de objetos con mayoría tipo robot. Esto 

ejemplifica la variedad en las distintas posiciones y cantidades 

que se pueden dar en un estante de almacenamiento.   

a 

b 

c 

Fig. 2. Base de datos de entrenamiento 

La red toma la base de datos para aprender cada objeto en 

diferentes ubicaciones, entregando así el nivel de precisión con 

que reconoce un objeto y la información del recuadro dentro de 
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la imagen donde se localiza como un punto inicial x,y, un ancho 

y un largo. 

Para el entrenamiento se comparó el rendimiento de 

optimizador SGDM y el Adam, los resultados se presentan en 

la Tabla 1. 

 
TABLA 1. 

MÉTRICAS DE RENDIMIENTO OPTIMIZADORES PROBADOS 
Optimizador Porcentaje de precisión Tiempo de entrenamiento 

SGDM 95.1% 34 minutos 

Adam 93.83%, 39 minutos 

 

Con los demás parámetros usados, con el optimizador 

SGDM, el entrenamiento de la red tardó 34 minutos, presenta 

un RMSE (raíz de error cuadrado medio) de 0.10967 como se 

aprecia en la Fig. 3. 

 

 
Fig. 3. Proceso de entrenamiento 

 

Finalmente, la red genera adecuadamente la caja que 

demarca la posición de cada objeto, como se aprecia en la figura 

4. Se puede observar que el recuadro para las dos primeras 

detecciones de florero no queda centrado, lo cual es propio de 

la detección de la red y los recuadros que emplea el proceso de 

detección.   

 

 
Fig. 4. RoI de objetos identificados 

De otro lado, el algoritmo de ordenamiento se da en 

relación a la numeración de las etiquetas, para lo cual se 

implementa en MATLAB un escenario virtual de ordenamiento 

robótico con tres colores, cada uno representando un objeto, a 

partir de ello se determinó la identificación de los productos, 

que posteriormente permite su extracción y reubicación por el 

brazo robótico, como se explicó previamente en la metodología. 

La Fig. 5 muestra el etiquetado usado para los tres objetos 

con los que se trabajó en MATLAB. 

 

 
Fig. 5. Etiquetado de objetos identificados 

 

Para el caso expuesto en la Fig. 5 se obtienen los resultados 

mostrados en la Tabla 2, donde se evidencia un alto 

reconocimiento de cada objeto. 

 
TABLA 2. 

PREDICCIÓN DE LA RED 

Etiqueta: florero 

Score: 0.9939 

Etiqueta: libro 

Score: 0.9932   

Etiqueta: florero 

Score: 0.9952 

Etiqueta: libro Score:   
0.9979 

Etiqueta: robot 
Score:  0.9970 

Etiqueta: libro 
Score:  0.9974 

Etiqueta: robot 

Score: 0.9719 

Etiqueta: florero 

Score: 0.9528 

Etiqueta: robot 

Score: 0.9782 

 

Para el proceso de ordenamiento se emplean colores en el 

escenario virtual para identificar cada objeto, para el caso se 

emplea rojo para el florero, verde para los libros y azul para el 

robot.  La Fig. 6. presenta el primer escenario virtual de 

ordenamiento robótico con la ubicación de los objetos por 

color. 
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Fig. 6. Escenario virtual de ordenamiento robótico 

 

La Fig. 7. muestra los productos extraídos de la estantería 

por el brazo robótico. 

 

 
Fig. 7. Vaciado de estantería 

 

Finalmente, la Fig. 8. permite ver los productos reubicados 

en la estantería tras ser organizados por el brazo robótico según 

su categoría. 

 

 

Fig. 8. Reordenamiento por categoría 

IV. CONCLUSIONES 

El algoritmo de ordenamiento para clasificación de 

producto mediante aprendizaje profundo desarrollado logra 

identificar los productos, lo que permite al brazo robótico 

extraerlos y reubicarlos usando redes neuronales 

convolucionales por regiones, lo que ayuda a conocer el nivel 

de inventario de cada producto y a agilizar el alistamiento de 

productos lo que se traduce en un mejor nivel de servicio al 

cliente y además permite proteger a los colaboradores al 

reubicarlos en actividades que no impliquen fatiga física y 

posturas con un impacto negativo en su salud física. 

La propuesta permite identificar los tres productos con una 

precisión del 95.1%. 

Finalmente, como investigación futura se propone estudiar 

aplicaciones reales de la metodología desarrollada, incluyendo 

mayor número de categorías de objetos en escenarios con más 

variables. 
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