ISBN: 978-628-95207-8-1. ISSN: 2414-6390. Digital Object Identifier: 10.18687/LACCEI2024.1.1.1160

Newton's Method: A Nonlinear Optimization Study

Cesar Caytuiro Tapia, Mg.'®, Cristian Roberto Pastro, Mg.”
"Universidad Privada del Norte, Peru, cesar.caytuiro@upn.pe
2 Universidade Tecnolégica Federal do Parana, Brasil, cristian-pastro@hotmail.com

Abstract—-Neural Networks are currently the subject of extensive
study and reserch, serving as tools for many works in the academic
area. For a neural network to operate properly, it is necessary to carry
out a process called training. Training a neural network consists of
minimizing the network error. To minimize such error, a first order
method can be used. First order methods use a gradient vector of the
error function (vector of first derivatives). One of the best-known
first-order methods is gradient descent. This method, although
functional, can, in many cases, take time to achieve its objective. In
such cases it is common to resort to second order methods, such as
Newton's Method, which uses a Hessian matrix (matrix of second
derivatives). This work presents a comparison of the convergence of
the two methods, exploring both aspects of effectiveness and speed of
optimization.
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M¢étodo de Newton: Um Estudo de Otimizacao Nao
Linear
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Resumo—Redes Neurais sdo atualmente, objeto de muito estudo
e pesquisa, servindo de ferramentas para muitos trabalhos na drea
académica. Para uma rede neural operar de forma adequada, é
necessdrio realizar um processo chamado treinamento. O
treinamento de uma rede neural consiste em minimizar o erro da
rede. Para minimizar tal erro, pode-se utilizar um método de
primeira ordem. Métodos de primeira ordem utilizam um vetor
gradiente da funcdo de erro (vetor de primeiras derivadas). Um dos
métodos de primeira ordem mais conhecidos é o gradiente
descendente. Este método, embora funcional, pode em muitos casos,
demorar para atingir seu objetivo. Em tais casos é comum se recorrer
a métodos de segunda ordem, como o Método de Newton, que utiliza
uma matriz Hessiana (matriz de derivadas segundas). Esse trabalho
apresenta uma comparagdo sobre a convergéncia dos dois métodos
explorando ambos os aspectos de efetividade e velocidade da
otimizagdo.
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I. INTRODUCAO

Nos ultimos anos, o estudo de métodos e de aplicagdes da
Inteligéncia Artificial experimentou um grande crescimento,
sendo utilizado para aprendizado de jogos [1], chatboots [2],
verificacdo de exatiddo diagnéstica cial aprendizado deda
recuperacdo de imagem dermatologicas [3], deteccdo de faltas
em linhas de energia elétrica [4], sistemas de aviso de colisdo
[5], atendimento inteligente ao cliente, diagndstico médico
inteligente, professores inteligentes, logistica inteligente,
chatterbot, sistemas financeiros inteligentes, ¢ dentre uma
variedade de outras aplicagdes [6].

No cendrio contemporineo, o aprendizado de Redes
Neurais emerge como uma ferramenta fundamental para a
compreensdo e o estudo de métodos de Inteligéncia Artificial
[7], sendo as Redes Neurais uma das técnicas mais utilizadas
quando se fala em Inteligéncia Artificial [8].

Assim sendo, ¢ de suma importancia que alunos que
desejam se aprofundar no estudo da Inteligéncia Artificial
aprendam as bases dos métodos utilizados nas Redes Neurais,
desde os artificios matemdaticos basicos que regem
funcionamento de um neurOnio artificial, até os métodos
algoritmicos empregados na minimiza¢do dos erros das Redes
Neurais.

O inicio do estudo de Redes Neurais da-se pelo modelo
matematico de neurdnios artificiais proposto por [9]. Este
modelo € descrito por um conjunto de n entradas x;, cada

entrada ¢ multiplicada por um determinado peso sinaptico w; e
em seguida os resultados sdo somados ¢ comparados a um
limiar. Foi provado por [10] que a flexibilidade de uma rede
neural se dd pela variagdo dos pesos sindpticos w;. Vérias
metodologias foram propostas ao longo dos anos, tanto do
ponto de vista de suas arquiteturas, como também em relagdo
aos otimizadores empregados. Entre eles o Perceptron [11],
Adaline [12] e redes perceptron de multiplas camadas ou Multi
Layer Perceptron (MLP), podendo empregar o método de
backpropagation na otimizagdo dos pesos [13].

Para uma rede neural funcionar de forma adequada ¢é
necessario realizar o procedimento de treinamento da rede
neural. Basicamente, um algoritmo de treinamento consiste em
minimizar uma fungdo de perda f. Esta fungdo, em geral, ¢
composta por um termo de erro e termos de regularizacdo. O
termo de erro avalia o quanto uma rede neural se ajusta ao
conjunto de dados e a regularizagdo tenta evitar o overfitting. A
funcdo de perda f depende do biases e do peso sinaptico dos
neuronios.

A minimizagdo da fungdo de perda f se da através de
métodos matematicos e numéricos, buscando um conjunto de
pesos sinapticos w = {w,, w,, ws,.., w,} que minimizem o
erro. Para este processo, podem ser utilizados métodos de
primeira ou segunda ordem. A diferenca destes métodos se da
pelo grau da derivada utilizada, onde os métodos de primeira
ordem utilizam a primeira derivada da fun¢ao de erro, enquanto
os métodos de segunda ordem utilizam também a segunda
derivada desta funcdo. Neste trabalho dois métodos serdo
abordados, o gradiente descendente ¢ o método de Newton,
respectivamente de primeira e segunda ordem.

II. GRADIENTE DESCENDENTE

O método do gradiente descendente busca um minimo
local de uma fungdo através de um esquema iterativo, onde cada
passo se toma a dire¢do contraria do gradiente da fungdo a ser
otimizada, esta diregdo corresponde ao declive maximo. De
forma mais sucinta, para calcular a dire¢do d;,; ao qual o
método deve seguir no passo i + 1 para minimizar a fungdo
f(w), segue a Equacdo 1.

d; =-Vf(0)=g(®) (1)
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O vetor de derivadas (ou vetor gradiente) da fungéo f(w)
¢ denotado por g(w) e pode ser definido como mostra a

Equacdo 2. Onde @ ¢ um vetor de n parametros da fungéo f.

Ouseja, o = (xl,xz,...,xn) .

[ 5/ ()]
5x1
51 ()
glo)=| ox, @)

o f ()
ox

n

Utilizando a ideia de seguir pelo caminho inverso do maior
gradiente de f, tem-se que valor de cada iteragfo i é dado pela
Equacdo 3, onde n € o valor do passo, indicando o quanto o

algoritmo deve seguir na dire¢do designada por Vg[ . O valor

de n geralmente ¢ escolhido dinamicamente ao decorrer do
algoritmo.

@y =0 -ng; )

E por fim, em uma rede neural, a Equacdo 3 fica como
mostrado em 4, onde xj ¢ o valor de entrada recebido pela
conexdo j e ¢; € o valor calculado do erro do processador j.

Aa)j+l = Aa)j + ne;x, 4

O Algoritmo 8 mostra o método do gradiente descendente
para uma funcdo f em relagdo aos valores contidos em um

vetor @ e com valores iniciais @ -

Algoritmo 1: METODO DO GRADIENTE DESDEDENTE

Entrada: f(x,y), @

Saida: Minimo @ da fungio f

1 inicio

2 g < Matriz do vetor gradiente de f;

3 0«0y

4 enquanto critério de parada ndo for satisfeito faca
3 @i < @78,

6 fim

7 fim

g retorna @

III. METODO DE NEWTON

A técnica utilizada pelo método de Newton para minimizar uma
fungdo € encontrar as melhores dire¢des de variacdo dos
pardmetros utilizando a segunda derivada da fungdo a ser
minimizada. O método de Newton originalmente busca
encontrar raizes (ou zeros) de fungdes, porém pode ser adaptado
para encontrar minimo de fung¢des (ou o zero de sua primeira
derivada).

Pode-se aproximar qualquer func¢do f(x) com base em suas
derivadas, para isso utiliza-se a série de Taylor centrada em x,,
mostrada na Equagio 5, sendo que f™ representa a enésima
derivada de f.

0 f(n)( ) )
="y )

n=0 n!

Quanto mais termos da série de Taylor forem utilizados,
com maior precisdo a fungdo f(x) pode ser aproximada.
Utilizando os trés primeiros termos da série, temos a Equacao

3,onde f e f correspondem respectivamente a primeira e a
segunda derivada da fungdo f.

F@) = f(3g)+ F )= x) +0.5f (x, )x—x)° (6)

Nota-se que a fung@o f depende de varios pardmetros
contidos em um vetor de parametros @ , entdo a série de Taylor
dada estas condigdes fica como mostrado na equagdo 7, onde

@, representa o vetor de parametros iniciais, /,, representa a
fungao nos valores iniciais, g, ¢ o vetor de derivadas primeiras

aplicadas no ponto inicial e H, ¢ a matriz de derivadas

segundas aplicadas no ponto inicial.

f(@) = f, + gy (@— ) +0.5(@—m,) Hy, ()

A matriz de derivadas segundas chama-se matriz Hessiana,
sendo a Equacdo 8.

_821'(60) 0% f (@) 62}"(0))_
5x12 0x10x, 0x10x,,

3’ f(w) O*f () *f (@)
H(w)=| ox,0x o3 Oxy0x,, ®)
O’ f(w) O f (o) 3 f (@)
ox,0x,  Ox, 0y 6x,3

Derivando a 7 em relagdo a @ tem-se a Equagdo 9.

f(a)):g()"'Ho(a)_wo) )
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Assumindo que para o ponto minimo, o gradiente (ou
derivada) de f sera zero, pode-se simplificar a equago 9 para
10.

0=g,+Hy(w-w,) (10)

Isolando @ em 10 e tomando o processo como iterativo,
obtém-se a regra de atualizacdo dos pesos mostrada na Equagao
11:

-1
@y =@ H g (D)
O método de Newton ¢é baseado em Newton-Raphson, que
busca encontrar raizes (ou zeros) de fun¢des e ¢ mostrado na
Equacdo 12.
f(x)
Y TN T (12)
f(x)

Como encontrar o minimo de uma funcdo equivale a
encontrar o zero de sua primeira derivada, toma-se uma fungéo

fz(x) tal que f(x) :_/.’2 (x) . Entdo o método de Newton-

Raphson para a primeira derivada de uma fungao ¢ mostrado na
Equagdo 13.

A
Y =% T3
e

(13)

Percebe-se a semelhanga entre a equacgdo 11 e a equagdo
13. A diferenga das duas equagdes é que enquanto a equacao 13
trabalha com apenas uma variavel, a equacdo 11 trabalha com
um vetor de entradas @ , transformando a primeira derivada em
um vetor gradiente e a segunda derivada em uma matriz
Hessiana.

O Algoritmo 9 mostra 0 método de newton para uma
fungdo f em relagdo aos valores contidos em um vetor @ e

com valores iniciais @, -

Algoritmo 2: METODO DE NEWTON

Entrada: f(x,y), @,

Saida: Minimo @ da fungdo f

1 inicio

2 g < Matriz do vetor gradiente de f;
3 H <« Matriz hessiana de f;

4 0oy

5 enquanto critério de parada ndo for satisfeito faca
-1

6 @, <o -H g,

7 fim

8 fim

9retorna @

IV. EXPERIMENTOS

Objetivando-se verificar a diferenca de métodos de
primeira ordem e métodos de segunda ordem, os dois métodos
acima explicados, o gradiente descendente (primeira ordem) e
o método de Newton (segunda ordem) foram implementadas no
software MATLAB®. Apds a implementagdo de ambos os
métodos, testaram-se fungdes R> - R, cada uma com duas
variaveis independentes (x,y) e uma variavel dependente (z),
verificando para cada fun¢do o tempo de computagdo e o
nimero  de  passos levados  para  realizar a
computagdo/otimizagdo. Também foi obtido um grafico com
este mesmo software para cada método e para cada equacgao.

Definiu-se o critério de parada como sendo quando moédulo
do vetor gradiente de cada método for menor que 1078, As
fungdes utilizadas para o teste foram:

. f1 (x,y)=2x—-y+ 2x% + 2xy + y2 ; inicial

(X,y) = (1’_5)a

ponto

19y

cos ]ex+emmq(sm(y)sm(w»\)

* fy) = o

ponto inicial (x,y) =(-0.1,0.01);

Para o método do Gradiente Descendente, o valor de 1 foi
obtido derivando-se a equagao contida no algoritmo e igualando
o resultado a zero, conseguindo o valor de n que melhor
minimiza a fungdo em cada iteragdo.

Para todos os testes foi obtido o grafico de contorno com
cada iteragdo marcada. Ambos os algoritmos foram testados no
software MATLAB® R2018a, em um sistema operativo
Windows 7 64-bits. O processamento foi realizado em um
computador portatil Dell Inspiron 5458, contando com um
processador Intel® Core™ i5-5200U CPU @ 2.20GHz e 8GB
de memoéria RAM.

V. RESULTADOS E DISCUSSAO

A. Simulagdo 1

Os resultados obtidos na otimizacio da funcdo
fi(x,y) = 2x —y + 2x? + 2xy + y? sdo apresentados na
Tabela 1.

TABELA 1
RESULTADOS DE GRADIENTE DESDENDENTE E NEWTON

Gradiente descendente Newton
Resultado em x -1.49999999436125 -1.5
Resultado em y 1.99999999262625 2
Numero de itera¢des 64 2
Tempo de 343 1.0
processamento (s)
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Para esta mesma equacdo, os resultados obtidos apos
simulagdo podem ser observados no grafico da Figuras 1(a) e
1(b) para os métodos do Gradiente Descendente e de Newton,
respectivamente.

a)  Gradiente descendente

X 5 Y

b) Método de Newton
Fig. 1 Resultados obtidos para a primeira equagido

Pode-se observar pela Figura 1 e Tabela 1 que o método de
Newton para fungdo f;(x,y) converge ja no segundo passo.
Isso se deve ao fato de que a equagdo f;(x,y) é de segundo
grau, implicando que a segunda derivada em qualquer direcao
seja uma constante. Como o método se baseia em segundas
derivadas, isso acaba levando a fun¢@o a convergéncia imediata
no minimo local da funcgéo.

Ja para o método do gradiente descendente necessario
realizar o procedimento de descida de colina até chegar a um
minimo local. Isso leva, para a fungdo em questdo, muito mais
passos se comparado com o método de Newton. Nota-se pela

Figura 1 que apenas os primeiros 7 passos alteraram a resposta
de forma significativa, enquanto os outros passos apenas
melhoraram a precisio da resposta obtida. Mesmo
considerando este fato, a diferenca dos métodos, para a fungao
f1 a diferenga no nimero de passos necessarios para a
convergéncia desejada é grande.

Nao obstante o método de Newton necessitar o calculo de
uma Matriz Hessiana, para este caso o procedimento ¢ agilizado
devido ao fato da matriz ser uma constante. Além disso, a
implementagao utilizada do método de Newton faz o célculo do
menor valor de 7 possivel em cada passo, implicando em um
custo computacional e de tempo significativo para o calculo
numérico de derivadas em cada iteragdo, como observa-se pela
Tabela 1, onde o método de Newton mostra-se mais rapido.
Além disso, o maior nimero de iteragdes necessarias para o
Gradiente Descendente contribui para o aumento do tempo de
execucao.

B. Simulagio 2

Os resultados obtidos na otimizagdo da fungao

19y

fy(e ) =— log[ ]eX+e3000+1000cos(x>+1n(\(sin( »sin(y)))

X
COS——
100

sdo apresentados na Tabela 2.

TABELA 2
RESULTADOS DE GRADIENTE DESDENDENTE E NEWTON
Gradiente descendente Newton
Resultado em x - -0.99818733783477

Resultado em y - 1.57492987049464
Numero de iteragdes - 13

Tempo de - 10.0
processamento (s)

Para esta mesma equagdo, os resultados obtidos apos
simulagdo podem ser observados no grafico de contorno da Fig.
2 para o método de Newton. Nao houve tempo habil para o
processamento do  Gradiente descendente, causando
instabilidade e graves travamentos no computador utilizado.

Para a simulagdo 2 observa-se mais nitidamente o
fenémeno encontrado na simulagdo 1. O método do gradiente
descendente, mesmo em teoria sendo mais rapido, mostrou-se
muito mais ineficiente, se comparado ao método de Newton.
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Fig. 2 Resultados obtidos para a segunda equagéo

Neste caso, a fungdo f2 € mais complexa, possuindo
termos logaritmos, exponenciais e trigonométricos interagindo
entre si. Isso implica em alto custo computacional para a
afericdo do melhor valor possivel de 1, ja que este depende do
calculo de derivadas em cada iteragdo. Mesmo o método de
Newton necessitando a computacdo de uma matriz Hessiana,
este processo ¢ necessario ser realizado de forma numérica
apenas uma vez, ja que durante as iteragdes basta usar o calculo
ja feito e aplicar na matriz os valores correntes da iterag@o
atual.

Tais fatores em conjunto, contribuiram de maneira
significativa para o melhor desempenho do método de segunda
ordem nos testes simulados, gerando a resposta em um tempo
significativamente menor.

VI. CONCLUSAO

Com este trabalho, objetivou-se minimizar fun¢des por
meio de dois métodos, sendo um de primeira ordem ¢ um de
segunda ordem. Pode-se concluir que em casos gerais, no
universo testado, os métodos de segunda ordem convergem
mais rapidamente.

Meétodos de otimizacdo de segunda ordem tém se mostrado
mais eficazes na maioria das situagdes, porém podem
necessitar de uma maior capacidade computacional, ja que
fazem o uso de uma matriz Hessiana. Ja métodos de primeira
ordem sdo mais simples de implementar e necessitam de uma
menor capacidade computacional, porém, em geral, convergem
de forma mais lenta.

Para fung¢des mais simples, como o caso da fungdo f1, o
método de Newton mostrou-se um pouco mais eficiente,
obtendo a convergéncia necessaria em menos passos. Caso o

critério de parada escolhido fosse um niimero fixo de iteragoes,
¢ possivel que gradiente descendente tivesse um
melhor desempenho de tempo. Porém caso tal critério fosse
escolhido, a precisdo e a qualidade da resposta poderia estar
aquém do obtido por meio dos métodos de segunda ordem. Ja
para fungdes mais complexas, o método utilizado para calcular
o 71 mostrou-se ineficiente, demandando muito esforco
computacional.

Apesar desse trabalho se concentrar apenas em 2 métodos
de otimizacdo, uma grande quantidade de outros métodos, de
primeira e segunda ordem, ¢ encontrada na literatura, cada qual
possuindo uma particularidade. Sem embargo, todos sdo
baseados nos 2 métodos aqui apresentados, sendo o
entendimento  desses, portanto, essenciais na area de
otimizagdo/redes neurais.
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