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Resumen– Se trata de calcular los parámetros óptimos que 

minimicen el error en un modelo de pronósticos basado en 

suavización exponencial. Se presenta el modelo matemático del 

problema de optimización no lineal restringido. Se propone una 

solución por medio de un algoritmo genético con mutación limitada 

por el inverso de la serie de Fibonacci, que suma y resta valores 

aleatorios a los mejores individuos hasta que la diferencia entre 

estos sea menor que un valor previamente establecido. El resultado 

se aproxima en forma eficiente al obtenido con otros métodos con 

tiempos computacionales satisfactorios y facilidad de 

implementación. Se concluye que es una alternativa viable en 

entornos reales donde se requiere procesar altos volúmenes de 

series de tiempo, que su rendimiento es apropiado y que en el 

futuro puede aplicarse el mismo algoritmo a otros casos de 

optimización no lineal o probar otras metaheurísticas en este 

mismo tipo de problemas. 
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obtained with other methods with satisfactory computational times 
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I. INTRODUCCIÓN 

La alta competencia entre las empresas, la aplicación de 

modelos como el justo a tiempo y las prácticas tendientes a 

reducir costos y tiempos de respuesta han apuntado a la 

utilización de modelos eficientes y robustos de gestión de 

demanda. 

Una herramienta vital en esos modelos son los 

pronósticos, con amplia aplicación desde las proyecciones 

comerciales hasta la planificación de los inventarios y la 

producción. 

Los problemas de pronósticos se abordan desde diferentes 

técnicas. Trabajos recientes han aplicado modelos como la 

regresión múltiple [1], la inferencia difusa [2] y el método 

Theta [3], entre otros para buscar soluciones eficientes y 

acertadas. 

Un conjunto de técnicas de pronósticos de creciente 

utilización por su facilidad de uso y alto desempeño, son los 

basados en suavizaciones exponenciales[4], [5], en los que su 

mejor adecuación a cada serie de tiempo se modela por 

parámetros que balancean la participación de los datos más 

recientes frente a la del comportamiento histórico de la serie, 

para minimizar los indicadores de error del pronóstico. 

En los modelos de suavización exponencial simple y 

doble se modela un solo parámetro, en el de suavización 

exponencial con tendencia de Holt[6] se modelan dos 

parámetros (uno para la base y otro para la tendencia) y en el 

método de suavización exponencial con tendencia y 

estacionalidad multiplicativo de Winters[7] se modelan tres 

parámetros (el de la base, el de la tendencia y el de la 

estacionalidad [8] 

Cuando en entornos como los centros de distribución y 

los negocios al menudeo se tiene un alto número de ítems que 

requieren planear su demanda con mucha frecuencia, se hace 

necesario que los parámetros del pronóstico de cada serie de 

tiempo se puedan optimizar en forma rápida y eficiente[9].  

Las metaheurísticas son métodos matemáticos eficientes, 

basados en principios científicos o en fenómenos naturales, de 

amplia utilización en la solución de problemas complejos cuyo 

tratamiento por otras técnicas no es factible o implica un costo 

computacional demasiado alto. Se han aplicado con éxito a 

mejorar los parámetros de los modelos de pronósticos con 

trabajos como el que se puede apreciar en [10] 
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Los algoritmos evolutivos por su adaptabilidad y 

eficiencia han tenido amplia aplicación a múltiples problemas. 

Se conocen aplicaciones recientes a problemas en áreas como 

redes de comunicaciones [11], cuidado ambiental[12], y 

partición espacial [13] entre otros. 

 

El presente trabajo propone un algoritmo evolutivo de 

rápida convergencia para la optimización de los parámetros de 

pronósticos, que puede ser implementado con facilidad en el 

cálculo frecuente de pronósticos para numerosas series de 

tiempo. 

 

II. MATERIAL Y MÉTODOS 

 

Se parte de la siguiente hipótesis: Se puede lograr 

optimizar los parámetros de los modelos de pronósticos por 

suavización exponencial  por una metaheurística como los 

algoritmos evolutivos, logrando una respuesta satisfactoria 

cercana al óptimo en un tiempo computacional apropiado para 

su uso en casos donde se requiere pronosticar un elevado 

número de ítems frecuentemente. 

 

El problema de optimizar los parámetros de los 

pronósticos en modelos de suavización exponencial es un 

problema de optimización no lineal en el que las variables de 

decisión son los parámetros del modelo respectivo, la función 

objetivo es minimizar un indicador de error, y las restricciones 

son los rangos permisibles para los valores de los parámetros, 

que en este caso se limitan al intervalo (0,1). 

 

Las fórmulas de cálculo del pronóstico en el modelo 

Winters son las siguientes[10]: 

 
(1) 

 (2) 

 
(3) 

 (4) 

 

Donde: 

= periodo de tiempo 

 = Ventas reales del período . 

= Base del pronóstico del periodo  

= Pendiente de la tendencia del pronóstico al periodo . 

= Factor de estacionalidad del pronóstico al período . 

 = Factor entre 0 y 1 para ponderar la base del 

pronóstico. 

 = Factor entre 0 y 1 para ponderar la tendencia. 

 = Factor entre 0 y 1 para ponderar la estacionalidad. 

 = Índice del período para el que se está pronosticando a 

partir del período . 

 = Número de períodos en el ciclo estacional. 

  = Pronóstico para el período . 

 

Para optimizar los parámetros se usa como función 

objetivo minimizar un indicador de error como el error medio 

al cuadrado, la diferencia absoluta media, el porcentaje medio 

del error o el porcentaje del error medio absoluto. 

 

El modelo matemático suponiendo el cálculo del error 

medio al cuadrado, para optimizar los parámetros sería el 

siguiente: 

. 

 
(5) 

  

  

1 (6) 

  

Donde: 

 

 = Error medio al cuadrado. 

 = número de periodos en la serie de tiempo, usados para 

calcular los parámetros. 

 

El algoritmo que se propone para resolver el problema es 

un algoritmo evolutivo que funciona de la siguiente manera: 

 

1) Población inicial: Si r es el número de parámetros a 

optimizar y q el número de padres, se generan en 

forma aleatoria  individuos, cada uno 

compuesto de  valores entre 0 y 1, uno para cada 

parámetro del modelo. 

 

2) Se calcula la función objetivo ( ) para cada 

individuo y se ordenan de menor a mayor. Se 

seleccionan los  mejores individuos para procrear la 

siguiente generación. 

 

3) De cada uno de los  mejores individuos se generan 

 descendientes, sumando o restando un número 

aleatorio entre 0 y el mínimo entre  y su distancia 

al 0 (si se va a restar) o al 1 (si se va a sumar). Donde 

 es el -ésimo número de la serie de Fibonacci 

e  es la iteración en la que se está haciendo el 

cálculo. Los individuos generados se agregan a los  

padres, se hace  y se genera. 

 

El proceso sigue hasta que la diferencia entre los valores 

de función objetivo entre el primero y el -ésimo individuo 

sea menor que un  fijado con antelación 

 

III. EJEMPLO NUMÉRICO 
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Sean los valores de la TABLA 1, una serie de tiempo, a 

pronosticar por el método de Winter (3 parámetros), con 3 

padres y un un % o 0,00001 

 

TABLA 1. 

DATOS DE LA SERIE DE TIEMPO 

 

PERÍODO DATO PERÍODO DATO 

1 77,4 29 106,1 

2 88,8 30 144,4 

3 92,1 31 156,1 

4 79,8 32 138,2 

5 77,5 33 111,8 

6 89,1 34 149,8 

7 92,4 35 158,5 

8 80,1 36 141,8 

9 74,4 37 119,1 

10 185,2 38 158 

11 162,4 39 170,4 

12 178,1 40 151,8 

13 129,1 41 127,4 

14 158,4 42 178,2 

15 160,6 43 189,3 

16 138,7 44 169,5 

17 127,2 45 151,4 

18 149,8 46 187,2 

19 151,7 47 199,2 

20 132,9 48 181,4 

21 103 49 224,9 

22 136,8 50 317,7 

23 141,3 51 341,4 

24 123,5 52 300,7 

25 107,3 53 244,9 

26 136,1 54 333,4 

27 138,6 55 370 

28 123,7 56 326,7 

Se genera la primera generación en forma aleatoria como 

se muestra en la TABLA 2. 

 
TABLA 2. 

PRIMERA GENERACIÓN ORDENADA SEGÚN EMC, SE 

RESALTAN LOS 3 MEJORES. 

Α Β Γ EMC 

0,74095889 0,28934599 0,67076632 530,655256 

0,7764214 0,41593677 0,97415082 622,935399 

0,60371715 0,63389996 0,46247749 662,444153 

0,55726798 0,47175512 0,18643757 663,043773 

0,46580401 0,09057894 0,86291086 682,587098 

0,75215918 0,6605121 0,80175176 767,886594 

0,57887509 0,92687765 0,37485885 771,67005 

0,37376019 0,55259865 0,43324076 776,726917 

0,5619068 0,42069765 0,96963408 802,76666 

0,68028809 0,736198 0,80602435 820,845535 

0,28833888 0,005768 0,42200995 829,174798 

0,70555742 0,72969756 0,85460982 832,986986 

0,66820276 0,86428419 0,87441633 941,621862 

0,4542375 0,15295877 0,02121036 960,04009 

0,46073794 0,33579516 0,03320414 961,922196 

0,15363018 0,47590564 0,29319132 965,548327 

0,18634602 0,19791253 0,6425367 981,162477 

0,14441359 0,80596332 0,14474929 1025,87958 

0,19168676 0,03415021 0,83797723 1029,28971 

0,68578143 0,95562609 0,869747 1032,3668 

0,39393292 0,40150151 0,93752861 1045,51508 

0,51884518 0,9406415 0,76924955 1086,46138 

0,15335551 0,97665334 0,03125095 1187,38698 

0,73442793 0,43949705 0,0441908 1225,50663 

0,07083346 0,12100589 0,71675771 1266,59618 

0,09787286 0,46534623 0,7896054 1366,02919 

0,97717215 0,85537278 0,62941374 1996,64991 

 

A los tres mejores se les suma o resta un número aleatorio 

entre 0 y el mínimo entre  y su distancia al 0 (si se va a 

restar) o al 1 (si se va a sumar), como se muestra en la 

TABLA 3. En este caso, por ser la primera iteración el número 

de Fibonacci es el 2 y el límite para los números aleatorios a 

generar es . 

 
TABLA 3 

 NUEVA GENERACIÓN OBTENIDA POR MUTACIÓN 

CONTROLADO DE LOS 3 PADRES SUMANDO (+) O RESTANDO UN 

NÚMERO ALEATORIO. 

NUMERO Α Β Γ EMC 

1 0,74095889 0,28934599 0,67076632 530,655256 

2 0,7764214 0,41593677 0,97415082 622,935399 

3 0,60371715 0,63389996 0,46247749 662,444153 

1 +++ 0,84864827 0,49668874 0,85706112 687,691613 

1 ++- 0,83924858 0,7220069 0,26322214 1184,74861 

1 +-+ 0,93367245 0,16320361 0,86818395 711,734509 

1 +-- 0,90541802 0,19757156 0,61107212 714,816399 

1 -++ 0,61369671 0,44502091 0,68036189 640,251972 

1 -+- 0,60016175 0,62083804 0,60850856 706,611362 

1 --+ 0,36460463 0,18427296 0,72633022 780,195891 

1 --- 0,46539201 0,22410693 0,60458693 635,335822 

2 +++ 0,8691362 0,69885861 0,97907106 951,433447 

2 ++- 0,96988884 0,82348094 0,49581896 1926,77078 

2 +-+ 0,87389203 0,16652957 0,99940597 527,01833 

2 +-- 0,84733581 0,36627874 0,95522935 597,428745 

2 -++ 0,62074648 0,43050935 0,99356117 745,054757 

2 -+- 0,44492935 0,47819452 0,65352336 798,97748 

2 --+ 0,59485153 0,34574022 0,98016681 719,230055 

2 --- 0,66368603 0,36088388 0,91549425 637,506093 

3 +++ 0,8279513 0,70358489 0,78556169 862,054723 

3 ++- 0,92672269 0,98413458 0,21610135 2129,20068 

3 +-+ 0,84133932 0,14539018 0,90794092 500,111678 

3 +-- 0,65102873 0,61497848 0,02227209 1397,4923 

3 -++ 0,58914457 0,90880738 0,61033967 873,872686 

3 -+- 0,5414594 0,86866341 0,28458308 733,658291 

3 --+ 0,51933348 0,51753288 0,53949095 683,61277 

3 --- 0,53753777 0,57524339 0,4422943 659,003022 

     

Al ordenar los resultados de menor a mayor según el 

EMC, los tres mejores serían los que aparecen en la TABLA 

4. 

 

TABLA 4.  

MEJORES 3 INDIVIDUOS DE LA SEGUNDA GENERACIÓN, 

PADRES EN LA SEGUNDA ITERACIÓN, POR MENOR VALOR DEL 

EMC 

Α Β Γ EMC 

0,84133932 0,14539018 0,90794092 500,111678 

0,87389203 0,16652957 0,99940597 527,01833 

0,74095889 0,28934599 0,67076632 530,655256 
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Como la diferencia entre el primero y el tercer mejor 

individuo según el EMC es: 

 

 
 

En porcentaje, equivale a: 

 

 
 

Entonces no se cumple el criterio de parada y se hace 

necesario iterar de nuevo. La TABLA 5 resume los resultados 

de todas las iteraciones. 

 

TABLA 5. 

RESUMEN DE RESULTADOS DE ITERACIONES 

 

i Fi+2 1/Fi+2 Menor EMC 3ro – 1ro 

1 2 0,5 500,111678 5,7558% 

2 3 0,33333333 483,676776 3,2848% 

3 5 0,2 475,628131 0,5091% 

4 8 0,125 475,628131 0,4501% 

5 13 0,07692308 469,530454 0,5604% 

6 21 0,04761905 469,109308 0,1707% 

7 34 0,02941176 468,917846 0,0408% 

8 55 0,01818182 468,683825 0,0396% 

9 89 0,01123596 468,681333 0,0056% 

10 144 0,00694444 468,656942 0,0052% 

11 233 0,00429185 468,656942 0,0004% 

 

En la undécima iteración se obtiene una diferencia entre 

el primer y tercer individuo menor al criterio de parada. Allí 

termina la optimización. 

La Figura 1 ilustra como el algoritmo va convergiendo 

hacia el mejor valor del EMC. 

 

Figura 1. Convergencia del algoritmo hacia el mejor valor del EMC y 

cumplimiento del criterio de parada 

IV. RESULTADOS 

El modelo se ha probado en conjuntos de hasta 2000 

series de tiempo de productos de tiendas al menudeo con un 

rendimiento satisfactorio, calculando los parámetros y los 

pronósticos para cada serie en menos de 0,1 segundos y con 

un promedio de aproximadamente 10 iteraciones en cada serie. 

En la actualidad se está haciendo su implementación 

informática para ser usado en forma habitual para el cálculo de 

los pronósticos de empresas comerciales e industriales. 

 

V. DISCUSIÓN 

Los resultados obtenidos se acercan satisfactoriamente a 

los que se pueden calcular con algoritmos como el GRG2 [14], 

implementado en el Solver de la hoja de cálculo Excel. En el 

caso particular del ejemplo con el que se ha ilustrado el 

algoritmo en este documento, los valores obtenidos se 

comparan en la TABLA 6. 

 
TABLA 6 

COMPARACIÓN ENTRE EL ALGORITMO PROPUESTO Y EL 

ALGORITMO GRG2 

ALGORITMO α β γ EMC 

Este trabajo 0,8050886 0,04381101 0,9668394 468,65694 

GRG2 0,8047379 0,04405 0,9652196 468,65671 

Diferencia 0,0003507 -0,000239 0,0016197 0,000234 

 

La diferencia es mínima frente a un algoritmo más 

complejo y difícil de implementar, basado en derivadas y cuya 

posible utilización en el contexto de múltiples pronósticos 

frecuentes no es viable para la mayoría de los casos. 

 

VI. CONCLUSIONES 

 

Se modela un problema de optimización no lineal 

restringido con aplicación específica al cálculo de los 

parámetros de suavización de los modelos de pronósticos, en 

el contexto de organizaciones que requieren cálculo intensivo 

y frecuente de pronósticos para un número elevado de ítems, 

con aplicación a su gestión de compras e inventarios. Es una 

aplicación útil a entornos reales que requieren este tipo de 

soluciones. 

 

El algoritmo propuesto hace una mutación controlada 

sobre los mejores individuos estableciendo en cada iteración 

límites cada vez más estrechos según una sucesión basada en 

la serie de Fibonacci. Es un criterio que muestra su efectividad 

en ayudar a que el algoritmo converja en forma rápida hacia 

valores que minimizan el error del pronóstico. 

 

Los resultados son alentadores tanto en los valores de 

error obtenidos como en los tiempos computacionales que son 

competitivos para la aplicación que tendrá el algoritmo. 

 

En trabajos futuros puede adaptarse la idea a otros 

modelos de optimización no lineal, así como aplicar otras 
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metaheurísticas a la optimización de estos parámetros 

buscando un mejor desempeño tanto en resultados como en 

tiempo de cálculo. 
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