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Resumen– Esta investigación se realizó para una Cadena 

Comercial de Tiendas de Conveniencia con el propósito de 

incrementar el potencial de sus modelos de pronóstico de demanda, 

y así mejorar su planeación logística y toma de decisiones. 

Adicionalmente, en 2018, la empresa notó un aumento 

significativo en el nivel de sus ventas durante una ola de calor que 

se vivió en el país. Por este motivo, fue necesario mejorar los 

modelos de pronóstico y validar la importancia de las variables 

externas. Se construyeron y validaron diferentes modelos de 

pronóstico univariados y multivariados, y luego se seleccionaron 

dos para proponer el método de pronósticos más adecuado y una 

aplicación final. 
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I.  INTRODUCCIÓN 

Dentro del entorno empresarial, las ventas son esenciales 

para el desarrollo de las organizaciones y son consideradas 

como una de las principales fuentes de ingresos. La capacidad 

de anticiparse al comportamiento de estas es un aspecto que 

contribuye a una toma de decisiones estratégicas. Por tal 

razón, la elaboración de pronósticos de demanda es una 

actividad importante que tiene un impacto directo en los costos 

y la rentabilidad [20]. 

Hoy en día, las compañías abordan distintos métodos para la 

generación de sus pronósticos de demanda. Los métodos 

tradicionales de pronósticos están basados en series de tiempo, 

los cuales predicen la demanda futura basada en datos 

históricos [10][20]. Una serie de tiempo se define como una 

secuencia de observaciones ordenadas de manera cronológica 

medidas en un determinado momento [15]. Los valores que 

toman las observaciones de una serie de tiempo suelen ser la 

consecuencia de tres componentes: tendencia, estacionalidad y 

aleatoriedad [37]. 

Para realizar un análisis sobre el tipo de modelo a emplear, se 

utiliza la función de autocorrelación simple (ACF) para 

determinar los componentes de la serie [37]. Para esta 

investigación se encontró una prevalencia de tendencia y 

estacionalidad en los productos bajo estudio, por tanto, se optó 

por construir modelos que tomen en cuenta estas dos 

componentes, tales como Holt-Winters, Descomposición 

Aditiva y Multiplicativa, SARIMA y SARIMAX. 

El método de Holt-Winters toma en cuenta tres componentes: 

nivel, tendencia y estacionalidad [5], para los cuales existe una 

constante de suavizado, (𝛼, 𝛽, 𝛾), respectivamente, que toma 

valores entre cero y uno. A medida que sus valores sean más 

grandes, significan más peso para los datos más recientes y 

viceversa [35]. 

Por otro lado, los modelos de descomposición suelen 

descomponer la serie de tiempo, reensamblando sus 

componentes para generar pronósticos. Se utiliza el método 

aditivo cuando existe una variación estacional constante y el 

multiplicativo cuando existe una variación estacional creciente 

o decreciente [31].

El modelo de SARIMA(p,d,q)(P, D, Q) modela la dependencia 

regular, de tendencia y estacional de la serie, respectivamente 

[37]. Mientras el modelo de SARIMAX sigue esta misma 

estructura, sin embargo, tiene la habilidad de capturar 

información sobre variables exógenas que puedan ayudar a 

entender y pronosticar la variable bajo estudio [24].  

De igual manera, en esta investigación se implementó un 

modelo de Redes Neuronales Artificiales (RNA), ya que, a 

diferencia de los métodos clásicos, son capaces de predecir 

series de tiempo lineales y no lineales, y capturar cualquier 

interrelación en los datos [12]. 
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A pesar de que los métodos de series de tiempo son los más 

utilizados, una de sus limitaciones principales es el hecho de 

que no consideran el efecto de variables externas [29]. Por esta 

razón, se ha descubierto que los algoritmos de aprendizaje de 

máquina son muy útiles para abordar este tipo de problemas, 

ya que tienen la habilidad de procesar grandes cantidades de 

datos y detectar patrones causados por factores externos [20]. 

Entre los algoritmos más utilizados se encuentran los Árboles 

de Regresión y Random Forest. El algoritmo de Random 

Forest se genera a partir de múltiples árboles de regresión 

individuales que se van entrenando mediante un conjunto de 

observaciones aleatorias de los datos de entrenamiento por 

medio de bootstrap y las salidas de todos los árboles se 

combinan en una salida final conocida como ensamblado [13]. 

El algoritmo de Grandient Boosting Regression Tree (GBRT) 

construye árboles de decisión individuales de manera 

secuencial y la salida de los árboles se combina a lo largo del 

proceso, ya que cada árbol busca mejorar los errores de los 

árboles anteriores. Otra forma de implementar este tipo de 

modelos con mayor rapidez y rendimiento es a través del 

XGBoost que busca reducir el espacio de búsqueda 

observando la distribución de las variables de una manera 

generalizada [34]. 

Por otra parte, se tienen las máquinas de soporte vectorial que 

son un tipo de algoritmo de aprendizaje supervisado que 

construye un hiperplano óptimo en forma de superficie de 

decisión que busca encontrar el margen máximo que mejor se 

aproxime a la variable continua bajo estudio [4]. 

Para obtener resultados precisos y confiables, existen 

diferentes técnicas como la integración y generalización de 

modelos para lo cual se pueden implementar métodos de 

ensamble, que combinan las predicciones del conjunto de 

diferentes modelos mediante una votación para realizar nuevas 

predicciones. La precisión que se obtiene con esta 

combinación generalmente supera la precisión de cada 

componente individual [7]. 

Para poder implementar los modelos de aprendizaje de 

máquina, se necesita evaluar el efecto que tienen distintas 

variables en las ventas. Mediante un estudio de literatura, se 

descubrió que la temperatura es una fuente significativa de 

fluctuaciones en la demanda del consumidor influyendo en 

alrededor de un 3.4% de variación en ventas [22]. Además, se 

deben considerar otras variables meteorológicas como la 

precipitación, duración de luz solar y humedad relativa [26]. 

Otras variables que tienen incidencia en las ventas son la 

inclusión de eventos y días festivos [21]. Así mismo, se debe 

considerar la variación entre días de la semana, haciendo 

énfasis los fines de semana y la estación del año, ya que la 

reactividad del modelo puede diferir [2]. En cuanto a las 

variables promocionales, se debe considerar el tipo de 

promoción, su posicionamiento en tienda, la duración de la 

promoción y el precio del producto [19]. 

En el caso de las categorías bajo estudio se descubrió que, 

para el caso de agua, la marca, la presencia en el mercado y la 

densidad poblacional tienen un impacto directo en las ventas 

[28]. Mientras que, para el caso de isotónicos, la marca, el 

sabor, el precio, el contenido en mililitros, la ubicación de la 

tienda y el clima tienen gran incidencia en las ventas [38]. 

Otro grupo de variables que se han tomado en cuenta para 

estudios de demanda, son las variables macroeconómicas, tales 

como el Índice de Precios al Consumidor y el Índice de 

Precios al Producto [3], así como la inflación, el poder 

adquisitivo, la paridad del peso, etc., [11]. Sin embargo, se ha 

descubierto que no tienen gran influencia en el 

comportamiento de las ventas. 

Es fundamental que las organizaciones tengan noción sobre la 

relevancia que tiene la construcción de modelos de estimación 

que mejor se adapten a sus necesidades. A pesar de que hay 

una gran cantidad de técnicas de pronósticos, existen muchas 

organizaciones que no consideran esta clase de procedimientos 

por distintas razones. Algunas de ellas son la falta de 

conocimiento sobre estos temas y su aplicación, así como la 

complejidad en cuanto a la selección de las técnicas más 

favorables [1]. 

La presente investigación fue realizada en una Cadena de 

Tiendas de Conveniencia y su objetivo principal fue el 

desarrollo de un método de pronósticos que mejore la 

asertividad en los pronósticos de dos categorías específicas de 

bebidas. Para la realización de este estudio, se comenzó con un 

análisis profundo de la información de ventas proporcionada 

por la organización, con el fin de entender su comportamiento 

a través del tiempo, así como el proceso de generación de 

pronósticos de la compañía. A partir de lo anterior, se notó que 

era muy probable que las ventas se vieran influenciadas por 

otro tipo de variables. 

Posteriormente, se exploraron distintos modelos de pronóstico, 

dividiendo el análisis en dos fases: la Fase I con modelos de 

series de tiempo (univariados), y la Fase II perteneciente a 

modelos multivariados utilizando algoritmos de aprendizaje de 

máquina, para lo cual se llevó a cabo un estudio de literatura 

identificando la incidencia que tienen distintas variables en el 

comportamiento de las ventas. De esta manera, se hizo una 

evaluación de los modelos construidos mediante métricas 

como MAPE, RMSE y R2, para identificar aquellos que fueran 

más certeros y se ajustaran mejor a las necesidades de la 

empresa. 
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II. DESCRIPCIÓN DEL PROBLEMA

Las tiendas de conveniencia normalmente usan la 

herramienta RDF (Retail Demand Forecasting) de Oracle para 

calcular sus pronósticos de venta e iniciar su proceso logístico 

42 días antes del lanzamiento de las promociones. En este 

periodo lo que se hace es acordar los códigos que entrarán en 

promoción y la dinámica que tendrán. Así mismo, el equipo a 

cargo de la generación de pronósticos toma en cuenta el 

comportamiento histórico de las ventas de los productos con 

promociones similares, la temporada del periodo promocional 

y los acuerdos con sus proveedores, lo que quiere decir que los 

resultados arrojados por RDF son manipulados de manera 

manual según el criterio del equipo a cargo. 

En el año 2018, México presenció una ola de calor que 

provocó un incremento inesperado en el consumo de bebidas 

[36]. De acuerdo con [8], los analistas estimaron que marcas 

importantes de bebidas tendrían una expansión de hasta 3% en 

dicho año por el elevado consumo de estos productos debido a 

las altas temperaturas. Sin embargo, a pesar del incremento en 

ventas, esta ola de calor generó una baja asertividad en los 

pronósticos de las mismas, representando un error de 

aproximadamente 0.4 millones de productos. Esto se debió a 

que la herramienta RDF únicamente maneja métodos de series 

de tiempo, implicando que no se incluyen variables externas, 

por lo que no pudieron anticipar este suceso. 

Un análisis hecho por Actinver detectó que el volumen de 

ventas de las refresqueras aumenta un 0.5 por ciento por cada 

dos grados que aumenta la temperatura, tomando en cuenta el 

promedio regular [8]. Es por esto que la cadena de tiendas de 

conveniencia está interesada en mejorar su proceso de 

pronósticos, incluyendo variables externas y buscando un 

efecto significativo en el desempeño de sus pronósticos. 

III. METODOLOGÍA

Se escogió la metodología CRISP-DM (por sus siglas en 

inglés Cross Industry Standard Process for Data Mining) para 

abarcar la problemática, ya que se adapta a cualquier tipo de 

proyecto de ciencia de datos que se quiera analizar [23], es 

iterativa y permite utilizar las herramientas que mejor se 

acoplen a las empresas [27]. Los 6 pasos de la metodología se 

describen en [9]. 

IV. RESULTADOS

A. Comprensión del Negocio 

La cadena de tiendas de conveniencia bajo estudio cuenta 

con un catálogo de más de 2,500 productos diferentes. Las 

áreas de Planeación de la Demanda, Abastecimiento y 

Comercial trabajan en conjunto para generar los pronósticos 

de venta mediante el uso de la herramienta RDF, la cual 

emplea diferentes métodos de series de tiempo, optando por el 

modelo que arroje el menor error de manera semanal. Un área 

de oportunidad que presentan sus pronósticos es la exclusión 

de variables externas, tales como precio, promociones o 

variables meteorológicas, entre otras, las cuales pueden tener 

un efecto directo en las ventas y en el incremento de la 

asertividad de sus pronósticos.  

Se recolectaron los registros de ventas diarias del año 2019 de 

toda la familia de líquidos a nivel nacional y acotando el 

estudio a las plazas de Tijuana, Puebla y Toluca, tomando en 

cuenta la mayor contribución a las ventas, baja asertividad en 

sus pronósticos y rangos de temperatura (alta, templada y 

baja). Posteriormente, se hizo un análisis por categoría y se 

seleccionaron un total de 22 artículos pertenecientes a las 

categorías de agua sin sabor e isotónicos, ya que ambos 

representan aproximadamente el 60% de las ventas y un 63.5% 

de los errores totales en sus pronósticos. Al elegir estos 

productos, se obtuvo el coeficiente de determinación R2 de los 

pronósticos del 2019, así como el MAPE, los cuales se 

muestran en la Tabla 1. 

TABLA  1. ANÁLISIS DEL COEFICIENTE DE DETERMINACIÓN R2 Y 

MAPE. 

 COEFICIENTE DE DETERMINACIÓN R2

Categoría Mínimo Máximo Promedio Mediana 

Agua sin sabor -4.24 0.88 0.05 0.33 

Isotónicos -8.32 0.65 -0.77 -0.50 

MAPE 

Mínimo Máximo Promedio Mediana 

Agua sin sabor 10% 53% 27% 21% 

Isotónicos 15% 87% 30% 27% 

Como se puede observar en la Tabla 1, el valor promedio del 

R2 es muy bajo y el MAPE muy alto en ambas categorías, lo 

que significa que los errores de los pronósticos son muy 

grandes en ciertas semanas. Dicho esto, se considera necesario 

incrementar mejorar estos indicadores para mejorar el 

desempeño de los pronósticos de venta de las tiendas de 

conveniencia. 

B. Comprensión de los datos 

Después de seleccionar los 22 productos, se hizo una 

exploración de los datos de ventas diarias del año 2019, 

obteniendo un total de más de 24,000 datos. Para iniciar con el 

análisis, se construyeron diagramas de caja a nivel 

producto/plaza con el propósito de ver la distribución y 

dispersión de las ventas, así como identificar valores atípicos 

(ver Fig. 1). 
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Fig. 1. Diagrama de cajas de la categoría agua sin sabor por plaza. 

En la Fig. 1 se puede notar que existe una alta dispersión en 

los datos a través de la asimetría entre las cajas, las cuales 

muestran un sesgo positivo. Así mismo, puede verse que la 

mayor parte de los productos presentan valores atípicos; sin 

embargo, revisando con la empresa, se determinó que estos 

datos corresponden a fechas donde se tienen presente una 

promoción. Este mismo análisis se llevó a cabo para la 

categoría de Isotónicos, en donde se llegaron a las mismas 

conclusiones, con una mayor presencia de datos atípicos. 

Posteriormente, se graficó el comportamiento de ventas por 

mes y día de la semana en cada una de las categorías (ver Figs. 

2 - 5). 

Fig 2. Ventas de la categoría agua sin sabor por mes. 

A través de la Fig. 2, se llegó a la conclusión de que los 

productos de la categoría de agua sin sabor se comportan de la 

misma manera según su marca, presentando picos de venta 

durante los mismos periodos, sobre todo en los meses de 

verano. Estas observaciones fueron discutidas con la empresa, 

quien agregó que esto podía ser causado por el lanzamiento de 

promociones, las cuales son precisamente lanzadas por marca. 

Fig 3. Ventas de la categoría isotónicos por mes. 

Este mismo análisis se hizo para la categoría de isotónicos y se 

encontró que el comportamiento de los productos es similar 

durante el año para las plazas de Puebla y Toluca (ver Fig. 3). 

Por otra parte, Tijuana presenta un comportamiento diferente, 

mostrando un alza en sus ventas durante los meses de Julio a 

septiembre. 

Fig. 4. Ventas de la categoría agua sin sabor por día de la semana. 

La Fig. 4 fue de utilidad para concluir que los productos de 

agua sin sabor suelen tener un comportamiento relativamente 

constante. En el caso de Puebla y Toluca, se puede notar un 

incremento mínimo en las ventas de estos productos durante 

los sábados, y en Tijuana existe un aumento más notable de las 

ventas en los días lunes y sábado. 

Fig 5. Ventas de la categoría isotónicos por día de la semana. 
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A diferencia del agua sin sabor, la categoría de isotónicos 

presenta un incremento notorio los fines de semana para todas 

las plazas (ver Fig. 5). 

C. Preparación de los datos 

Al realizar la limpieza de la base de datos, se detectaron datos 

faltantes en el mes de marzo, por lo que se decidió aplicar una 

técnica de imputación determinística para llenar estos espacios 

con valores plausibles. Esto se realizó mediante la elaboración 

de diagramas de caja y la obtención de las medidas de 

tendencia central media y mediana del mes, semana y día de la 

semana correspondientes, dejando un total de 24,090 registros 

para los 22 artículos. 

Fig. 6. Box plot de ventas en el mes de marzo del 2019 de Electropura 1 litro. 

En la Fig. 6 se observa el comportamiento de uno de los 

productos que presentaba ausencia de datos. En el caso de 

Puebla y Tijuana se utilizó la mediana debido a la presencia de 

valores atípicos, mientras que para Toluca se utilizó la media.  

Después de haber llevado a cabo el estudio de literatura, se 

decidió integrar a la base de datos un total de 44 variables 

distribuidas en cinco segmentos diferentes: variables 

meteorológicas, de fechas, promociones, características del 

producto e indicadores globales. 

Dentro de las variables consideradas, la compañía proporcionó 

un consolidado de promociones de cada uno de sus artículos 

durante el año 2019, el cual contiene información relacionada 

con el tipo de promoción, el espacio destinado para difundir 

las promociones y los periodos promocionales, entre otros.  

Se decidió analizar también el tipo de mecánica en cada uno 

de los productos, la cual se refiere a la promoción que adopta 

un producto, siendo estas: compra múltiple, comunicación de 

imagen, simple, o no aplica cuando no se tiene promoción. 

Para esto, se generaron gráficas para observar las ventas de los 

productos según el tipo de mecánica que se maneja dentro de 

sus promociones (ver Figs. 7 y 8). 

Fig. 7. Venta en unidades de agua sin sabor por tipo de mecánica 

promocional. 

Fig 8. Venta en unidades de isotónicos por tipo de mecánica promocional. 

Para la categoría de agua sin sabor (ver Fig. 7), se puede 

identificar que durante los periodos donde hay promoción de 

compra múltiple, las ventas son mayores. Por su parte, en 

isotónicos hay menos promociones, que además, no 

necesariamente implican un alza en las ventas (ver Fig. 8). 

D. Modelado 

Para seleccionar la técnica de modelado adecuada en cada uno 

de los artículos bajo estudio, se decidió dividir esta etapa en 

dos fases. La fase I consistió en llevar a cabo modelos 

univariados de series de tiempo y la fase II modelos 

multivariados.  

Fase I - Modelos Univariados 
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La fase I se llevó a cabo en RStudio y comenzó con la 

transformación de los datos a una serie de tiempo con la 

función ts, así como la construcción de correlogramas para 

determinar los componentes de la serie (ver Figs. 9 y 10). 

Fig. 9. Serie de tiempo de Electrolit Coco – Tijuana. 

Fig. 10. Correlograma Electrolit Coco – Tijuana. 

Al analizar las Figs. 9 y 10 para su correspondiente producto, 

se descubrió que prevalecen la tendencia y una estacionalidad 

de 7 días, por lo que se optó por construir modelos que tomen 

en cuenta estos dos componentes. En estos modelos se 

incluyeron, Descomposición Aditiva y Multiplicativa, Holt-

Winters, SARIMA, SARIMAX y Redes Neuronales Regresivas. 

Los modelos de descomposición aditiva y multiplicativa se 

llevaron a cabo con la función decompose, la cual asigna 

valores a los parámetros 𝛼, 𝛽, 𝛾 y φ con el fin de encontrar la 

combinación de valores que contribuya al mejor desempeño de 

los modelos.  

El modelo de Holt-Winters, se implementó con la función 

HoltWinters, que busca encontrar los valores óptimos de las 

constantes de suavizado 𝛼, 𝛽, y 𝛾 de manera que se minimice 

el error cuadrático medio [16].  

El modelo SARIMA se realizó con la función auto.arima, la 

cual evalúa entre todos los posibles modelos aquel que se 

ajuste mejor a los datos considerando diferentes criterios [25]. 

Por otra parte, el modelo SARIMAX se llevó a cabo con la 

misma función, utilizando el argumento xreg para poder 

incorporar variables externas.  

Para implementar estos modelos, se llevó a cabo una serie de 

pasos:  

1. Construir el modelo con su respectiva función.

2. Obtener la serie ajustada mediante el argumento fitted

y compararla contra la serie real.

3. Pronosticar valores futuros con la función forecast.

4. Obtener las métricas de error mediante summary para

comparar modelos e identificar el que tiene un mejor

desempeño.

En la Fig. 13 se muestra un ejemplo de la gráfica resultante al 

comparar el comportamiento del modelo generado con 

descomposición aditiva y comparada con la serie de datos real. 

Fig. 13. Serie real vs serie ajustada (D. Aditiva) Electrolit Coco Tijuana. 

Para concluir la fase I se probó el modelo de Redes 

Neuronales con la librería nnetar, la cual funciona 

estableciendo parámetros como el número de lags estacionales 

con el parámetro P=7, y el parámetro de size, que determina la 

cantidad de nodos en la capa oculta.  

Se decidió dividir los datos en entrenamiento y prueba, con 

una proporción de 80% y 20%, respectivamente. Así mismo, 

se creó un bucle while, el cual se puede observar en la Fig. 16, 

con el propósito de optimizar el valor del parámetro size, que 

va del 1 al 35 y calcula el error para los datos de 

entrenamiento y prueba, así como la diferencia entre ellos. 

Fig. 16. Código del bucle while en RStudio para Electrolit Coco – Tijuana. 
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Fase II - Modelos Multivariados 

La fase II consistió en implementar modelos multivariados 

mediante algoritmos de aprendizaje de máquina y se llevó a 

cabo en Jupyter Notebook con el lenguaje de programación de 

Python.  

Esta fase inició con un estudio de significancia estadística, 

debido a la presencia de alta correlación entre algunas 

variables independientes con las ventas. Esto se llevó a cabo 

con el paquete de Statsmodels en Python, con el cual se realizó 

una prueba de hipótesis, una vez eliminada la presencia de 

multicolinealidad entre las variables independientes.  

Fig. 18. Resultados de la prueba de hipótesis con Statsmodels de Electrolit 

Coco – Tijuana. 

En la primera columna de la Fig. 18 se observan las 14 

variables ingresadas y en la quinta columna su p-value. Para el 

caso de Electrolit Coco en Tijuana, 8 de ellas tuvieron un 

valor menor a 0.05, lo que asegura una confiabilidad del 95% 

y las establece como significativas. 

Con los resultados obtenidos con Statsmodels se implementó 

el modelo de Regresión Lineal Múltiple, siguiendo el método 

de Forward Selection, empezando con la variable que tuviera 

el menor p-value y mayor correlación con la variable 

dependiente. Con cada variable ingresada se evaluó si la R2 

ajustada incrementaba y el valor del RMSE disminuía, y de no 

ser así, esta era descartada. 

Posteriormente, se realizó un estudio de Feature Engineering 

para definir la importancia de variables mediante la 

construcción de árboles de regresión o random forest, 

considerando la ganancia de información con la función de 

feature importance en Python [32]. Esta otorga un score de 

importancia a cada variable dependiendo de las veces que se 

utiliza para hacer subnodos, por lo que, mientras más se use, 

mayor es su importancia [6].  

La Fig. 17 muestra un ejemplo de los resultados obtenidos 

para un producto en el modelo de Random Forest.  

Fig. 17. Feature importance según Random Forest. 

En este caso, la variable más importante fue la de temperatura 

media, lo que quiere decir que fue la variable que más se 

utilizó para la construcción de los árboles y es la que mejor 

explica el comportamiento de los datos. En las posiciones 

subsiguientes a la de esta variable se encuentran algunas otras 

como temperatura máxima, día de la semana y número de 

semana, por lo que, al momento de implementar los modelos, 

se debería probar inicialmente con estas variables, ya que son 

las que presentan una mayor importancia.  

Una vez que se identificaron las variables más importantes 

para cada producto, se implementaron los modelos de Random 

Forest, GBRT, XGBoost y SVR. Para su implementación y 

entrenamiento, se llevó a cabo la siguiente serie de pasos:  

1. Definir la variable dependiente (Ventas).

2. Definir las variables independientes, siguiendo el

método de Forward Selection (agregando variables

de mayor a menor importancia).

3. Dividir los datos en entrenamiento y prueba, en una

proporción de 80-20.

4. Optimizar hiperparámetros con la función 

GridSearchCV.

5. Evaluar el R2 de los datos de entrenamiento y prueba

para detectar presencia de sobreajuste (overfitting).

6. Obtener MAPE y RMSE para comparar los modelos.

Para el modelo de Random Forest y XGBoost, se ajustaron los 

parámetros de ‘n_estimators’, los cuales determinan la 

cantidad de árboles a construir, ‘max_depth’, que determina la 

máxima profundidad de cada árbol y ‘max_samples’, que mide 

la cantidad de muestras bootstrap de los datos de 

entrenamiento que se utilizan para construir cada árbol [30]. 
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En el caso de GBRT, se contemplaron algunos otros como 

‘learning_rate’, que controla el nivel de mejora de un árbol 

respecto al anterior [18], y ‘subsamples’, que ayuda al 

crecimiento de las ramas de los árboles para mejorar el 

desempeño de los modelos [17].  

Por otra parte, para el método de SVR se optimizó el 

parámetro de penalización ‘C’, que controla la compensación 

entre los errores de entrenamiento y los márgenes rígidos y el 

‘kernel’ escogido, que permite transformar a un espacio de 

mayor dimensionalidad los datos que no se pueden separar 

linealmente [14]. 

Para cada uno de estos hiperparámetros se definió un rango de 

valores y con la función de GridSearchCV se evaluaron todas 

las posibles combinaciones y se obtuvo el mejor modelo. Así 

mismo, se determinaron otros parámetros como un cv=5, que 

divide los datos de forma aleatoria en 5 grupos y de manera 

iterativa se va entrenando y probando el modelo [33]. Además, 

se fijó un random_state=0, que permite obtener el mismo 

resultado donde sea que se corra el modelo.  

Para implementar los diferentes algoritmos se utilizaron las 

funciones de RandomForestRegressor y 

GradientBoostingRegressor de la librería sklearn.ensemble; 

XGBRegressor de la librería xgboost y SVR de sklearn.svm 

[33].  

Tras observar que los árboles regresivos y las máquinas de 

soporte vectorial obtuvieron buenos resultados, se decidió 

implementar un modelo de ensamble con los 4 modelos 

previamente mencionados con la función de VotingRegressor 

de la librería sklearn.ensemble. Para ejecutar este modelo, se 

llevaron a cabo los mismos pasos que los otros modelos, sin 

embargo, se evitó el doble esfuerzo computacional 

seleccionando aquellas variables que más se repitieron en los 

modelos anteriores y colocando los parámetros previamente 

optimizados. 

Fig. 18. Generación de pronósticos con el modelo de ensamble. 

La Fig. 18 muestra el funcionamiento del modelo de ensamble 

y se puede observar cómo combina todos los modelos, 

promediando las predicciones individuales para generar una 

predicción final.  

Por último, se construyó un modelo de Redes Neuronales en el 

cual se incluyeron todas las variables independientes, se 

escalaron utilizando la función StandardScaler y se dividió un 

80% de los datos para utilizarlos como datos de 

entrenamiento, dejando el 20% restante para los datos de 

prueba. Posteriormente, se definió una primera versión de la 

red y se entrenó con algunas capas y un número aleatorio de 

nodos en cada una. Una vez entrenada se evaluaron las 

gráficas del error (MAPE y MSE), como la que se observa en 

la Fig. 19. 

Fig. 19. Comportamiento del MSE según las iteraciones de la red. 

La Fig. 19 permite confirmar que no existe un sobreajuste en 

los datos, debido a que el error se comporta de manera muy 

similar para los datos de entrenamiento y los de validación. 

Así mismo, se puede observar que entre más iteraciones haga 

la red, más disminuye el error. Después de este análisis, se 

generan los pronósticos de las ventas para el siguiente periodo 

y se calculó su R2 ajustada, así como su MSE y RMSE. 

Una complejidad de los modelos de Redes Neuronales, es que 

hay muchos parámetros que pueden ser optimizados para 

obtener mejores resultados. En este caso, únicamente se 

optimizó la cantidad de nodos en cada capa con apoyo de la 

función GridSearchCV, debido a que la optimización de los 

parámetros de este modelo puede demorar horas. Al encontrar 

los valores óptimos para la cantidad de nodos, se definió una 

segunda versión de la red y se entrenó con los nuevos 

parámetros, se analizó nuevamente la gráfica del MSE, se 

generaron los pronósticos y se calcularon sus métricas de 

desempeño. 

E. Evaluación 

Con el objetivo de validar los modelos, se debe medir la 

confiabilidad y exactitud de ellos, al mismo tiempo que se 

identifican los elementos que presentan un área de oportunidad 

para modificarlos y mejorar su desempeño. En este estudio se 

analizaron los resultados a través de la métrica RMSE en los 
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modelos de series de tiempo y en los multivariados, así como 

el R2 de los datos de entrenamiento y los de prueba en el caso 

de los modelos multivariados. Además, se deben buscar los 

valores óptimos de los parámetros incluidos en los modelos, 

garantizando los mejores resultados a través de la función 

GridSearchCV. 

En primer lugar, se obtuvo un registro del error que presenta 

cada uno de los modelos univariados, reportando los 

indicadores del RMSE y del MAPE con apoyo de la función 

summary.  

Al ver detenidamente los errores obtenidos por el modelo de 

Redes Neuronales, así como el ajuste de la línea a los datos, se 

observó que existía un sobreajuste u overfitting. A partir de los 

resultados del bucle en el modelo, se pudo concluir que entre 

más nodos existan en la capa oculta, la métrica del error para 

los datos de entrenamiento disminuye, provocando una 

diferencia mayor entre los RMSE’s, ya que este no disminuye 

para los datos de validación. Los resultados obtenidos para 

Electrolit Coco en la plaza de Tijuana se pueden observar en la 

Fig. 20. 

Fig. 20. Valores del RMSE y su diferencia para Electrolit Coco Tijuana. 

Como se puede observar en la Fig. 20, la diferencia entre los 

RMSE’s incrementa conforme lo hace el valor del size. Así 

mismo, se puede concluir a partir de esta tabla que aun 

teniendo el parámetro de size con un valor de 1 (valor que 

produce el menor valor del RMSE para los datos de 

entrenamiento), la diferencia entre los RMSE’s resulta 

significativamente alta, lo que confirma el sobreajuste que 

obtiene este modelo, por lo cual se procede a descartar como 

un modelo válido para la empresa. 

Después de haber descartado este modelo, se llevó a cabo un 

análisis excluyendo los resultados de Redes Neuronales (ver 

Tabla A en el apartado de Anexos), en el cual se encontró que 

el de Descomposición Aditiva se desempeñó mejor para el 

75% de los productos de isotónicos. En la categoría de agua 

sin sabor, se encontró que el 66.67% de los productos también 

mostró un mejor resultado con modelos de Descomposición 

Aditiva. Lo anterior significa que, de manera general, los 

modelos de Descomposición Aditiva son más adecuados para 

los productos, logrando mejores resultados en 48 de los 66 

SKUs bajo estudio. 

En segundo lugar, se realizaron las evaluaciones de los 

modelos multivariados en donde, una vez finalizados, se 

decidió hacer el cálculo y la evaluación del promedio de los 

errores y precisión de cada uno de los tipos de modelos bajo 

estudio, analizándolos por categoría y plaza 

Al obtener la Tabla B (ver Anexos), y comparar el desempeño 

de cada producto en cada modelo, se observó que el 31.82% 

de los productos se desempeñó mejor con el modelo de 

Ensamble. Así mismo, se observó que un 19.70% se adecúa 

mejor al modelo de Random Forest, otro 19.70% al XGBoost, 

y el último 28.78% se distribuye en el resto de los modelos. 

Después de haber realizado el análisis tanto univariado como 

multivariado, se decidió hacer una comparación de los 

resultados del RMSE de los mejores modelos de cada fase con 

el fin de encontrar el modelo con mejor desempeño. Los 

resultados de esta comparación se muestran en la Tabla C (ver 

Anexos). Esta tabla, muestra el promedio del RMSE de los 

productos pertenecientes a cada una de las categorías en su 

respectiva plaza. Comparando estos resultados, se observa que 

la columna resaltada, correspondiente al modelo de 

descomposición aditiva, tiene el menor resultado de RMSE, 

indicando que este modelo es el que mejor desempeño tuvo de 

los 8 que se han realizado. 

F. Implementación 

Para la etapa final de la metodología, se identificaron las 

variables que fueron utilizadas en los mejores modelos para 

cada producto, buscando explorar la posibilidad de agrupar la 

mayor cantidad de productos en un solo modelo. Al hacer esto, 

se encontró que los productos de las mismas marcas utilizaban 

las mismas variables. Las conclusiones de este análisis se 

encuentran en la Tabla D del apartado de Anexos. 

A partir de las conclusiones de la Tabla D, se realizaron las 

agrupaciones de los productos, dejando 3 grupos finales. Esto 

se realizó con el fin de encontrar el modelo que sea capaz de 

dar el menor error para la agrupación de productos encontrada 

por las variables que más se repetían entre sí. En primera 

instancia se realizó este análisis para la categoría de agua sin 

sabor. Para el caso de la Plaza de Tijuana los resultados 

pueden verse en la Tabla E del apartado de Anexos. 

Al hacer este mismo análisis para los 3 grupos en cada una de 

las plazas, se encontró que el 83.3% de los productos de agua 

sin sabor presentan mejores resultados con el modelo 

SARIMAX. Así mismo, se encontró que este mismo modelo se 

ajusta mejor en más del 60% de los productos de Gatorade, 

Powerade y Suerox. Por último, se encontró que para los 
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productos de Electrolit, más del 50% se adecúan mejor al 

modelo Ensamble. 

Dicho esto, se construyeron dos modelos de SARIMAX en 

RStudio, uno para los productos de agua sin sabor y otro para 

los productos de isotónicos incluyendo las marcas de 

Gatorade, Powerade y Suerox. Estos modelos toman en cuenta 

las variables de temperatura media y temperatura máxima, y a 

través de un bucle, son capaces de calcular los pronósticos 

para cada uno de los productos de manera individual en cada 

una de las plazas. Al final del código, se incluyó una función 

para exportar los resultados a Excel, incluyendo las métricas 

del error y los pronósticos a nivel diario. Un ejemplo de esto 

se muestra en la Fig. A en el apartado de Anexos. 

Así mismo, se creó un modelo de Ensamble en Python para los 

productos de Electrolit, contemplando variables 

promocionales, de temperatura y las relacionadas con las 

fechas. Este modelo también incluye un bucle que genera los 

pronósticos a nivel producto/plaza, incluyendo también un 

código que permite exportar los datos a Excel como se observa 

en la Fig. B en Anexos. 

Después de haber construido los modelos finales, se generó 

una tabla, la cual se encuentra en Anexos (Tabla F y G), con 

las métricas del error de cada uno a nivel plaza/categoría. Esta 

tabla sirvió para garantizar que los modelos tengan un buen 

desempeño y sean de utilidad para la empresa. 

Así mismo, se crearon dos documentos como entregables para 

la empresa. El primero de ellos es un manual de uso de los 

modelos de pronóstico, incluyendo un modelo para calcular la 

importancia de las variables. Esto se hizo con el fin de que la 

empresa pueda replicar este método en el resto de sus 

productos a nivel nacional. Por último, se creó un reporte de 

hallazgos en el cual se incluyeron todos los resultados 

obtenidos a lo largo de este estudio, incluyendo algunas 

observaciones y recomendaciones para la empresa. 

IV. CONCLUSIONES Y RECOMENDACIONES

A lo largo de este estudio, se probaron un total de 12 modelos 

diferentes para evaluar el desempeño con cada uno de los 

productos estudiados. Al evaluar los resultados obtenidos, se 

encontró que los modelos de series de tiempo fueron los que 

mostraron un mejor desempeño, obteniendo los valores del 

error con las métricas del RMSE y el MAPE más bajos. 

Tomando en cuenta lo anterior, se recomendó a la empresa que 

utilice estos modelos. No obstante, los modelos multivariados 

servirán para que la empresa pueda reaccionar y ajustar sus 

pronósticos ante los cambios de temperatura y las otras 

variables externas que se evaluaron. Es por esto que se hace 

entrega de ambos modelos, para darle libertad en la toma de 

decisiones a la empresa. 

Por otro lado, es importante mencionar que los resultados y las 

conclusiones descritas en este trabajo son únicamente para los 

productos estudiados. Esto se hace con la intención de dejar 

claro que, si se desea aplicar estos modelos a otros productos o 

a los mismos en otras plazas, se debe replicar todo el proceso 

de análisis que se llevó a cabo, ya que de otro modo no se 

pueden garantizar los mismos resultados. 

Para facilitar el proceso de réplica al resto de los productos y 

garantizar que la empresa pueda hacer un uso correcto de los 

modelos, se elaboró un manual con la serie de pasos a seguir 

de manera detallada, incluyendo una explicación de lo que 

hace cada línea de código. Este manual permitirá que la 

empresa pueda identificar las partes del código que debe 

cambiar, y lo que deben incluir en sus bases de datos para que 

los modelos creados por el equipo puedan ser utilizados para 

el resto de los productos de las categorías analizadas, e 

inclusive para cualquier otra familia de productos.  

Así mismo, se recomienda que, si se decide replicar este 

método para otros productos, también se lleve a cabo un 

estudio de la literatura sobre variables externas, debido a que 

las variables que se estudiaron para este caso fueron 

particularmente seleccionadas para productos de bebidas. 
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Anexos 

TABLA A 

Promedio del error por plaza y categoría para cada modelo (sin tener en cuenta las redes neuronales).

Modelos Univariados 

Plaza Categoría Métrica Holt Winters Descomposición Multiplicativo Descomposición Aditivo SARIMA SARIMAX 

Puebla 

Isotónicos 
RMSE 94.62 21.09 18.41 93.09 86.7 

MAPE 13.25 10.13 2.56 13.30 12.05 

Agua Sin Sabor 
RMSE 289.12 73.53 64.62 269.57 336.84 

MAPE 10.18 2.95 2.26 9.35 10.15 

Tijuana 

Isotónicos 
RMSE 187.51 39.76 37.92 158.98 128.29 

MAPE 16.92 3.07 3.30 13.83 12.22 

Agua Sin Sabor 
RMSE 604.60 141.62 123.82 531.12 434.73 

MAPE 15.55 20.10 3.11 12.78 11.61 

Toluca 

Isotónicos 
RMSE 55.06 10.46 10.26 51.87 48.90 

MAPE 14.86 2.64 2.80 13.88 13.05 

Agua Sin Sabor 
RMSE 210.12 56.02 50.28 199.52 182.96 

MAPE 13.06 2.97 3.00 12.26 11.71 

TABLA B 

Promedio del RMSE en modelos multivariados por plaza y categoría. 

Modelo 

Plaza Categoría Métrica R.L. Random Forest GBRT XG Boost SVR Ensamble Redes N. 

Puebla 

Isotónicos 

RMSE 117.37 89.46 87.26 80.14 81.09 79.62 114.88 

R2 test 0.61 0.78 0.80 0.82 0.81 0.83 0.6 

Agua Sin Sabor 

RMSE 582.03 428.25 507.44 489.37 548.12 489.98 503.12 

R2 test 0.82 0.91 0.90 0.89 0.88 0.9 0.86 

Tijuana 

Isotónicos 

RMSE 227.08 149.61 141.23 139.41 156.8 136.47 213.54 

R2 test 0.73 0.88 0.89 0.88 0.86 0.89 0.79 

Agua Sin Sabor 

RMSE 1125.26 590.00 649.82 633.71 800.79 642.44 1040.03 

R2 test 0.78 0.90 0.88 0.89 0.85 0.89 0.7 

Toluca 

Isotónicos 

RMSE 76.59 56.07 51.94 52.61 55.1 50.37 59.9 

R2 test 0.73 0.78 0.82 0.80 0.78 0.82 0.73 

Agua Sin Sabor 

RMSE 292.78 206.77 274.50 266.47 264.89 289.87 274.15 

R2 test 0.83 0.93 0.91 0.90 0.91 0.89 0.89 
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TABLA C 

Promedio del RMSE en modelos univariados y multivariados por plaza y categoría. 

Modelos de Series de Tiempo Modelos Multivariados 

Plaza Categoría Métrica Descomp. Multiplicativo Descomp. Aditivo SARIMAX Random Forest XGBoost Ensamble 

Puebla 

Isotónicos RMSE 21.09 18.41 86.76 93.21 80.14 79.62 

Agua Sin Sabor RMSE 73.53 64.62 336.84 428.25 489.36 489.98 

Tijuana 

Isotónicos RMSE 39.76 37.92 158.98 158.04 139.41 136.47 

Agua Sin Sabor RMSE 141.62 123.82 434.73 590.00 633.71 642.44 

Toluca 

Isotónicos RMSE 10.46 10.26 48.90 58.73 52.61 50.37 

Agua Sin Sabor RMSE 56.02 50.28 182.96 206.77 266.46 289.87 

TABLA D 

Variables utilizadas en los mejores modelos multivariados. 

Tijuana Toluca Puebla 

Agua sin Sabor Las variables que más contribuyen al desempeño de los modelos de pronóstico son #Semana, las de temperatura y las promocionales. 

Isotónicos 

Electrolit: variables promocionales, temperatura media y máxima, #Dia de la Semana 

Gatorade, Powerade & Suerox: variables de temperatura media y máxima 

TABLA E 

Selección de modelo para agua sin sabor según el RMSE. 

Bioleve Electropura Bonafont 

Bioleve 1.5 lt Electropura 1 lt Electropura 1.5 lt Epura 600 ml Bonafont 750 ml Bonafont 1.5 lt 

Random Forest 169.729 890.477 1073.733 409.621 260.821 735.625 

GBRT 148.7657 1002.0434 1104.0213 464.1048 452.0356 727.9384 

XGBoost 145.159 951.406 888.807 497.465 326.8 992.637 

SARIMAX 145.0274 706.4271 725.8048 294.8268 212.3661 523.9088 

SVR 176.23 1246.365 1693.66 465.5 290.88 932.09 

Ensamble 145.744 891.366 892.556 479.026 309.495 988.958 

Redes 176.72 2374.28 1921.86 774.58 313.59 679.17 

TABLA F 

RMSE y MAPE del modelo SARIMAX.

Puebla Tijuana Toluca 

RMSE MAPE RMSE MAPE RMSE MAPE 
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Agua sin 

Sabor 
336.10 10.98 436.48 11.96 182.89 12.48 

Isotónicos 99.15 12.53 108.91 14.16 53.98 13.43 

TABLA G 

RMSE y R2 ajustada del modelo de ensamble. 

Puebla Tijuana Toluca 

RMSE R2 Ajustada RMSE R2 Ajustada RMSE R2 Ajustada 

Electrolit 70.20 0.89 120.94 0.95 42.72 0.90 

FIGURA A 

Output del modelo SARIMAX. 

FIGURA B 

Output del modelo de ensamble. 
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